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RESULTATS EXPERIMENTALS. Segells

6. Resultats experimentals. Segells

En aquest capitol es fa un reconeixement invariant de quatre tipus diferents de segells,
d’idéntiques dimensions reals. Per tal d’efectuar el reconeixement es posaran en practica
quasi totes les técniques explicades en els capitols anteriors. Es disposa de cent cinquanta
mostres (objectes) de cada un dels segells, cinquanta de les quals formaran part del conjunt
de calibratge. Les cent restants seran el conjunt de test. Els segells han estat digitalitzats un
a un amb el mateix digitalitzador, a una resolucio de 128 x 128 pixels i amb 256 nivells de
gris.

El procediment que s’ha de realitzar és el seglient:

1.- Binaritzaci6 de cada objecte, prenent com a nivell de gris de tall el 128.

2. Calcul de trenta caracteristiques discriminants per objecte. Aix0 genera una matriu de
calibratge de cinquanta files i quaranta-vuit columnes per classe. Aquest punt es
desenvolupa en I’apartat 6.1.

3. Estudi i seleccio de la millor tecnica de reduccio de dimensions. S’apliquen la CVA, la
DPCA, I’OCVA i la PCA. Aquest punt es desenvolupa en I’apartat 6.2.

4. Seleccié del nombre oOptim de variables que s’han de retenir. Aquest punt es
desenvolupa a I’apartat 6.3.

5. Determinacié del nombre minim d’objectes de calibratge. Aquest punt es desenvolupa
en I’apartat 6.4.
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6. Estudi comparatiu dels diferents métodes de prediccid i de classificacio. Aquest punt es
desenvolupa en I’apartat 6.5.

Les diferents mostres de segells han estat digitalitzades en diferents posicions, mides i
orientacions dintre de I’escena. S’ha fet aixi per poder realitzar un reconeixement invariant
a transformacions lineals dels objectes. La figura 6.1. mostra diferents posicions,
orientacions i mides d’un mateix segell:

Figura 6.1.

La figura seglient mostra els quatre tipus diferents de segells utilitzats:

Segells 1 Segells 2

Segells 3 Segells 4
Figura 6.2.
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6.1. Calcul de les caracteristiques

De totes les caracteristiques invariants explicades en el capitol 2, en el cas dels segells no
té massa sentit calcular les que depenen del contorn o de I’esquelet perqué tots els segells
tenen el mateix contorn exterior. Per tant, calcularem les caracteristiques restants.

Després d’haver fet una seleccio de les caracteristiques que funcionen millor, s’ha optat per
calcular per a cada segell les trenta caracteristiques seglents:

Els seglients vuit moments calculats de I’histograma:
My, My, Mg, My, L4, Lb, 5 1 L.

Els primers quatre moments invariants de Hu:
o[11, ¢l2], ¢[3] T ¢[4].

Les cinc caracteristiques %AO calculades a partir d’un cercle situat en el CDM
de I’objecte, prenent com a factors: 0,7,0,8,0,9, 1,01 1,1.

El factor de circularitat C.
Els sis moments de les projeccions seguents:
5y ong e, KH iKY
Les sis caracteristiques calculades a partir de I’EPI i I’lEM seguents:

D,ab,E=bla, e=clai A,

No s’han calculat els descriptors de Fourier perqué en el capitol 2 s’ha vist que, a més de
requerir un calcul molt intensiu, en molts casos no presenten un nivell de discriminacié
massa elevat. Aixo0 es deu al fet que es basen en la transformada de Fourier, la qual a part
de requerir un nombre important d’iteracions per al seu comput, és molt sensible a petites
variacions de les frequéncies fonamentals dels objectes.

Excepte en el cas dels moments calculats a partir de I’histograma (aquestes caracteristiques
es basen en I’histograma i, per tant, en els nivells de gris de I’objecte), per al comput de
totes les altres caracteristiques, les imatges han estat binaritzades amb un valor de tall de
128, ja que aixi la dispersid de les caracteristiques obtingudes és menor que treballant amb
els 256 nivells de gris. En aquest problema en concret només s’ha realitzat una binaritzacio
perque les caracteristiques obtingudes ja aportaven prou informacio sobre les diferents
classes, pero si fos necessari, es podrien realitzar diverses binaritzacions de les imatges. En
cadascuna d’aquestes binaritzacions s’hauria de prendre un nivell de gris de tall diferent i
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s’hauria de realitzar el calcul de totes les caracteristiques excepte de les basades en
I’histograma.

Amb un ordinador Pentium Il a 233 MHz i amb programari (software) compilat a 32 bits,
el temps de calcul mitja de les trenta caracteristiques eés de 0,13 segons per segell, pero
amb un PC d’ultima generacio aquest temps es pot reduir substancialment.

6.2. Seleccid6 de la millor técnica de reduccido de
dimensions

En aquest treball es tracten diferents métodes per reduir el nombre de variables (reduccio
de dimensions), que son la CVA, la DPCA, I’OCVA i la PCA. Si el problema tingués dues
o tres dimensions i dues o tres classes, fent una representacio grafica de tots els objectes
similar a la que mostra la figura 6.3., visualment es podria determinar quin és el sistema de
reduccié de dimensions que funciona millor. Pero quan la complexitat del problema és
gran, aquest metode deixa de ser viable, a més de ser un metode subjectiu.

Com que es disposa de 4 classes de segells, cinquanta segells de calibratge per classe i
trenta caracteristiques per segell, a causa de la gran complexitat del problema seria Util
disposar d’un index que permetés mesurar el grau de dispersié de les diferents classes.
Duda i Hart [Dud73] proposen diferents criteris per calcular aquest index, pero el que s’ha
triat es calcula de la manera segtient:

m
Iy =traca(W 2B) =% (6.1)
i=1
on la traca d’una matriu quadrada és la suma dels elements de la seva diagonal i els A; s6n
els valors propis de la matriu. Les matrius W i B son, respectivament, la matriu de dispersio
interna de les classes (Within-Group Dispersion Matrix) i la matriu de dispersio entre
classes (Between-Group Dispersion Matrix), i es calculen de la manera segient:

Womm) =_§1 _zil( X~ % )04~ % )T (6.2)
1= J=
Bmm) = 21 (% — %) (% —x)" 6.3)

La matriu W informa de la dispersié entre els objectes d’una mateixa classe, mentre que la
matriu B informa de la dispersio o el distanciament entre classes diferents.
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La igualtat de I’expressié 6.1 és certa perque la traca d’una matriu simetrica “-W™.B— és
igual a la suma dels seus valors propis.

L’index Iy és una magnitud invariant a transformacions lineals de les dades, ja que els
valors propis ho sén. El valor numéric d’aquest index és una mesura del quocient entre la
dispersio entre classes i la dispersio interna de les classes (intuitivament s’esta fent B/W) en
la direcci6 dels vectors propis. Per tant, com més distanciades es trobin les diferents classes
més alt sera el valor d’aquest index. Consulteu [Sta82].

L’index Iy proporciona un valor que es calcula a partir d’una realitat multidimensional
molt complexa. La importancia d’aquest index no és el valor numeric concret que
proporciona, sind el coneixement de si aquest valor es troba per sobre o per sota del
proporcionat per una altra situacio. Per tant, la interpretacio d’aquest index ha de ser més
qualitativa que quantitativa.

La figura seglient mostra dues situacions diferents. En la primera el valor de I’index Iy,
sera més gran que en la segona, perque les diferents classes es troben meés separades.

classe 1 classe 2 classe 1 classe 2
LIS
° 00
o ..: Oo OOO . ] ° o O (o] o
[ X ] 000 ° o o o
[ ] ® ) o
o o o (o] o
° o
° o
o o
00 l¢)
889 °
5 o 00
classe 3 classe 3
Figura 6.3.

L’index Iy, en calcular la separacid entre els centres de les diferents classes, té en compte
tant la dispersié interna dels objectes pertanyents a una mateixa classe com la dispersio
entre classes. Si les diferents classes estan molt separades, aixo significa que les distancies
entre els centres de les classes son grans en comparacié amb les dispersions internes de
cadascuna i, per tant, el valor de I’index Iy sera elevat. En el cas contrari, si les diferents
classes es troben encavalcades, aixo significa que les distancies entre els centres de les
classes son petites en comparacio amb les dispersions internes de les classes, fet que fa que
el valor de I’index I, sigui petit.
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L’index Iy sera util per determinar quin dels metodes de reduccié de variables (CVA,
DPCA, OCVA i PCA) proporciona maxima separacio entre classes. S’ha de seleccionar el
meétode de reduccié de variables que, amb un nombre reduit de variables, maximitzi el
valor de I’index Iy.

La taula 6.1. mostra els valors proporcionats per I’index I, per al problema dels 200 segells
(50 x 4 = 200) del conjunt de calibratge. Hem considerat quatre tecniques de reduccié de
dimensions i tres situacions per a cadascuna d’aquestes: dades sense cap mena de
pretractament, centrat i autoescalat previ de les dades.

index Iy Nombre variables CVA DPCA OCVA PCA
retingudes

Dades 1 12,11 1,47 16,56 1,47
sense 2 13,02 9,28 23,88 7,66
pretractament 3 18,24 15,00 25,65 15,40
Dades 1 10,13 1,47 16,92 1,47
centrades 2 37,59 9,28 24,12 7,67
3 39,59 14,98 30,34 15,38
Dades 1 33,39 2,20 28,24 0,94
autoescalades 2 45,67 2,99 29,66 1,11
3 50,00 3,18 35,22 1,75

Taula 6.1.

De la taula anterior es dedueix que la separacio entre classes augmenta en fer-ho el nombre
de variables que retenim. La taula 6.1. ens mostra que la tecnica que amb un nombre reduit
de variables proporciona major separacié de les diferents classes és la CVA (amb les dades
previament autoescalades), seguida a certa distancia de I’OCVA (amb les dades també
autoescalades). A partir d’ara es treballara amb les variables procedents de la CVA (amb
les dades autoescalades), perqué és la técnica que separa més les diferents classes. Aixo0
confirma que en augmentar el nombre de variables retingudes, augmenta el grau de
separacio entre les diferents classes.

Les figures seglents (6.4. a 6.7.) mostren una representacié dels 200 objectes del conjunt
de calibratge en I’espai de les variables.

La figura 6.4. mostra els resultats proporcionats per la CVA amb les dades autoescalades:
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Figura 6.4.

La figura 6.5. mostra els resultats proporcionats per la DPCA sense haver efectuat cap

pretractament de les dades:
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La figura 6.6. mostra
préviament les dades:
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Figura 6.6.

resultats proporcionats per la PCA sense haver fet cap
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Figura 6.7.

Les figures 6.4. a 6.7. confirmen que I’algorisme de reduccié de dimensions que
proporciona millors resultats amb les primeres variables és la CVA.
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6.3. Seleccio del nombre optim de variables que cal
retenir

En I’apartat anterior s’ha vist que, en el cas dels segells, la tecnica de reduccié de
dimensions que proporciona millors resultats és la CVA aplicada a les dades autoescalades.
Per tant, una vegada s’ha aplicat la CVA, es fa necessari decidir quin és el nombre optim
de variables (en aquest cas variables canoniques) que s’han de retenir. En I’apartat 3.6.
s’exposen les tecniques per seleccionar el nombre de variables que s’han de retenir.

Els valors propis associats a les tres variables canoniques de la CVA amb les dades
autoescalades son els seguents:

Valors propis Valor numéric dels valors propis
M 32,9207
A2 11,9551
A3 4,2521
Taula 6.2.

En aquest cas, per haver-hi quatre classes només tenim tres variables canoniques i, a la
vista de la distribucio d’aquestes classes en I’espai de les variables (vegeu la figura 6.6.),
queda clar que aquestes tres variables seran suficients per poder afrontar el problema amb
garanties d’éxit. Per tant, tot i que amb menys variables retingudes el problema també seria
linealment separable, i com que el cost computacional de retenir-ne només tres és forca
baix, d’ara en endavant tots els algorismes de classificacio o de prediccio que s’aplicaran
per solucionar el problema tindran en compte totes les variables canoniques.

Quan es treballi amb tecniques de regressié multivariable (PLS, PCR, etc.), com que es
basen en la PCA, no tindra sentit aplicar la CVA. Per tant, en aquest cas s’haura de
determinar el nombre optim de components principals que s’han de retenir (vegeu I’apartat
6.5.).

6.4. Nombre minim d’objectes de calibratge

En el capitol 4 es van tractar les tecniques desenvolupades per calcular el nombre minim
d’objectes de calibratge necessaris per poder afrontar amb garanties d’éxit un problema de
classificacid. En I’apartat 4.2. es van introduir dues tecniques a posteriori, que sén amb les
quals es treballara a continuacio.
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La primera d’aquestes tecniques es basa en el calcul de la DC (distancia computada).
Primer s’aplica la CVA (per ser la técnica que millors resultats ens ha proporcionat) sobre
les 200 dades de calibratge i s’obté una matriu de transformacid de I’espai definit per les
caracteristiques discriminants a I’espai de les variables (variables canoniques). Sempre
amb aquesta matriu de transformacid, es calcularan les coordenades en I’espai de les
variables de subgrups d’objectes de calibratge, agafats aleatoriament, de 180, 160, 140,
120, 100, 80, 60 i 40 objectes, respectivament.

El dos grafics seguents (figures 6.8. i 6.9.) mostren el resultat aplicar el criteri de la
distancia computada (DC) entre el centre del grup total d’objectes de calibratge i els
centres dels diferents subgrups. En el primer grafic, la DC es calcula respecte a les tres
primeres variables canoniques (resultants de la CVA amb les dades autoescalades), mentre
qgue en el segon la DC es calcula directament respecte de les trenta caracteristiques
discriminants.

CVA (3 primeres variables) 30 caracteristiques

0.005 — 150

1.25 4
0.004 —

[y

o

S
|

0.003 —
0.75 +

0.002 —

Distancia computada
|

Distancia computada

0.000 — 0.25 —

0.00 o

0.000 —

40 60 80 100 120 140 160 180 200 40 60 80 100 120 140 160 180 200
Nombre d'objectes de calibratge Nombre d'objectes de calibratge
Figura 6.8. Figura 6.9.

La figura 6.8. mostra que a partir de seixanta objectes de calibratge el pendent de la corba
és menys pronunciat. Per tant, sembla que seixanta objectes de calibratge (quinze per
classe) son els minims necessaris per poder afrontar aquest problema amb garanties d’exit.
Aquest resultat concorda amb la hipotesi de Jain i Chandrasekaran explicada en I’apartat
4.1. (n>5.c.m*=5.4.3 =60).

En canvi, quan el problema s’ataca directament amb les caracteristiques discriminants
(vegeu la figura 6.9.) es requereix un nombre més elevat d’objectes de calibratge i, a més,
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la distancia computada presenta valors més grans que en el cas de les variables. Aquests
resultats indiquen que les caracteristiques son menys eficients que les variables també pel
que fa al nombre minim d’objectes de calibratge.

La segona tecnica és una proposta nova d’aquest treball i és molt similar a I’anterior, pero
canviant la distancia computada per la taxa d’errors de classificacio. Després d’aplicar la
CVA sobre les 200 dades de calibratge i sempre amb la mateixa matriu de transformacio,
es calculen les variables canoniques de subgrups, escollits a I’atzar, de 180, 160, 140, 120,
100, 80, 60 i 40 objectes, respectivament. Ara s’apliquen técniques rapides de classificacio,
com son la LDA i la QDA, i s’avalua la taxa d’errors en funcié del nombre d’objectes de
calibratge. En aquest cas, pero, tots aquests subgrups porten a una taxa d’errors de
classificacid del 0,0 %, cosa que fa que no sigui viable I’aplicacié d’aquestes tecniques en
aquest problema concret. Aixo es deu al fet que el problema és linealment separable.

6.5. Classificacio aplicant tecniques de regressio

En el capitol 5 es va veure que una de les possibilitats per afrontar un procés de
classificacié és aplicar técniques multivariables de regressio. Les técniques de regressio
que compararem son la PCR, la PLS, la LRR i la MLR. Com que aquestes tecniques tenen
com a base la PCA, avaluarem els valors propis de la PCA amb les dades sense
pretractament, centrades i autoescalades, tal com es mostra en la figura segiient:
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o :
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S e /
= :
5}
s /
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/

0 5 10 15 20 25 30
Nombre de variables retingudes

Figura 6.10.
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La figura 6.10. indica que, amb les dades sense cap mena de pretractament o amb les dades
centrades, és quan menys nombre de variables de la PCA s’han de retenir (cal recordar que
quan s’apliquen técniques de regressié no es pot treballar amb les variables resultants
d’aplicar la CVA).

Les figures seglients mostren, per a les diferents tecniques de regressio aplicades, el
PRESS (mesura de I’error de prediccio; vegeu I’apartat 5.3.) resultant de la prediccié dels
200 objectes del conjunt de calibratge enfront del nombre de variables retingudes. Totes les
técniques de regressio han estat assajades amb les dades sense cap mena de pretractament,
amb les dades centrades i amb les dades autoescalades.
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En els grafics anteriors s’observa que els resultats proporcionats per la LRR i la MLR no
son massa estables. Per tant, deixarem de banda aquestes dues técniques amb vista a
solucionar el nostre problema. Aixo vol dir que per a la prediccidé d’objectes de test ens
guedarem amb la PCR i la PLS.

6.5.1. Resultats de la classificaciéo amb técniques de regressio

En aquest apartat es classifica el conjunt dels 400 objectes de test.

Per escollir el nombre de variables que s’han de retenir (PCR i PLS) s’apliquen els criteris
de selecci6 del nombre de variables (vegeu I’apartat 3.6.) apropiats per a la PCA, com sén
el del 95 % de la variancia, el criteri d’Eastment i Krzanowski (W(r)) i el de retenir les
variables associades a valors propis superiors a la unitat. Com que el cost computacional
d’aquests metodes de regressio és relativament baix, s’aconsella quedar-se amb el criteri
que proporcioni el nombre més elevat de variables que cal retenir.

Treballarem amb la PLS i la PCR perque en I’apartat anterior s’ha vist que eren les
tecniques de regressio que funcionen millor en aquest problema concret.

PLS amb les dades sense pretractament

En el cas de la PLS apliquem les dades sense pretractament perqué en el grafic 6.11. es veu
que és el cas que proporciona millors resultats. Tots els meétodes de classificacio
proporcionen tantes sortides com classes tingui definides el problema. En aquest cas, ¢ = 4
i, com que es classifiquen 400 objectes, hi haura un total de 4 x 400 = 1600 sortides. Els
resultats d’aplicar els tres criteris de seleccié del nombre de variables sobre els 400
objectes de test es reflecteixen en la taula seguent:

Criteri Nombre de Sortides errades | Error total | PRESS
variables retingudes de 1.600
95 % variancia 1 352 22,00 % 300,31
W(r) 10 0 0,00 % 2,06
Ai>1 18 0 0,00 % 1,81
Taula 6.3.

Els resultats de la taula anterior son sobre objectes de test, objectes no inclosos en el
conjunt de calibratge del model; per tant, son resultats definitius. En la taula anterior també
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es comprova que la hipotesi que s’havia apuntat anteriorment, de quedar-se amb el criteri
que obligui a retenir un major nombre de variables és valida. Per tant, en el cas de la PLS
cal agafar les divuit primeres variables i les dades sense pretractament, i s’obtindra una
taxa de sortides erronies del 0,00 %.

PCR amb les dades centrades

En el cas de la PCR apliquem les dades centrades perqué en el grafic 6.12. es veu que és el
cas que proporciona millors resultats. Els resultats d’aplicar els tres criteris de seleccié del
nombre de variables sobre els 400 objectes de test es reflecteixen en la taula seguent:

Criteri Nombre de Sortides errades | Error total | PRESS
variables retingudes de 1.600
95 % variancia 1 211 13,19% | 201,84
W(r) 8 0 0,00 % 3,19
Ai>1 18 0 0,00 % 2,02
Taula 6.4.

En la taula anterior es comprova que la hipotesi que s’havia apuntat anteriorment, de
guedar-se amb el criteri que obligui a retenir un major nombre de variables, és bona. Per
tant, en el cas de la PCR, cal agafar les divuit primeres variables i les dades centrades, i
s’obtindra una taxa de sortides erronies del 0,00 %.

Els dos grafics seguents (figures 6.15. i 6.16.) mostren els resultats de la classificacid dels
400 objectes de test. Per poder-los interpretar cal tenir en compte que I’algorisme de
classificacié proporciona tantes sortides com classes d’objectes es tracten (en aquest cas
quatre). Per tant, la resposta de I’algorisme a I’entrada d’un objecte de test seran quatre
sortides, una per classe. Un objecte sera associat a una classe si la sortida corresponent a
aquesta classe és superior o igual a 0,5 i no hi sera associat en cas contrari. Per tant, podria
ser que en cas d’error un objecte fos associat a més d’una classe a la vegada o a cap classe.
Els grafics seguents es troben dividits en sis apartats cadascun. Cada apartat conté
separadament els cent segells de test de cada classe; aixi és facil de veure rapidament el
grau de fiabilitat de les respostes dels algorismes.

136



RESULTATS EXPERIMENTALS. Segells

PLS

Segells 2

Segells 1

40 60 80 100

20

40 60 80 100

20

Segells

Segells

—O— Segells 1
—O— Segells 2
—4— Segells 3
—— Segells 4

Segells 4

Segells 3

S

5
'?é‘«‘"

1.00 +

S1d

0.75 H

we

o

0.50 -

he)

,
[Te)
N
o

19e01)ISSe|D

T
Te)
N

40 60 80 100

20

40 60 80 100

20

Segells

Segells

Figura 6.15.

137

o
S1d qure 919edIYISSE|D




RESULTATS EXPERIMENTALS. Segells

PCR

Segells 1 Segells 2
1.00 1.00 |
g o
% 0.75 - £
g ¥ & 0.75 -
=
© c
?§ 0.50 - jg 0.50 -
S S
® 025 - @ 025 -
K| Ko
© REA A NN .“‘QA @]
0.00 - &&& CREER 0.00
T T T T T T T T T T T T
0 20 40 60 80 100 0O 20 40 60 80 100
Segells Segells
—O— Segells 1
—— Segells 2
—4— Segells 3
—O— Segells 4
Segells 3 Segells 4
O
1.00 - 1.00 - %‘%é%gggzs«“%ﬁ@‘%@%@%ﬁ%
® & v
o [a
= 0.75 - = 0.75 -
: :
?g 0.50 — ;8 0.50 —
g g
‘@ 0.25 @ 0.25
R ©
O O
0.00 - &2 0.00
T T T T T T T T T T T T
0O 20 40 60 80 100 0O 20 40 60 80 100
Segells Segells
Figura 6.16.

138



RESULTATS EXPERIMENTALS. Segells

6.6. Classificacid amb analisi discriminant

Una de les tecniques de classificacio més eficients que hi ha és I’analisi discriminant. En
aquest apartat s’apliquen la LDA (suposa igual matriu de variancies-covariancies per a
cada classe) i la QDA (suposa diferent matriu de variancies-covariancies per a cada classe).
Primer s’han agafat les dades autoescalades, després s’ha aplicat la CVA i retenint les tres
primeres variables canoniques, s’han aplicat la LDA i la QDA. La taula segient mostra els
resultats d’aquestes dues técniques sobre els 400 objectes del conjunt de test.

o Nombre de variables | Sortides errades
Criteri i Error total PRESS
retingudes de 1.600
LDA 3 de la CVA 0 0,00 % 0,00
QDA 3 de la CVA 0 0,00 % 0,00
Taula 6.5.

Les sortides dels algorismes LDA i QDA, per ser técniques de classificacio, només
presenten dos valors enters possibles: 1 o 0. Per tant, I’algorisme presenta per a cada
objecte tantes sortides com classes tingui el problema, on cada sortida tindra el valor 1 0 0.
En I’apartat 5.2.1. s’expliquen els algorismes d’aquests dos métodes. Per a un objecte
donat, per decidir si la sortida corresponent a una classe determinada ha de ser 1 o 0, cal
haver definit préviament un valor de tall llindar o threshold. El valor d’aquest és forca
critic per I’exit dels algorismes. En aquest treball es proposa agafar els llindars seguents:

TLDA,i = [mi + MI]/2 TQDA,i =«/mi 'Mi s (64)

on m; és el valor minim que proporciona la gaussiana corresponent a la classe i-éssima a
tots els objectes de calibratge pertanyents a aquesta classe i M; és el valor maxim que
proporciona la gaussiana corresponent a la classe i-éssima a tots els objectes de calibratge
que no pertanyen a aquesta classe.

Les figures 6.17. i 6.18. mostren els resultats d’efectuar la LDA i la QDA sobre els 400
objectes de test.
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Classificaci6 amb QDA
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6.7. Classificacio amb SIMCA i DASCO

Tant SIMCA com DASCO son tecniques de classificacié forca utilitzades. Treballarem
amb les tres variables canoniques resultants d’efectuar la CVA. La taula seglient mostra els
resultats de classificacié dels 200 objectes de calibratge amb les dades resultants de la

CVA sense pretractament, amb les dades centrades i amb les dades autoescalades.

Els resultats anteriors indiquen que, en el cas de SIMCA, cal tenir en compte les dades
sense cap pretractament o autoescalades i, el cas de DASCO, les dades s’han de centrar.

La taula seguent reflecteix el nombre de variables que automaticament retenen per classe

Tecnica Pretractament Sortides erracles Error total PRESS
de 800
SIMCA Cap 1 0,13 % 1,00
SIMCA Centrat 2 0,25 % 2,00
SIMCA Autoescalat 1 0,13 % 1,00
DASCO Cap 2 0,25 % 2,00
DASCO Centrat 0 0,00 % 0,00
DASCO Autoescalat 1 0,13 % 1,00
Taula 6.6.

els algorismes SIMCA i DASCO, depenent del tipus de pretractament de les dades:

Nombre de variables retingudes per classe

142

Pretractament | Classe 1 | Classe 2 | Classe 3 | Classe 4
Cap 1 1 1 1
Centrat 1 1 1 1
Autoescalat 1 1 1 1
Taula 6.7.
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La taula seguent mostra els resultats de classificacid d’aquestes dues técniques sobre els
400 objectes del conjunt de test.

. Sortides errades
Criteri Error total PRESS
de 1.600
SIMCA .
dades originals 9 0,56 % 9,00
DASCO 0
dades centrades 2 0,13% 2,00

Taula 6.8.

Les sortides dels algorismes SIMCA i DASCO, per ser tecniques de classificacio, només
presenten dos valors enters possibles: 1 i 0. Per tant, I’algorisme presenta per a cada
objecte tantes sortides com classes tingui el problema, on cada sortida tindra el valor 1 o 0.
En I’apartat 5.2.1. s’expliquen els algorismes d’aquests dos metodes.

Per a un objecte donat, per decidir si la sortida corresponent a una classe determinada ha de
ser 1 o 0 cal haver definit previament un valor llindar o threshold. EI valor d’aquest és
forca critic per I’éxit dels algorismes. El llindar proposat en aquest treball és:

Ti = mi.Mi y (65)

on:
m;: valor minim de la distancia de Mahalanobis al centre de la classe i-éssima
de tots els objectes de calibratge que pertanyen a aquesta classe.

M;: valor maxim de la distancia de Mahalanobis al centre de la classe i-éssima
de tots els objectes de calibratge que no pertanyen a aquesta classe.

Les figures 6.19. i 6.20. mostren els resultats d’efectuar SIMCA i DASCO sobre els 400
objectes de test.
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Classificaci6 amb DASCO
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6.8. Classificacio amb kNN

Una técnica molt emprada en classificacio és la dels k veins propers o kNN (vegeu el
capitol 5). La bibliografia suggereix agafar entre tres i cinc veins per raons de cost
computacional.

Primer s’han agafat les dades autoescalades, després s’ha aplicat la CVA i, retenint les tres
primeres variables canoniques, s’ha aplicat aguesta tecnica. La taula seglient mostra els
resultats de classificacié produits per la KNN sobre els 200 objectes del conjunt de
calibratge, en variar el nombre de veins de dos a vuit.

Nombre de | Nombre de variables | Sortides errades | Error total PRESS
veins retingudes de 1.800
2 3delaCVA 0 0,00 % 0,00
3 3 de laCVA 0 0,00 % 0,00
4 3delaCVA 0 0,00 % 0,00
5 3delaCVA 0 0,00 % 0,00
6 3 de laCVA 0 0,00 % 0,00
7 3 de laCVA 0 0,00 % 0,00
8 3delaCVA 0 0,00 % 0,00
Taula 6.9.

Dels resultats anteriors es dedueix que en aquest cas qualsevol valor de k comprés entre
dos i vuit hauria de conduir a un bon model de classificacio. En aquest cas, classificarem
els 400 objectes del conjunt de test considerant tres i quatre veins, resultats que mostra la
taula seguent:

Nombre de | Nombre de variables | Sortides errades | Error total PRESS
veins retingudes de 1.600
3 3dela CVA 0 0,00 % 0,00
4 3delaCVA 0 0,00 % 0,00
Taula 6.10.

La figura segiient mostra els resultats de classificacié dels 400 objectes de test aplicant la
KNN amb 3 i 4 veins.
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6.9. Classificacio amb el paral-lelepipede que conté els
objectes de calibratge

Agquesta técnica ha estat elaborada en aquest treball. Es una técnica supervisada i no
parametrica (no pressuposa cap tipus de distribucié de les dades del problema) que té un
cost computacional molt baix.

Primer s’han agafat les dades autoescalades i després s’ha aplicat la CVA directament a la
matriu. S’ha fet un programa que varii iterativament el nombre de variables retingudes
entre una i tres, aixi com els valors del factor k, que modula la velocitat de decreixement
de les funcions exponencials decreixents de la férmula 6.6. de 0,10 a 3,00 en increments
successius de 0,05 (vegeu I’apartat 5.2.5.).

J- (6.6)

J , O = exp(—k.

La figura seguent indica la influéncia del valor del factor k de I’exponencial decreixent:

X — minj; X — Max;j

Oy = exp[— k.

maxij — Mminj; maxjj — minj;

Valors de la funcié exponencial

0 2 4 min

Variable x

ij maXij

Figura 6.22.

S’ha dividit el conjunt de calibratge en dos subconjunts: un de 160 objectes i un altre de 40
objectes. El primer serveix per generar multiples models de classificacié i el segon
d’aquests serveix per determinar quin és el que proporciona millors resultats.
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La taula seglient mostra els resultats de classificacio dels 40 objectes (separats del conjunt
de calibratge) segons diferents models de classificacio generats a partir dels 160 objectes
de calibratge:

Nombre de variables Factor Sortides Error total PRESS
retingudes exponencial | errades de 160 (x107%)
3delaCVA 0,25 0 0,00 % 5,557
3delaCVA 0,30 0 0,00 % 1,452
3delaCVA 0,35 0 0,00 % 0,819
3delaCVA 0,40 0 0,00 % 0,854
3delaCVA 0,45 0 0,00 % 1,037

Taula 6.11.

La taula 6.12 mostra els resultats de classificacié dels 400 objectes del conjunt de test. S’ha
escollit un valor del factor de decreixement de 0,35 i s’han retingut les tres primeres
variables canoniques.

_ Nombre_ de Factor_ Sortides errades Error total PRESS
variables retingudes | exponencial de 1.600
3delaCVA 0,35 1 0,06 % 2,15
Taula 6.12.

La figura seglient mostra els resultats de classificacio dels 400 objectes del conjunt de test.
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Classificacié amb Paral-lelepipede
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6.10. Classificacio amb xarxes neuronals

Les xarxes neuronals s’han creat i entrenat amb el Neural Network Toolbox del Matlab.
Per entendre el funcionament dels algorismes aplicats cal consultar les referéncies [Mat93]
i [Mat94].

Primer s’han agafat les dades autoescalades, després s’ha aplicat la CVA i, a la matriu
resultant, li ha estat aplicada directament aquesta técnica (retenint les tres variables
canoniques).

En el cas de les xarxes neuronals tipus Backpropagation, s’ha creat un model de xarxa amb
una unica capa oculta de deu neurones amb funcié de transferencia logsig i una capa de
sortida formada per quatre neurones amb funcio de transferéncia lineal. En aquest cas, amb
deu neurones s’ha pogut entrenar satisfactoriament la xarxa i no ha calgut utilitzar un
nombre més gran de neurones en la capa oculta. Per entrenar la xarxa, primer s’ha utilitzat
la funcio trainbp del Matlab i quan I’error ha disminuit fins a 1, s’ha aplicat la funcié
trainlm fins a assolir un error global de 4e-5.

La taula seglient mostra els resultats de classificacié dels 400 objectes de test proporcionats
per la xarxa Backpropagation:

o Nombre de variables | Sortides errades
Criteri . Error total PRESS
retingudes de 1.600
Backprop. 3de laCVA 0 0,00 % 2.17e-4
Taula 6.13.

En el cas de les xarxes neuronals Radial Basis Functions, en la fase de calibratge el Matlab
exigeix triar el valor d’un factor d’aprenentatge. Segons el valor triat d’aquest parametre,
la xarxa s’entrenara de forma diferent i, per tant, els resultats de classificacid no
coincidiran. Per aix0 s’ha dividit el conjunt de calibratge en dos subconjunts de 160 i 40
objectes cadascun. El primer d’aquests (160 objectes) ha servit per entrenar les diferents
xarxes i el segon (40 objectes) ha servit per determinar quina d’aquestes és la que
proporciona millors resultats. Després de provar diferents valors del factor d’aprenentatge,
s’ha comprovat que, en aquest cas, amb un factor d’aprenentatge de 0,50 s’obtenien els
errors mes petits.

Aquest tipus de xarxes son molt sensibles al nombre de neurones de la capa oculta i, per
tant, és molt important determinar quin és el nombre optim de neurones ocultes.
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La taula segiient mostra els resultats de prediccio dels 40 objectes del conjunt de calibratge
en crear diferents models de xarxes diferenciats pel nombre de neurones de la capa oculta:

Eactor Nombre_ de variables | Nombre de | Sortides errades Error total | PRESS
retingudes neurones de 160
0,50 3delaCVA 60 0 0,00% | 6,28e-5
0,50 3delaCVA 80 0 0,00% | 8,97e-6
0,50 3delaCVA 100 0 0,00% | 6,18e-6
0,50 3delaCVA 120 0 0,00% | 7,55e-6
0,50 3delaCVA 140 0 0,00% | 1,47e-6
0,50 3delaCVA 160 0 0,00% | 8,35e-7
Taula 6.14.

De tots els models anteriors ha estat seleccionat el de 160 neurones, ja que és el que
presenta el PRESS més baix. Per tant, amb aquest mateix model s’ha efectuat la
classificacié dels 400 objectes de test. Els resultats obtinguts es mostren en la taula
seguent:

Nombre de variables Nombre de Sortides errades de
) Error total | PRESS
retingudes neurones 1.800
3dela CVA 160 0 0,00 % 1,43e-3
Taula 6.15.

Les figures 6.24. i 6.25. mostren els resultats de classificacio proporcionats per les xarxes
tipus Backpropagation i Radial Basis sobre els 400 objectes de test:
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6.11. Classificacio amb logica difusa

Primer s’han agafat les dades (sense haver fet cap pretractament), després s’ha aplicat la
CVA i, a la matriu resultant, li ha estat aplicada directament aquesta técnica de
classificacid. La logica difusa és una tecnica supervisada. Primer es calcula el valor mitja i
la desviacid tipica de totes les variables de cada una de les classes dels objectes de
calibratge.

En aquest treball s’ha optat per definir tres conjunts difusos (bo, regular i dolent) —tot i que

se’n podrien definir més— de forma triangular per a cada variable de cadascuna de les
classes. Per a cada variable x de cada classe es fa la transformacié x = \x —X|,on xés el

valor mitja de la variable per a la classe en qiestio. També s’ha cregut convenient centrar
els tres conjunts difusos (bo, regular i dolent) en els punts 0, factor.c i 2.factor.o;
respectivament (o és la desviacio tipica de la variable considerada). La figura seguent
mostra com queden definits els tres conjunts difusos per a cada variable de cadascuna de
les diferents classes:

0 X =|x—X

"X
factorc 2.factorc

Figura 6.26.

Per trobar el valor optim del factor s’ha fet un programa que permeti variar els valors
d’aquest des de 0,1 fins a 3, en increments de 0,05. També s’ha variat el nombre de
variables retingudes entre 1 i 3. S’ha dividit el conjunt de calibratge en dos subconjunts: un
de 160 objectes i I’altre de 40 objectes. El primer serveix per generar multiples models de
classificacio i el segon serveix per determinar quin d’aquests models és el que proporciona
millors resultats.

La taula seglient mostra els resultats de classificacio dels 40 objectes (separats del conjunt
de calibratge) segons els diferents models de classificacié generats a partir dels 160
objectes de calibratge:
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Nombre de Factor Sortides Error total PRESS
variables retingudes errades de 160
1 de la CVA 3,30 0 0,00 % 1,0320
1 de la CVA 3,35 0 0,00 % 1,0184
1delaCVA 3,40 0 0,00 % 1,0083
1delaCVA 3,45 0 0,00 % 1,0018
1delaCVA 3,50 0 0,00 % 0,9986
1 de la CVA 3,55 0 0,00 % 0,9988
1 de la CVA 3,60 0 0,00 % 1,0020
1 de la CVA 3,65 0 0,00 % 1,0080
1delaCVA 3,70 0 0,00 % 1,1067
Taula 6.16.

Els resultats de la taula anterior suggereixen que el millor model és el corresponent a
retenir només la primera variable canonica i agafar un factor de 3,50 (és el que no presenta
cap sortida defectuosa i al mateix temps proporciona un valor del PRESS més baix).

Els resultats de classificacio dels 400 objectes de test (agafant els 200 objectes de
calibratge, la primera variable i un factor = 3,50) estan expressats en la taula seglent:

_ Nombre_ de Factor Sortides errades Error total PRESS
variables retingudes de 1.600
1 de la CVA 3,50 4 0,25 % 14,28
Taula 6.17.

Els resultats de classificacié dels 400 objectes del conjunt de test es mostren en la figura
seguent.
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Classificacié amb logica difusa
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6.12. Taula comparativa dels diferents metodes

La taula seguent mostra un resum dels resultats de classificacio dels 400 objectes del
conjunt de test obtinguts aplicant tots els métodes utilitzats en aquest capitol:

Tecnica Nombre de Sortides errades Error total | PRESS
variables retingudes de 1.600
PCR 18 0 0,00 % 2,02
PLS 18 0 0,00 % 1,81
LDA 3delaCVA 0 0,00 % 0,00
QDA 3delaCVA 0 0,00 % 0,00
SIMCA 1 per classe 9 0,56 % 9,00
DASCO 1 per classe 2 0,13 % 2,00
kNN (k = 4) 3delaCVA 0 0,00 % 0,00
Paral-lelepipede 3 delaCVA 1 0,06 % 2,15
Backpropagation 3dela CVA 0 0,00 % 2,17e-4
Radial Basis 3delaCVA 0 0,00 % 1,43e-3
Logica difusa 1 de laCVA 4 0,25 % 14,28

Taula 6.18.
La taula anterior indica que, per a aquest problema concret, quasi totes les técniques

proporcionen resultats molt propers al 100 % d’exit de classificacio. Les que funcionen
pitjor, per ordre, son: SIMCA, la logica difusa i DASCO.
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