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Gil González y Miguel López. Además, en Miguel se da un tercer argumento

para el agradecimiento ya que, al compartir despacho con él, tuvo que sopor-

tarme en muchas ocasiones, lo que espero sinceramente sepa perdonarme.

Espero que todos sean capaces de llegar a sentir el sincero agradecimiento

que quiero hacerles llegar mediante estas ĺıneas. Tampoco quisiera dejar de
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resaltar a l@s amig@s que desde alĺı siempre me hicieron llegar su calor a

lo largo de estos años: Senén, Pili, Genucha, Xose, Carlos ...

Finalmente, aunque no en último lugar, quisiera dar las gracias, por to-

do, a mis padres, a Julio y a Dani.

Durante este tiempo he sido miembro de los equipos de investigación de

los Proyectos de Investigación del MCYT Ref. BFM2001-3494 y BFM2002-

01057. Quiero agradecer la ayuda económica recibida.



Prólogo

Podemos encontrar aplicaciones de la Estad́ıstica prácticamente en todos

los campos (Bioloǵıa, Ciencias de la Educación, Economı́a, Medicina, So-

cioloǵıa, etc.). Buena parte de los problemas reales con experimentos aleato-

rios, admiten modelos apropiados dentro del Cálculo de Probabilidades para

los que la Estad́ıstica dispone de procedimientos de resolución bien consoli-

dados. La mayoŕıa de estos modelos involucran variables aleatorias (reales o

vectoriales) asociadas al experimento considerado, y ciertas caracteŕısticas

de su distribución.

Sin embargo, hay otros problemas reales para los que los modelos tradi-

cionales son insuficientes, porque no recogen adecuadamente toda la incer-

tidumbre subyacente. Entre estos, cabe mencionar los que consideran datos

experimentales imprecisos. En ellos, a la incertidumbre debida a la aleato-

riedad del resultado experimental se une la imprecisión en la definición de

los datos. A menudo, los datos imprecisos se someten a una codificación

real, lo que conlleva que, en las medidas de error que intervienen en las dis-

tintas técnicas estad́ısticas aplicables a los problemas, se ignore parte de la

incertidumbre (ya que, por la codificación considerada, pueden identificarse

datos diferentes).

Los conjuntos aleatorios (elementos aleatorios con valores de conjunto

clásico) y las variables aleatorias difusas (que, en el sentido de Puri y Rales-
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vi Prólogo

cu, representan elementos aleatorios con valores de conjunto difuso), se han

introducido como un modelo útil y bien establecido para un buen número

de elementos aleatorios con valores imprecisos.

En las últimas décadas, se han desarrollado diversos estudios proba-

biĺısticos sobre conjuntos aleatorios y variables aleatorias difusas. En este

sentido cabe destacar, entre otros, los relativos a la formalización de la me-

dibilidad de las variables aleatorias difusas, las leyes fuertes de los grandes

números según diferentes métricas para las dos clases de elementos aleato-

rios, la definición de medidas de centralización y dispersión, etc.

Por el contrario, el tratamiento de estos elementos aleatorios desde una

perspectiva estad́ıstica apenas ha recibido atención.

En esta memoria van a presentarse estudios de introducción a una me-

todoloǵıa estad́ıstica para los conjuntos aleatorios con valores de intervalo

compacto real, y para las variables aleatorias difusas con valores de con-

junto difuso real. Estos estudios tienen en común que se basan en una

métrica generalizada definida sobre los espacios de valores de los dos tipos

de elementos aleatorios.

En el Caṕıtulo 1 se analiza en detalle el problema de regresión y corre-

lación lineal entre dos conjuntos aleatorios con valores de intervalo compacto

real.

En primer lugar, se obtienen de forma descriptiva las soluciones “mı́nimo-

cuadráticas” de dos tipos de relaciones lineales (según que la “ordenada en

el origen” tome valor real o de intervalo), y se discuten las analoǵıas y dife-

rencias con respecto al caso de variables reales. Merece mención especial la

caracterización de los casos en los que la solución óptima no es única. Para

la determinación práctica de las relaciones óptimas se ha desarrollado un

algoritmo, ilustrándose su aplicación con un ejemplo real.
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Estos estudios sirven de apoyo para la definición de un coeficiente para

la proporción de variabilidad del conjunto aleatorio “dependiente” que se

explica por la variabilidad del “independiente”, y que extiende el conoci-

do coeficiente de determinación en la correlación lineal entre dos variables

reales. Las propiedades del nuevo coeficiente corroboran su utilidad como

medida del grado de dependencia funcional (más concretamente, “lineal”

en el sentido de la clase de relación considerada) entre los dos elementos

aleatorios. En esta parte cabe destacar las discrepancias detectadas entre

los dos tipos de relaciones lineales, ya que el problema de regresión para el

primer tipo es una particularización del correspondiente al segundo, pero

no ocurre lo mismo con el problema de correlación. El cálculo del coefi-

ciente se presenta también de forma algoŕıtmica, y la aplicación se ilustra

completando el ejemplo visto anteriormente.

Los resultados obtenidos sobre ciertas relaciones funcionales entre ele-

mentos aleatorios imprecisos, pueden emplearse para la realización de predic-

ciones. Para contrastar si la consideración de una relación lineal entre los

dos elementos aleatorios implica una mejora en la predicción de los valores

del elemento dependiente en función de los del independiente, se desarro-

llan diversos tests de hipótesis: basados en condiciones de normalidad, en

la teoŕıa para grandes muestras, o en técnicas bootstrap.

En el Caṕıtulo 2 se desarrollan procedimientos de contraste de hipótesis

a partir de los datos proporcionados por la observación de una variable

aleatoria difusa. A diferencia de los tests de la última parte del Caṕıtulo 1,

en el presente el contraste no se refiere a un parámetro con valores reales,

sino difusos: el valor esperado (difuso) de la variable aleatoria difusa consi-

derada. Sobre la base de la métrica adoptada, la hipótesis nula del contraste

bilateral para una muestra puede expresarse como la de anulación de cierta

función real del valor esperado difuso.
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Teniendo en cuenta esta equivalencia se van a desarrollar tests de hipótesis

para: el valor esperado de una variable aleatoria difusa, la igualdad de va-

lores esperados de dos variables aleatorias difusas, y la igualdad de valores

esperados de un número finito cualquiera de variables.

Para el contraste de todas esas hipótesis se construyen métodos exactos

para variables aleatorias difusas normales (en el sentido de Puri y Ralescu).

La normalidad para estos elementos aleatorios constituye un modelo poco

realista y sólo adaptable a un reducido número de situaciones prácticas.

Por el contrario, la suposición de que la(s) variable(s) aleatoria(s) di-

fusa(s) en estudio toma(n) un número finito de valores distintos es aplicable

a la mayoŕıa de las situaciones prácticas. Para este caso, se establecen

métodos aproximados basados en técnicas asintóticas (más concretamente,

las que aprovechan las buenas propiedades de los estimadores consistentes

y asintóticamente normales), y métodos basados en técnicas bootstrap.

A través de la simulación de varios tipos de variables aleatorias difusas,

y considerando distintas métricas particulares y diversos tamaños mues-

trales, se realiza una comparación de la utilidad de los diferentes métodos

de contraste propuestos, obteniéndose conclusiones de interés.

La memoria se completa con el planteamiento de algunas nuevas ĺıneas

de investigación que han surgido a lo largo de la elaboración de la misma,

aśı como con el de problemas iniciados en cuyo tratamiento y análisis podŕıa

abundarse más en el futuro.
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Preliminares

Este breve caṕıtulo recoge los conceptos y resultados ya establecidos que

son fundamentales en el desarrollo de esta memoria.

En primer lugar, se recuerda la definición de los espacios de valores de los

elementos aleatorios imprecisos con los que va a trabajarse, y la aritmética

para esos valores.

En segundo término se presentan las formalizaciones para los elementos

aleatorios con valores de conjunto y con valores de conjunto difuso, y sus

correspondientes valores esperados. Se particularizará a los casos que van a

tratarse en la memoria, destacándose las propiedades de interés que tengan

relevancia en los estudios de los siguientes caṕıtulos.

Por último, se exponen las métricas generalizadas en las que se basan las

técnicas estad́ısticas propuestas y que representan la contribución principal

de este trabajo.

0.1 Valores imprecisos;

definiciones y aritmética

En esta sección se indican los valores que pueden tomar los elementos aleato-

rios de cuyo análisis estad́ıstico nos vamos a ocupar, aśı como algunas de las
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2 Preliminares

operaciones entre ellos, y se muestran varias de las notaciones adoptadas a

lo largo de la memoria.

0.1.1 Valores de intervalo

Se denotará por Kc(R) la clase de los intervalos reales compactos no vaćıos

(a los que haremos referencia habitualmente como valores de intervalo).

El espacio Kc(R) puede dotarse de una estructura semilineal, inducida

por el producto por un escalar y la suma de Minkowski , definidos de forma

que:

λA = {λa | a ∈ A},
A + B = {a + b | a ∈ A, b ∈ B},

para A, B ∈ Kc(R), λ ∈ R. Como Kc(R) no es un grupo respecto a la suma,

al no existir un elemento simétrico para cada intervalo compacto no vaćıo,

Kc(R) no tiene estructura de espacio vectorial.

0.1.2 Valores difusos

Por Fc(R) representaremos la clase de las funciones de R en [0, 1] semi-

continuas superiormente, cuasi-convexas, normalizadas y con clausura del

soporte compacta (a los que haremos referencia habitualmente como valo-

res o números difusos). En otras palabras, Fc(R) denota el espacio de los

subconjuntos difusos Ṽ : R → [0, 1] cuyos α-niveles Ṽα son elementos de

Kc(R), cualquiera que sea α ∈ [0, 1] (donde Ṽα = {x ∈ R | Ṽ (x) ≥ α} si

α ∈ (0, 1], Ṽ0 = cl{x ∈ R | Ṽ (x) > 0} ).

El espacio Fc(R) puede dotarse de una estructura semilineal, inducida

por el producto de un conjunto difuso por un escalar y la suma de conjuntos

difusos, extendidas siguiendo el principio de extensión de Zadeh (1975).
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Ambas leyes de composición (la externa y la interna) resultan compatibles

con las obtenidas aplicando la aritmética de conjuntos anterior para cada

α-nivel, de modo que para todo Ũ , Ṽ ∈ Fc(R) y λ ∈ R se definen λŨ y

Ũ ⊕ Ṽ de manera que:

(λŨ)α = λŨα = {λu | u ∈ Ũα},

(Ũ ⊕ Ṽ )α = Ũα + Ṽα = {u + v | u ∈ Ũα, v ∈ Ṽα},
para todo α ∈ [0, 1].

0.2 Elementos aleatorios

con valores imprecisos;

formalización y valor esperado

En esta sección se incluyen los elementos aleatorios con los que vamos a tra-

bajar: los elementos aleatorios con valores de conjunto clásico (más concre-

tamente, de intervalo compacto no vaćıo), y los elementos aleatorios cuyos

valores son números difusos.

0.2.1 Conjuntos aleatorios

En la clase K(Rp) de los conjuntos compactos y no vaćıos de R
p, se define

la métrica de Hausdorff como sigue:

dH(A, B) = máx

{
sup
a∈A

inf
b∈B

‖a − b‖, sup
b∈B

inf
a∈A

‖a − b‖
}

,

donde ‖ · ‖ representa la norma eucĺıdea correspondiente y A, B ∈ K(Rp).

Sobre K(R) se reemplazará ‖ · ‖ por | · |.
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Si A, B ∈ Kc(R), la métrica de Hausdorff admite la expresión alternativa

siguiente:

dH(A, B) = máx{ | inf A − inf B| , | sup A − sup B| }.

Dado un espacio de probabilidad (Ω,A, P ), se dice que una aplicación

X : Ω → Kc(R) es un conjunto aleatorio con valores en Kc(R) asociado con

el espacio medible (Ω,A) (en lo que sigue, simplemente, conjunto aleato-

rio), si X es (A,BdH
)-medible, donde BdH

es la σ-álgebra generada por

la topoloǵıa inducida por dH en Kc(R). El concepto de conjunto aleato-

rio puede establecerse de forma más general, admitiendo como espacio de

llegada la clase K(Rp), o incluso K(B) para un espacio de Banach B.

Si X : Ω → Kc(R) es un conjunto aleatorio asociado al espacio (Ω,A, P ),

y E[|X| |P ] < ∞ (propiedad a la que suele referirse como de integrabilidad

acotada de X), con |X|(ω) = sup{|x| | x ∈ X(ω)} para todo ω ∈ Ω, entonces

se define el valor esperado de X en el sentido de Aumann (1965) como el

conjunto

EA[X|P ] = {E(ξ|P ) | ξ : Ω → R, ξ ∈ L1(Ω,A, P ), ξ ∈ X c.s. [P ]},
que en el caso en que X toma valores en Kc(R) corresponde al intervalo

compacto

EA[X|P ] = [E(inf X|P ), E(supX|P )].

En la memoria consideraremos a veces dos tipos de conjuntos aleatorios

especiales: normales y simples.

Dado un espacio de probabilidad (Ω,A, P ), y un conjunto aleatorio X

asociado, se dice que X es un conjunto aleatorio normal en el sentido de

Lyashenko (1980) si, para cada ω ∈ Ω, el intervalo X(ω) puede expresarse

como la suma de Minkowski

X(ω) = ξ(ω) + EA[X|P ],
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donde ξ : Ω → R es una variable aleatoria real asociada al espacio (Ω,A, P )

con distribución normal de media 0 y varianza σ2 = Var(ξ|P ).

Diremos que X es un conjunto aleatorio simple si toma un número finito

de valores distintos sobre el espacio muestral Ω.

Los conjuntos aleatorios se han examinado y utilizado ampliamente en

muchos estudios (ver, por ejemplo, Kendall, 1974, Matheron, 1975, Dia-

mond, 1990, Cressie, 1993, Molchanov, 1993, Stoyan et al., 1995, Molchanov,

1998, Stoyan, 1998, Pick, 2000, Wang, 2001).

0.2.2 Variables aleatorias difusas

El concepto de variable aleatoria difusa que vamos a emplear, es una ge-

neralización de la noción de conjunto aleatorio con valores en Kc(R), y se

debe a Puri and Ralescu (1986).

Dado un espacio de probabilidad (Ω,A, P ), se dice que una aplicación X :

Ω → Fc(R) es una variable aleatoria difusa con valores en Fc(R) (también

llamada conjunto difuso aleatorio o variable difusa aleatoria) asociada con

el espacio medible (Ω,A) si la aplicación α-nivel, Xα : Ω → Kc(R) tal que

Xα(ω) = (X (ω))α para todo ω ∈ Ω, es un conjunto aleatorio cualquiera que

sea α ∈ [0, 1]. Puri y Ralescu definieron el concepto de variable aleatoria

difusa de modo más general, admitiendo como espacio de llegada la clase

F(Rp), o incluso F(B) para un espacio de Banach B, donde F(B) es la clase

de las funciones de B en [0, 1] semicontinuas superiormente, normalizadas y

con aplicación 0-nivel con valores compactos.

Si X es una variable aleatoria difusa con valores en Fc(R) (en lo que

sigue, simplemente, variable aleatoria difusa), entonces para todo α ∈ [0, 1],

las aplicaciones inf Xα : Ω → R y supXα : Ω → R son variables aleatorias

reales.
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La noción de valor esperado que va a considerarse generaliza la esperanza

de un conjunto aleatorio en el sentido de Aumann, y se debe a Puri and

Ralescu (1986).

Se dice que una variable aleatoria difusa X es acotada integrablemente

si su magnitud |X0| ∈ L1(Ω,A, P ), donde |X0|(·) = sup
x∈X0(·)

|x|. Si X es una

variable aleatoria difusa acotada integrablemente, se define el valor esperado

de X como el único conjunto difuso Ẽ(X |P ), tal que

(Ẽ(X |P ))α = EA[Xα|P ]

para todo α ∈ [0, 1].

En esta memoria hay dos tipos especiales de variables aleatorias difusas

con los que trabajaremos a menudo: normales y simples.

Dado un espacio de probabilidad (Ω,A, P ), y una variable aleatoria di-

fusa X asociada, se dice que X es una variable aleatoria difusa normal en

el sentido de Puri and Ralescu (1985) si, para cada α ∈ [0, 1] y ω ∈ Ω, el

intervalo compacto Xα(ω) puede expresarse como la suma de Minkowski del

valor real ξ(ω) y el α-nivel del valor esperado Ẽ(X |P ), de forma que para

cada ω ∈ Ω se cumple que:

X (ω) = ξ(ω) ⊕ Ẽ(X |P ),

donde ξ : Ω → R es una variable aleatoria real asociada al espacio (Ω,A, P )

con distribución normal de media 0 y varianza σ2 = Var(ξ|P ).

Se dice que X es una variable aleatoria difusa simple si X (Ω) tiene car-

dinal finito.

Las variables aleatorias difusas han cobrado bastante interés en la última

década, destacando los estudios de tipo probabiĺıstico realizados (ver, por

ejemplo, Klement et al., 1986, López-Dı́az and Gil, 1997, 1998, Näther,

1997, Körner, 1997b, Colubi et al., 1999, 2001, 2002, Molchanov, 1999,

entre otros).
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0.3 Métricas generalizadas

entre valores imprecisos

Sobre las clases Kc(R) y Fc(R) pueden definirse varias métricas (ver, por

ejemplo, Diamond and Kloeden, 1994). La conveniencia de unas u otras

depende de su finalidad. En este sentido, la métrica de Hausdorff es la

base de la medibilidad de los conjuntos aleatorios, y para formalizar la

medibilidad de las variables aleatorias difusas se han considerado distancias

basadas en la de Hausdorff (ver Colubi et al., 2002).

El propósito común de los estudios que se presentan en esta memoria es

el desarrollo de métodos estad́ısticos con datos experimentales que toman

valores de conjunto o valores de conjunto difuso. Estos métodos involucran

expĺıcita o impĺıcitamente medidas de error. Con el objeto de que estas me-

didas se adapten fácilmente al cálculo práctico, y den lugar a procedimientos

operativos en un contexto estad́ıstico, las métricas que van a emplearse no

se basan en la métrica de Hausdorff sino en distancias de tipo cuadrático.

Asimismo, se trata de métricas generalizadas con una interpretación intui-

tiva sencilla.

0.3.1 Métrica sobre Kc(R)

Sobre el espacio Kc(R) va a considerarse la W -distancia, que para A, B ∈
Kc(R) viene dada por:

dW (A, B) =

√∫
[0,1]

[fA(λ) − fB(λ)]2 d W (λ)

con

fA(λ) = λ sup A + (1 − λ) inf A
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para todo λ ∈ [0, 1], y donde W es una medida de ponderación normalizada

que se formaliza mediante una medida de probabilidad sobre el espacio

medible ([0, 1],B[0,1]) que corresponde a una distribución no degenerada (que

en el Caṕıtulo 1 supondremos además simétrica) en [0, 1] (denotándose por

B[0,1] la σ-álgebra de Borel en [0, 1]).

La W -distancia es una particularización de una métrica introducida re-

cientemente en un marco más general por Körner and Näther (2002). Sobre

la base del Teorema de Radström (ver, por ejemplo, Diamond and Kloe-

den, 1994), cualquier conjunto A ∈ Kc(R) puede encajarse isométricamente

mediante su función soporte sA en un cono de un espacio de Hilbert de fun-

ciones. En consecuencia, un conjunto aleatorio puede contemplarse como

una función aleatoria que toma valores en un espacio de Hilbert, y cualquier

distancia L2 entre las funciones soporte de dos conjuntos A, B ∈ Kc(R) po-

dŕıa expresarse en la forma:

DK(sA, sB) =

√ ∑
(u,v)∈S0×S0

(sA(u) − sB(u))(sA(v) − sB(v))K(u, v)

para alguna función K : S0 × S0 → R (con S0 la esfera unidad en R, i.e.,

S0 = {−1, 1}), donde K representa un núcleo definido positivo y simétrico,

es decir, K(1, 1) > 0, K(1,−1) = K(−1, 1) y K(1, 1)K(−1,−1) > K(1,−1)

K(−1, 1).

El cuadrado de la distancia precedente puede expresarse alternativa-

mente como:

[DK(sA, sB)]2 = (K(1, 1) − K(1,−1))[sup A − sup B]2

+(K(−1,−1) − K(1,−1))[inf A − inf B]2

+4 K(1,−1)[mid A − mid B]2,
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donde mid A = [sup A + inf A]/2 denota el punto medio del intervalo A. Si

se exige para el núcleo K que asigne “peso” no negativo al cuadrado de la

distancia eucĺıdea entre los puntos medios (i.e., K(1,−1) ≥ 0), entonces,

para A, B ∈ Kc(R) se tiene que DK(sA, sB) = dW (A, B).

Observación 0.3.1 Conviene señalar que la métrica utilizada por Dia-

mond (1990), en sus estudios de regresión con intervalos aleatorios, corres-

ponde a dW con W (0) = W (1) = .5, W (λ) = 0 en el resto. Es evidente que

dW es equivalente a la métrica generalizada d�λ introducida por Bertoluzza

et al. (1995), donde �λ = (W (0), W (.5), W (1)), pero la elección de la medida

W sobre [0, 1] es más fácil e intuitiva en la práctica que la elección de �λ.

Observación 0.3.2 Aunque la medida W no tiene realmente una inter-

pretación estocástica, se ha formalizado en un contexto probabiĺıstico para

poder aśı trabajar con el espacio de probabilidad (Ω×[0, 1],A⊗B[0,1], P⊗W ),

que resulta muy manejable y permite aplicar algunos resultados de interés

conocidos de ese contexto.

Observación 0.3.3 La aplicación f[0,1] : Ω × [0, 1] → R puede tratarse

como una variable aleatoria real constante respecto a P y, si W se supone

asociada a una distribución simétrica en [0, 1], σ2
f[0,1]

= Var[f[0,1]|P ⊗ W ] =∫
[0,1]

λ2dW (λ) − .25 > 0. Además, puede probarse que, si A, B ∈ Kc(R), la

simetŕıa de W garantiza que

[dW (A, B)]2 = [mid A − mid B]2 + 4 σ2
f[0,1]

[spr A − spr B]2

(donde “spr” representa la semiamplitud, es decir, spr A = [sup A−inf A]/2).

En consecuencia, cuanto mayor es σ2
f[0,1]

mayor es la influencia de la distancia

eucĺıdea entre las semiamplitudes de A y B sobre dW (A, B), alcanzándose

la influencia máxima para la métrica empleada por Diamond (1990).
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0.3.2 Métrica sobre Fc(R)

La métrica con la que va a trabajarse sobre Fc(R) parte de la consideración

de dos medidas ponderadoras normalizadas, W y ϕ, que pueden formalizarse

matemáticamente mendiante sendas medidas de probabilidad sobre el espa-

cio medible ([0, 1],B[0,1]), W asociada con una distribución no degenerada

y ϕ asociada con una función de distribución creciente (en sentido estricto)

sobre [0, 1]. De nuevo, se puntualiza que W y ϕ no tienen un significado

estocástico, aunque el empleo del modelo probabiĺıstico sea muy útil.

La (W, ϕ)-distancia entre Ũ , Ṽ ∈ Fc(R) se define por:

Dϕ
W (Ũ , Ṽ ) =

√∫
[0,1]

[dW (Ũα, Ṽα))]2dϕ(α),

donde ahora dW : Kc(R) ×Kc(R) → [0, +∞) se define por:

dW (Ũα, Ṽα) =

√∫
[0,1]

[
f
�U(α, λ) − f

�V (α, λ)
]2

d W (λ)

con f
�V (α, λ) = λ sup Ṽα + (1 − λ) inf Ṽα.

Observación 0.3.4 Dϕ
W puede verse como una particularización de la mé-

trica introducida por Körner and Näther (2002) en Fc(R
p), de modo que

para Ũ , Ṽ ∈ Fc(R
p): [

DK(Ũ , Ṽ )
]2

=

∫
(Sp−1)2×[0,1]2

(s
�U(u, α) − s

�V (u, α))(s
�U(v, β) − s

�V (v, β)) dK(u, α, v, β),
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donde s denota la función soporte en Fc(R
p), Sp−1 es la esfera unidad en

R
p, y K es un núcleo definido positivo y simétrico. DK corresponde a la

distancia genérica L2 en el espacio de Banach L(Sp−1×[0, 1]). Como indican

Körner y Näther, si p = 1 la métrica Dϕ
W coincide con DK para el núcleo

K tal que:

dK(u, α, v, β) = δαβdϕ(α)K1(u, v)

con

K1(1, 1) =

∫
[0,1]

λ2dW (λ), K1(−1,−1) =

∫
[0,1]

(1 − λ)2dW (λ),

K1(1,−1) = K1(−1, 1) =

∫
[0,1]

λ(1 − λ) dW (λ).

Por último, debe señalarse que la independencia y la identidad de distribu-

ciones se entenderán en la memoria en el sentido usual (ver, por ejemplo,

Billingsley, 1995).





Caṕıtulo 1

Estudios de regresión y

correlación para conjuntos

aleatorios compactos y

convexos de R

En este caṕıtulo se presentan en primer lugar los estudios descriptivos de-

sarrollados sobre dos modelos de regresión lineal entre dos conjuntos aleato-

rios con valores en Kc(R). La diferencia entre ambos modelos radica en la

naturaleza de la ordenada en el origen de la relación lineal, que para el

primero es de un elemento en R, mientras que para el segundo es de un

elemento en Kc(R).

Sobre la base de la W -distancia introducida en el Caṕıtulo 0, se apli-

ca el principio de mı́nimos cuadrados, obteniéndose las relaciones óptimas

para los dos modelos considerados. Se concluye que la relación mı́nimo-

cuadrática es prácticamente única para el primer modelo, y que en dicho

13
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caso la pendiente no se anula salvo en situaciones muy especiales; para el

segundo modelo, la unicidad se cumple mayoritariamente, aunque existen

situaciones (caracterizadas en la memoria) en las que hay dos posibles rela-

ciones óptimas, y la anulación de la pendiente se produce en situaciones

esperadas y bien justificadas. El cálculo práctico para ese segundo modelo

se presenta en forma algoŕıtmica.

Las conclusiones derivadas de los estudios de regresión, conducen de

forma inmediata a los de correlación lineal entre dos conjuntos aleatorios

con valores en Kc(R). Aśı, a partir de la expresión de la variación residual

para cada uno de los modelos, se define un “coeficiente de determinación”

como medida adimensional del grado de dependencia lineal (o, mejor aún,

del grado de bondad de las relaciones óptimas según la regresión lineal

considerada) entre los dos conjunto aleatorios. El coeficiente extendido

está bien definido, aunque la expresión para el segundo modelo es bastante

compleja. Para evitar las dificultades que puede implicar su cálculo práctico

para ese segundo modelo, se presenta un algoritmo.

Los resultados de regresión y correlación lineales se ilustran con un ejem-

plo real.

Obviamente, los estudios descriptivos sólo suelen aplicarse sobre pobla-

ciones pequeñas o, más asiduamente, sobre muestras extráıdas de la pobla-

ción. Cuando se trabaja con poblaciones grandes y la información disponible

es la de los datos proporcionados por una muestra de esa población, con el

fin de tener cierta garant́ıa de la idoneidad de las predicciones pertinentes

se procederá habitualmente a contrastar la hipótesis de anulación del coe-

ficiente de determinación extendido (o, alternativamente, la anulación de

la pendiente de la relación óptima por regresión). En la última parte del

Caṕıtulo 1, se establecen varios procedimientos de contraste, dependiendo

de ciertas suposiciones previas sobre los conjuntos aleatorios involucrados
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en la relación (simples, normales, caracterizados por ciertas componentes

reales normales, etc.) Estos procedimientos hacen uso de técnicas exactas,

técnicas para grandes muestras y técnicas bootstrap, entre otras. Se añaden

algunas conclusiones y problemas abiertos.

1.1 Estudios descriptivos de regresión lineal

entre dos conjuntos aleatorios con valo-

res en Kc(R)

En el análisis de regresión lineal simple entre dos variables aleatorias reales,

entendido en sentido descriptivo, el objetivo es buscar la relación lineal

“más adecuada” entre una variable dependiente o variable respuesta Y y

una variable independiente o variable de predicción X sobre una muestra o

población dada. En otras palabras, se trata de determinar la recta ŷ = a x+b

que proporciona “mejor ajuste” o “estimación” a los datos. La adecuación,

ajuste o estimación “mejor” se interpreta habitualmente en términos del

criterio de mı́nimos cuadrados con la distancia eucĺıdea en R, que permite

hallar fácilmente y de forma general la solución óptima, salvo que la variable

de predicción sea degenerada (en cuyo caso habŕıa una infinidad de posibles

soluciones óptimas y careceŕıa de interés).

El propósito de la presente sección es extender el análisis de regresión

anterior cuando X e Y son dos conjuntos aleatorios con valores en Kc(R).

Diamond (1990) realizó algunos estudios sobre el problema que vamos a

abordar en esta sección, si bien adoptó una métrica particular (y no siem-

pre conveniente) y sólo halló las soluciones óptimas para situaciones muy

especiales, en las que la obtención de conclusiones es inmediata. En conse-

cuencia, la discusión y los resultados que se recogen es esta sección generali-
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zan el trabajo de Diamond en varios aspectos: la métrica considerada, dW ,

es más general e idónea; las soluciones óptimas se determinan para todos

los casos en que existen; estas conclusiones sirven de soporte al desarrollo

de los estudios de la Sección 1.2.

La extensión del análisis va a llevarse a cabo de acuerdo con dos tipos de

relaciones: lineal con “ordenada en el origen” real; lineal con “ordenada en

el origen” con valor de intervalo. Nos ocuparemos de estas extensiones en

las dos subsecciones siguientes. Para formalizar la idea de relación “menos

errónea”, el “error” va a cuantificarse en términos de la W -distancia intro-

ducida en la Subsección 0.3.1, y supondremos que la medida W corresponde

a una distribución de probabilidad simétrica con respecto al valor λ = 0.5.

Esta suposición no entraña pérdida de generalidad, ya que no existen ra-

zones realmente importantes para discriminar entre [fY (λ) − faX+b(λ)]2 y

[fY (1 − λ) − faX+b(1 − λ)]2 a través de la ponderación asignada al valorar

el error asociado con la estimación.

Antes de analizar la solución de los problemas, van a describirse al-

gunas de las notaciones que se emplearán en dicho análisis, indicándose

inicialmente su expresión en función de ciertos momentos de las variables

aleatorias reales fX , fY y f[0,1], definidas sobre el espacio de probabilidad

(Ω × [0, 1],A× B[0,1], P ⊗ W ). Esta expresión permitirá aplicar resultados

del Análisis de Regresión Lineal simple y múltiple con variables aleatorias

reales.

Por otra parte, tanto en la búsqueda de las soluciones de los proble-

mas, como en la discusión sobre la unicidad/duplicidad de esas soluciones,

o a la hora de realizar los cálculos prácticos relativos a los resultados en

este caṕıtulo (para los que se podrá recurrir subsidiariamente a programas

estad́ısticos bien conocidos), jugará un papel crucial la expresión de las no-

taciones en términos de ciertos momentos de las variables aleatorias reales
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mid X, mid Y , spr X y spr Y (ver Subsección 0.3.1 para la definicón de

‘mid’ y ‘spr’) asociadas al espacio de probabilidad (Ω,A, P ), que también

se incluye a continuación.

De este modo, si se denota por fA(λ) = fA(1 − λ) cualquiera que sea

λ ∈ [0, 1] y A ∈ Kc(R):

µf[0,1]
= E(f[0,1]|P ⊗ W ) = 0.5,

µfX
= E(fX |P ⊗ W ) = E( fX |P ⊗ W ) = E(mid X|P ) = mid EA[X|P ],

σ2
fX

= Var(fX |P ⊗ W ) = Var( fX |P ⊗ W )

= 4 σ2
f[0,1]

E((spr X)2|P ) + Var(mid X|P ),

ρfXfY
=

σfXfY√
σ2

fX
σ2

fY

=
Cov(fX , fY |P ⊗ W )√

σ2
fX

σ2
fY

=
Cov(mid X, mid Y |P ) + 4 σ2

f[0,1]
E(spr X · spr Y |P )√

σ2
fX

σ2
fY

,

ρ fXfY
=

Cov(mid X, mid Y |P ) − 4 σ2
f[0,1]

E(spr X · spr Y |P )√
σ2

fX
σ2

fY

≤ ρfXfY
,

ρfXf[0,1]
= −ρ fXf[0,1]

= 2

√
σ2

f[0,1]

σ2
fX

E(spr X|P ).

Conviene reseñar que si X e Y son conjuntos aleatorios no degenerados,

entonces

σ2
fX

> 0, σ2
fY

> 0, ρfXf[0,1]
	= 1, ρfY f[0,1]

	= 1.
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1.1.1 Relación lineal de Tipo 1: coeficiente b con va-

lores en R

Sea (Ω,A, P ) un espacio de probabilidad, y sean X : Ω → Kc(R) e Y : Ω →
Kc(R) dos conjuntos aleatorios no degenerados asociados a ese espacio. Si

se observa el conjunto X(ω) y se quiere “estimar” el valor correspondien-

te Y (ω), puede tratar de aproximarse Y mediante una función lineal de

X (o, de forma más general, de g(X), donde g : R → R es una función

medible bien definida). La Figura 1.1 muestra la representación gráfica de

la estimación Ŷ (ω) = a X(ω) + b (con a, b ∈ R):

Fig. 1.1: Representación gráfica de Ŷ (ω) = aX(ω) + b

sup [aX(ω) + b]

y = ax + b
inf [aX(ω) + b]

inf X(ω) sup X(ω)

La búsqueda de la mejor relación de Y como función lineal de X, se

va a llevar a cabo mediante la aplicación del método de mı́nimos-cuadrados

basada en la W -distancia introducida en la Subsección 0.3.1. De este modo,

la suma (o, precisando más, la media) de los cuadrados de los residuos

se extiende por medio de la suma (la media) de los cuadrados de las W -
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distancias entre los valores de Y observados y los estimados por la relación

lineal.

Por lo tanto, el problema consiste en hallar el mı́nimo de la ��������

��	
���� φ : R × R → [0, +∞) tal que

φ(a, b) = E
(

[dW (Y, aX + b)]2 |P
)

para a, b ∈ R.

En condiciones muy generales, el problema planteado admite solución

(única salvo en situaciones muy especiales). Más concretamente:

Teorema 1.1.1 Si X e Y son dos conjuntos aleatorios con valores en

K∗
c(R) = Kc(R)\{{x} | x ∈ R} c.s. [P ] y E(|X| |P ) < ∞, E(|Y | |P ) < ∞,

entonces existe solución para el problema, y la función objetivo φ alcanza

mı́nimo absoluto en (a∗
0, b

∗
0) ∈ (R \ {0}) × R, con:

(a∗
0, b

∗
0) =



(√
σ2

fY

σ2
fX

ρfXfY
, µfY

−
√

σ2
fY

σ2
fX

ρfXfY
· µfX

)
si ρ2

fXfY
> ρ2

fXfY
,

(√
σ2

fY

σ2
fX

ρ fXfY
, µfY

−
√

σ2
fY

σ2
fX

ρ fXfY
· µfX

)
en caso contrario.

(La condición ρ2
fXfY

> ρ2
fXfY

equivale a Cov(mid X, mid Y |P ) > 0) La

solución será única salvo en el caso en el que Cov(mid X, mid Y |P ) = 0.

Demostración. Una de las diferencias más destacables con respecto al

problema de regresión lineal simple con variables reales, estriba en el hecho

de que el producto de un elemento de Kc(R) por un número real adopta

expresiones distintas de acuerdo con el signo del escalar (es decir, según que

a ≥ 0 ó a ≤ 0). Precisando más:
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φ(a, b) =


E

(
[fY − (afX + b)]2

∣∣∣P ⊗ W
)

si a ≥ 0,

E
([

fY − (a fX + b)
]2

∣∣∣P ⊗ W
)

si a ≤ 0.

En particular, si consideramos una muestra aleatoria de n datos bidi-

mensionales, (X1, Y1), . . . , (Xn, Yn), con Xi, Yi ∈ Kc(R) (i = 1, . . . , n), se

cumple que:

φ(a, b) =



1

n

n∑
i=1

∫
[0,1]

(
fYi

(λ) − afXi
(λ) − b

)2

d W (λ) si a ≥ 0,

1

n

n∑
i=1

∫
[0,1]

(
fYi

(λ) − afXi
(1 − λ) − b

)2

d W (λ) si a ≤ 0.

En consecuencia, el problema que se desea resolver puede contemplarse

como una combinación de dos problemas de regresión lineal simple clásicos,

el primero de los cuales involucra las variables aleatorias reales fX y fY (si

a ≥ 0), y el segundo referido a las variables fX y fY (si a ≤ 0).

Los estudios de regresión lineal simple entre variables aleatorias reales

nos permiten asegurar que la función

φ0(a, b) = E
(
[fY − (afX + b)]2

∣∣∣P ⊗ W
)

alcanza su mı́nimo absoluto en R
2 para los valores, si existen, dados por:

a0 =
Cov(fX , fY |P ⊗ W )

Var(fX |P ⊗ W )
=

√
σ2

fY

σ2
fX

ρfXfY
,

b0 = E(fY |P ⊗ W ) − a0 E(fX |P ⊗ W ) = µfY
−

√
σ2

fY

σ2
fX

ρfXfY
µfX

,
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y la función

φ′
0(a, b) = E

([
fY − (a fX + b)

]2
∣∣∣P ⊗ W

)
alcanza su mı́nimo absoluto en R

2 para los valores, si existen, dados por:

a′
0 =

Cov( fX , fY |P ⊗ W )

Var(fX |P ⊗ W )
=

√
σ2

fY

σ2
fX

ρ fXfY
,

b′0 = E(fY |P ⊗ W ) − a′
0 E(fX |P ⊗ W ) = µfY

−
√

σ2
fY

σ2
fX

ρ fXfY
µfX

.

Además, se satisface que:

Cov(fX , fY |P ⊗ W ) − Cov( fX , fY |P ⊗ W ) = 8 σ2
f[0,1]

E(spr X · spr Y |P ),

que en el caso de que X e Y tomen valores en K∗
c(R) c.s. [P ] (de hecho, en

condiciones más generales) es positiva.

Por lo tanto, al ser Var(fX |P ⊗ W ) positiva salvo si X es un conjunto

aleatorio degenerado en un valor real (lo que no es posible en las condiciones

supuestas en el teorema), se concluye que a0 > a′
0, de modo que φ(a, b)

alcanza el mı́nimo absoluto en R
2 en

• (a0, b0) si a0 > a′
0 ≥ 0,

• (a′
0, b

′
0) si 0 ≥ a0 > a′

0.

En caso contrario (i.e., si a0 > 0 y a′
0 < 0) el mı́nimo absoluto de φ(a, b)

en R
2 corresponde al valor mı́n{φ(a0, b0), φ(a′

0, b
′
0)}.

Además, la igualdad φ(a0, b0) = φ(a′
0, b

′
0) se cumplirá si, y sólo si, se

anula el producto Cov(mid X, mid Y |P ) E(sprX · spr Y |P ), lo que al no

reducirse X e Y a variables aleatorias reales casi seguro, equivale a que

Cov(mid X, mid Y |P ) = 0. �
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Como un ejemplo de caso especial en el que la solución del problema de

Tipo 1 no es única puede considerarse el siguiente:

Ejemplo 1.1.1 Sea (Ω,A, P ) el espacio de probabilidad definido como

sigue:

Ω = {ω1, ω2, ω3}, A = P(Ω),

P (ω1) = P (ω2) = P (ω3) = 1/3,

y sean X e Y dos conjuntos aleatorios asociados, dados por:

X(ω1) = [−1, 1], X(ω2) = [−2, 2], X(ω3) = [−3, 3],

Y (ω1) = [−1, 1], Y (ω2) = [−2, 2], Y (ω3) = [−3, 3].

Cualquiera que sea la medida W , se cumple que a1 = −a2 = 1, b1 =

b2 = 0, de modo que las relaciones Ŷ = X y Ŷ = −X son las óptimas en

esta situación.

Observación 1.1.1 El problema anterior podŕıa presentarse alternativa-

mente considerando la función objetivo definida directamente en términos

de valores esperados de las variables mid X, mid Y , spr X y spr Y asociadas

al espacio de probabilidad (Ω,A, P ) (a excepción de σ2
f[0,1]

que sólamente

depende de W ), como sigue:

ζ(a, b) = E
(
(mid Y − a mid X − b)2 + 4 σ2

f[0,1]
(spr Y − |a| sprX)2

∣∣∣P)
con a, b ∈ R. La determinación del mı́nimo absoluto de ζ en R × R puede

realizarse ajustando dos veces por el método de mı́nimos-cuadrados dos

ĺıneas paralelas: una vez para (mid X, mid Y ) y (2 σf[0,1]
spr X, 2 σf[0,1]

spr Y )

(que será válida cuando la pendiente a sea no negativa), y otra vez para

(mid X, mid Y ) y (2 σf[0,1]
[−spr X], 2 σf[0,1]

spr Y ) (que será válida cuando

la pendiente a sea negativa). En esta aproximación del problema, se uti-

lizaŕıan las técnicas caracteŕısticas del Álgebra Lineal para hallar las solu-

ciones óptimas y calcular las sumas de cuadrados de los residuos.
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En contraste con la solución óptima para el problema de regresión con

variables aleatorias reales, merece destacarse la existencia de un rasgo dis-

tintivo: en las condiciones supuestas en el Teorema 1.1.1, la “pendiente” de

la relación lineal nunca puede anularse. De hecho, se tiene que:

Proposición 1.1.2 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), E(|X| |P ) < ∞, E(|Y | |P ) < ∞, y X no es degenerado en un

valor real, entonces,

a∗ = 0 ⇒ para casi todo ω : X(ω) ∈ R ó Y (ω) ∈ R.

La condición necesaria que se acaba de establecer en la Proposición 1.1.2

no es suficiente para que a∗0 = 0. De este modo:

Contraejemplo 1.1.1 Sea (Ω,A, P ) el espacio de probabilidad definido de

forma que:

Ω = {ω1, ω2}, A = P(Ω), P (ω1) = P (ω2) = 0.5

y sean X e Y dos conjuntos aleatorios asociados a ese espacio y dados por:

X(ω1) = [1, 2], X(ω2) = {3},

Y (ω1) = {1}, Y (ω2) = [2, 3].

Los conjuntos X e Y no toman simultáneamente valores en K∗c(R) c.s. [P ]

y, sin embargo, supuesto que W es la medida de Lebesgue en [0, 1], se cumple

que a∗0 = a0 = a′0 = 0.9310.



24 Caṕıtulo 1

Otro rasgo diferencial con el caso real es el relativo a las conexiones entre

la independencia estocástica y la anulación de la “pendiente” de la relación

óptima. Aśı, la independencia estocástica de dos conjuntos aleatorios X e

Y (es decir, P (X ∈ A, Y ∈ B) = P (X ∈ A) · P (Y ∈ B) cualesquiera que

sean A,B ∈ BdH
) no implica necesariamente la anulación de a∗0. Ello se

debe básicamente al hecho de que E(fX |P ) = fE(X|P ), por lo que

Cov(fX , fY |P ⊗W ) = E
(
Cov(fX , fY |P )

∣∣∣W
)

+ Cov(fE(X|P ), fE(Y |P )|W )

(y también Var(fX |P ⊗ W ) = E
(
Var(fX |P )

∣∣∣W
)

+ Var(fE(X|P )|W )), por

lo que la independencia de X e Y implica que Cov(fX(λ), fY (λ)|P ) = 0

para todo λ ∈ [0, 1], pero puede subyacer una dependencia entre las varia-

bles aleatorias reales fE(X|P ) y fE(Y |P ) asociadas al espacio de probabilidad

([0, 1],B[0,1],W ).

El siguiente resultado establece una condición necesaria y suficiente para

que la independencia de X e Y obligue a que a∗0 = 0.

Proposición 1.1.3 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R) y estocásticamente independientes, E(|X| |P ) < ∞, E(|Y | |P ) <

∞, y X no es degenerado en un valor real, entonces,

a∗ = 0 ⇔ para casi todo ω : X(ω) ∈ R ó Y (ω) ∈ R.

Demostración. En efecto, si X e Y son estocásticamente independien-

tes, entonces, para cualquier λ ∈ [0, 1] se tiene que mid X y mid Y son

variables aleatorias reales asociadas con el mismo espacio de probabilidad

y estocásticamente independientes, por lo cual Cov(mid X, mid Y |P ) = 0.

En consecuencia, sobre la base de la Proposición 1.1.2 puede afirmarse que

a0 = a′0 = 0 si, y sólo si, E(spr X · spr Y |P ) = 0 para lo cual es condición

necesaria y suficiente que o bien X o bien Y sea variable aleatoria real

c.s. [P ]. ¤
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Al igual que en el caso real, la independencia estocástica de X e Y no

es condición necesaria para asegurar que a∗
0 = 0, incluso si X e Y no se

reducen a variables reales, como se comprueba a continuación:

Contraejemplo 1.1.2 Sea (Ω,A, P ) el espacio de probabilidad definido

como sigue:

Ω = {ω1, ω2, ω3, ω4}, A = P(Ω),

P (ω1) = P (ω2) = P (ω3) = P (ω4) = 0.25,

y sean X e Y dos conjuntos aleatorios asociados y dados por:

X(ω1) = {−1}, X(ω2) = X(ω3) = [0, 2], X(ω4) = {3},

Y (ω1) = Y (ω4) = [2, 4], Y (ω2) = {1}, Y (ω3) = {5}.

En este caso, supuesto que W es la medida de Lebesgue en [0, 1], se

satisface que a∗
0 = 0, pero X e Y no son independientes.

Observación 1.1.2 Como en el modelo de relación lineal que se ha con-

siderado entre X e Y los parámetros a y b son reales, si Y es no degenerado

el valor paramétrico a = 0 es “inadmisible”, mientras que si se permite que

Y sea degenerado, entonces sólo podŕıa llegarse a que a = 0 en el caso en

que Y fuera un conjunto aleatorio degenerado en el valor real b. Por ello,

no resulta sorprendente que la “pendiente” a∗
0 no pueda nunca anularse si

Y no es degenerado, incluso en el caso en que X e Y sean independientes.

Se verificará en la subsección siguiente que cuando la “ordenada en el ori-

gen” toma valores en Kc(R) la independencia garantizará la anulación de la

“pendiente”.

Para concluir esta subsección, se señala un último elemento diferencial

con respecto al caso en que X e Y son variables aleatorias reales: si X e Y
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son degeneradas y X no es variable aleatoria real c.s. [P ], entonces, existe

una solución única (a∗
0, b

∗
0) con a∗

0 = 0 si, y sólo si, Y es degenerada en un

valor real.

1.1.2 Relación lineal de Tipo 2: coeficiente B con va-

lores en Kc(R)

Sea (Ω,A, P ) un espacio de probabilidad, y sean X : Ω → Kc(R) e Y : Ω →
Kc(R) dos conjuntos aleatorios no degenerados asociados a ese espacio.

Si se observa el conjunto X(ω) y se quiere “estimar” el valor correspon-

diente Y (ω), puede tratar de aproximarse Y mediante una función af́ın de

X (o, de forma más general, de g(X), donde g : R → R es una función

medible bien definida).

La Figura 1.2 muestra la representación gráfica de la estimación Ŷ (ω) =

a X(ω) + B (con a ∈ R, B ∈ Kc(R)).

Al igual que en el problema anterior, la búsqueda de la mejor relación

de Y como función af́ın de X, se va a llevar a cabo mediante la aplicación

del método de mı́nimos-cuadrados basada en la W -distancia, de modo que

la cuestión que ahora se aborda es la determinación del mı́nimo absoluto de

la función objetivo φ : R ×Kc(R) → [0, +∞) tal que

φ(a, B) = E
(

[dW (Y, aX + B)]2 |P
)

para a ∈ R, B ∈ Kc(R).

En virtud de la definición del producto de elementos de Kc(R) por un

escalar, hallar el mı́nimo absoluto de φ equivale a hallar el mı́nimo absoluto

de una función objetivo alternativa expresada en términos de valores espe-

rados sobre el espacio de probabilidad (Ω × [0, 1],A⊗ B[0,1], P ⊗ W ).
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Fig. 1.2: Representación gráfica de Ŷ (ω) = aX(ω) + B

sup [aX(ω) + B]

y = ax + sup B

y = ax + inf B
inf [aX(ω) + B]

inf X(ω) sup X(ω)

La Figura 1.2 muestra la representación gráfica de la estimación Ŷ (ω) =

a X(ω) + B (con a ∈ R, B ∈ Kc(R)).

Al igual que en el problema anterior, la búsqueda de la mejor relación

de Y como función af́ın de X, se va a llevar a cabo mediante la aplicación

del método de mı́nimos-cuadrados basada en la W -distancia, de modo que

la cuestión que ahora se aborda es la determinación del mı́nimo absoluto de

la función objetivo φ : R ×Kc(R) → [0, +∞) tal que

φ(a, B) = E
(

[dW (Y, aX + B)]2 |P
)

para a ∈ R, B ∈ Kc(R).

En virtud de la definición del producto de elementos de Kc(R) por un

escalar, hallar el mı́nimo absoluto de φ equivale a hallar el mı́nimo absoluto

de una función objetivo alternativa expresada en términos de valores espe-

rados sobre el espacio de probabilidad (Ω × [0, 1],A⊗ B[0,1], P ⊗ W ).
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Esta �������� ��	
���� alternativa viene dada por ψ : R×[0, +∞)×R →
[0, +∞) tal que

ψ(a, b, c) =


E

(
[fY − (afX + bf[0,1] + c)]2

∣∣∣P ⊗ W
)

si a ≥ 0

E
(
[fY − (a fX + bf[0,1] + c)]2

∣∣∣P ⊗ W
)

si a ≤ 0

con b = 2 spr B ∈ [0, +∞) y c = inf B ∈ R.

En particular, si consideramos una muestra aleatoria de n datos bidi-

mensionales, (X1, Y1), . . . , (Xn, Yn), con Xi, Yi ∈ Kc(R) (i = 1, . . . , n), se

cumple que:

ψ(a, b, c) =



1

n

n∑
i=1

∫
[0,1]

(
fYi

(λ) − afXi
(λ) − bλ − c

)2

d W (λ) si a ≥ 0

1

n

n∑
i=1

∫
[0,1]

(
fYi

(λ) − afXi
(1 − λ) − bλ − c

)2

d W (λ) si a ≤ 0.

En condiciones muy generales, el problema planteado admite solución

(como se verá más tarde, no siempre única). Más concretamente:

Teorema 1.1.4 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R) y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces, existe solución para el

problema, y la función objetivo ψ alcanza mı́nimo absoluto en (a∗, b∗, c∗) ∈
R × [0, +∞) × R, con:
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(a∗, b∗, c∗) =



(a1, b1, c1) en el CASO 1

(a2, b2, c2) en el CASO 2

(a′
1, 0, c

′
1) en el CASO 3

(a′
2, 0, c

′
2) en el CASO 4

(0, b′′, c′′) en el CASO 5,

es decir, φ alcanza mı́nimo absoluto en (a∗, B∗) ∈ R ×Kc(R) tal que

(a∗, B∗) =



(a1, [c1, c1 + b1]) en el CASO 1

(a2, [c2, c2 + b2]) en el CASO 2

(a′
1, {c′1}) en el CASO 3

(a′
2, {c′2}) en el CASO 4

(0, EA[Y |P ]) en el CASO 5,

donde:

a1 =

√
σ2

fY

σ2
fX

· ρfXfY
− ρfXf[0,1]

ρfY f[0,1]

1 − ρ2
fXf[0,1]

=
Cov(mid X, mid Y |P ) + 4 σ2

f[0,1]
Cov(spr X, spr Y |P )

σ2
fX

(1 − ρ2
fXf[0,1]

)
,

a2 =

√
σ2

fY

σ2
fX

· ρ fXfY
+ ρfXf[0,1]

ρfY f[0,1]

1 − ρ2
fXf[0,1]

=
Cov(mid X, mid Y |P ) − 4 σ2

f[0,1]
Cov(spr X, spr Y |P )

σ2
fX

(1 − ρ2
fXf[0,1]

)
,

b1 =

√
σ2

fY

σ2
f[0,1]

· ρfY f[0,1]
− ρfXf[0,1]

ρfXfY

1 − ρ2
fXf[0,1]

,

b2 =

√
σ2

fY

σ2
f[0,1]

· ρfY f[0,1]
+ ρfXf[0,1]

ρ fXfY

1 − ρ2
fXf[0,1]

,
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c1 = µfY
− a1µfX

− .5 b1, c2 = µfY
− a2µfX

− .5 b2,

a′
1 =

√
σ2

fY

σ2
fX

· ρfXfY
, a′

2 =

√
σ2

fY

σ2
fX

· ρ fXfY
,

c′1 = µfY
− a′

1 µfX
, c′2 = µfY

− a′
2 µfX

,

b′′ =

√
σ2

fY

σ2
f[0,1]

· ρfY f[0,1]
= E(spr Y |P ),

c′′ = µfY
− .5 b′′ = E(inf Y |P ),

y los CASOS 1-5 corresponden a:

• CASO 1 tiene lugar si, y sólo si, ocurre una de las situaciones si-

guientes:

- a1 > 0, a2 ≥ 0, b1 > 0,

- a2
1 ≥ a2

2, a1 > 0, a2 < 0, b1 > 0, b2 > 0,

- a2
1[1 − ρ2

fXf[0,1]
] ≥ a′

2
2 − σ2

fY
ρ2

fY f[0,1]
/σ2

fX
,

y a1 > 0, a2 < 0, b1 > 0, b2 ≤ 0;

• CASO 2 tiene lugar si, y sólo si, ocurre una de las situaciones si-

guientes:

- a1 ≤ 0, a2 < 0, b2 > 0,

- a2
1 ≤ a2

2, a1 > 0, a2 < 0, b1 > 0, b2 > 0,

- a2
2[1 − ρ2

fXf[0,1]
] ≥ a′

1
2 − σ2

fY
ρ2

fY f[0,1]
/σ2

fX
,

y a1 > 0, a2 < 0, b1 ≤ 0, b2 ≤ 0;
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• CASO 3 tiene lugar si, y sólo si, ocurre una de las situaciones si-

guientes:

- a1 > 0, a2 ≥ 0, b1 ≤ 0,

- a′
1
2 ≥ a′

2
2, a1 > 0, a2 < 0, b1 ≤ 0, b2 > 0,

- a2
2[1 − ρ2

fXf[0,1]
] ≤ a′

1
2 − σ2

fY
ρ2

fY f[0,1]
/σ2

fX
,

y a1 > 0, a2 < 0, b1 ≤ 0, b2 ≤ 0;

• CASO 4 tiene lugar si, y sólo si, ocurre una de las situaciones si-

guientes:

- a1 ≤ 0, a2 < 0, b2 ≤ 0,

- a′
1
2 ≤ a′

2
2, a1 > 0, a2 < 0, b1 ≤ 0, b2 > 0,

- a2
1[1 − ρ2

fXf[0,1]
] ≤ a′

2
2 − σ2

fY
ρ2

fY f[0,1]
/σ2

fX
,

y a1 > 0, a2 < 0, b1 > 0, b2 ≤ 0;

• CASO 5 tiene lugar si, y sólo si, a1 ≤ 0 ≤ a2.

Demostración. Si se emplea la función objetivo ψ, el problema que se

desea resolver puede contemplarse como una combinación de dos problemas

de regresión lineal múltiple clásicos, el primero de los cuales involucra las

variables aleatorias reales fX , f[0,1] y fY (si a ≥ 0), y el segundo referido a

las variables fX , f[0,1] y fY (si a ≤ 0).

Los estudios de regresión lineal múltiple entre tres variables aleatorias

reales nos permiten asegurar que la función

ψ1(a, b, c) = E
(
[fY − (afX + bf[0,1] + c)]2

∣∣∣P ⊗ W
)

alcanza su mı́nimo absoluto en R
3 para (a1, b1, c1), en R × {0} × R (i.e.,

supuesto b = 0) para (a′
1, 0, c

′
1), y en {0} × R × R (i.e., supuesto a = 0)
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para (0, b′′, c′′). En consecuencia, denotando por (a∗
1, b

∗
1, c

∗
1) la solución que

proporciona el óptimo de ψ1, se concluye que:

• a1 y b1 no pueden ser ambos negativos, puesto que si fuera aśı se

tendŕıa que ρfY f[0,1]
< ρfXf[0,1]

ρfXfY
< ρ2

fXf[0,1]
ρfY f[0,1]

≤ ρfY f[0,1]
, lo que

conduce a una contradicción;

• si a1 ≥ 0 y b1 ≥ 0, entonces (a∗
1, b

∗
1, c

∗
1) = (a1, b1, c1);

• si a1 ≥ 0 y b1 < 0, entonces (a∗
1, b

∗
1, c

∗
1) = (a′

1, 0, c
′
1) ya que a1 ≥ 0

implica que ρfXfY
≥ ρfXf[0,1]

ρfY f[0,1]
≥ 0, de donde a′

1 ≥ 0;

• si a1 < 0 y b1 ≥ 0, entonces (a∗
1, b

∗
1, c

∗
1) = (0, b′′, c′′) ya que b′′ ≥ 0.

Por otro lado, también puede asegurarse que la función

ψ2(a, b, c) = E
(
[fY − (a fX + bf[0,1] + c)]2

∣∣∣P ⊗ W
)

alcanza su mı́nimo absoluto en R
3 para (a2, b2, c2), en R × {0} × R para

(a′
2, 0, c

′
2), y en {0} × R × R para (0, b′′, c′′). En consecuencia, denotando

por (a∗
2, b

∗
2, c

∗
2) la solución que proporciona el óptimo de ψ2, se concluye que:

• no puede ocurrir que a2 > 0 y b2 < 0, puesto que si fuera aśı se

tendŕıa que ρfY f[0,1]
< −ρfXf[0,1]

ρ fXfY
< ρ2

fXf[0,1]
ρfY f[0,1]

≤ ρfY f[0,1]
, lo

que conduce a una contradicción;

• si a2 ≤ 0 y b2 ≥ 0, entonces (a∗
2, b

∗
2, c

∗
2) = (a2, b2, c2);

• si a2 ≤ 0 y b2 < 0, entonces (a∗
2, b

∗
2, c

∗
2) = (a′

2, 0, c
′
2) ya que a2 ≤ 0

implica que ρ fXfY
≤ −ρfXf[0,1]

ρfY f[0,1]
≤ 0, de donde a′

2 ≤ 0;

• si a2 > 0 y b2 ≥ 0, entonces (a∗
2, b

∗
2, c

∗
2) = (0, b′′, c′′).
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En resumen, el valor de ψ(a, b, c) en los “posibles valores” en los que

puede alcanzarse el óptimo será:

• Si a1 ≥ 0:

ψ(a1, b1, c1) = σ2
fY

[1 − ρ2
fY f[0,1]

] − a2
1σ

2
fX

[1 − ρ2
fXf[0,1]

],

ψ(a′
1, 0, c

′
1) = σ2

fY

[
1 − a′2

1

σ2
fX

σ2
fY

]
.

• Si a2 ≤ 0:

ψ(a2, b2, c2) = σ2
fY

[1 − ρ2
fY f[0,1]

] − a2
2σ

2
fX

[1 − ρ2
fXf[0,1]

],

ψ(a′
2, 0, c

′
2) = σ2

fY

[
1 − a′2

2

σ2
fX

σ2
fY

]
.

• Si a1 < 0 y a2 > 0:

ψ(0, b′′, c′′) = σ2
fY

[1 − ρ2
fY f[0,1]

].

Se satisface también que:

a1 − a2 = 2
σ2

f[0,1]

σ2
f[0,1]

(1 − ρ2
fXf[0,1]

)
· Cov(spr X, spr Y |P ),

b1 − b2 = −2
ρfXf[0,1]

σ2
f[0,1]

(1 − ρ2
fXf[0,1]

)
· Cov(mid X, mid Y |P ).

Obsérvese que si a1 = a2 = 0, entonces b1 = b2 = b′′ ≥ 0 y c1 = c2 = c′′,

y que b1 = b2 = 0 implicaŕıa que a1 = a′
1, a2 = a′

2, c1 = c′1 y c2 = c′2.

En consecuencia, el valor mı́nimo de ψ(a, b, c) o (variación residual),

ψ(a∗, b∗, c∗) = mı́n {ψ(a∗
1, b

∗
1, c

∗
1), ψ(a∗

2, b
∗
2, c

∗
2)}, viene dado por:



34 Caṕıtulo 1

• ψ(a∗, b∗, c∗) = σ2
fY

[1 − ρ2
fY f[0,1]

] − a2
1σ

2
fX

[1 − ρ2
fXf[0,1]

]

si a1 ≥ 0, a2 ≥ 0, b1 > 0;

• ψ(a∗, b∗, c∗) = σ2
fY

[
1 − a′2

1

σ2
fX

σ2
fY

]
si a1 ≥ 0, a2 ≥ 0, b1 ≤ 0;

• ψ(a∗, b∗, c∗) = σ2
fY

[1 − ρ2
fY f[0,1]

] − a2
2σ

2
fX

[1 − ρ2
fXf[0,1]

]

si a1 ≤ 0, a2 ≤ 0, b2 > 0;

• ψ(a∗, b∗, c∗) = σ2
fY

[
1 − a′2

2

σ2
fX

σ2
fY

]
si a1 ≤ 0, a2 ≤ 0, b2 ≤ 0;

• ψ(a∗, b∗, c∗) = σ2
fY

[1 − ρ2
fY f[0,1]

]

si a1 < 0, a2 > 0;

• ψ(a∗, b∗, c∗) = σ2
fY

[1 − ρ2
fY f[0,1]

] − máx {a2
1, a

2
2}σ2

fX
[1 − ρ2

fXf[0,1]
]

si a1 > 0 > a2, b1 > 0, b2 > 0;

• ψ(a∗, b∗, c∗) = σ2
fY

[
1 − máx {a′2

1 , a′2
2 }

σ2
fX

σ2
fY

]
si a1 > 0 > a2, b1 ≤ 0, b2 ≤ 0;

• ψ(a∗, b∗, c∗) = σ2
fY

[
1 − máx

{
ρ2

fY f[0,1]
+ a2

1

σ2
fX

σ2
fY

[1 − ρ2
fXf[0,1]

], a′2
2

σ2
fX

σ2
fY

}]
si a1 > 0 > a2, b1 > 0, b2 ≤ 0;

• ψ(a∗, b∗, c∗) = σ2
fY

[
1 − máx

{
a′2

1

σ2
fX

σ2
fY

, ρ2
fY f[0,1]

+ a2
2

σ2
fX

σ2
fY

[1 − ρ2
fXf[0,1]

]

}]
si a1 > 0 > a2, b1 ≤ 0, b2 > 0.



Regresión y correlación en Kc(R) 35

La comparación dos a dos de estas variaciones residuales nos lleva a

la determinación de la solución (a∗, b∗, c∗) en la que ψ alcanza el mı́nimo

absoluto, y que se detalla en el enunciado del presente teorema. �

El estudio de las variaciones residuales en la demostración del Teorema

1.1.4, nos permite obtener las conclusiones siguientes acerca de la unicidad

de la solución óptima:

Teorema 1.1.5 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R) y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces, existe solución única

(a∗, b∗, c∗) ∈ R × [0, +∞) × R para el problema, siempre que no se cumpla

que a1 > 0 > a2, y viene dada por:

(a∗, b∗, c∗) =



(a1, b1, c1) si a1 ≥ 0, a2 ≥ 0, b1 > 0,

(a′
1, 0, c

′
1) si a1 ≥ 0, a2 ≥ 0, b1 ≤ 0,

(a2, b2, c2) si a1 ≤ 0, a2 ≤ 0, b2 > 0,

(a′
2, 0, c

′
2) si a1 ≤ 0, a2 ≤ 0, b2 ≤ 0,

(0, b′′, c′′) si a2 > 0 > a1.

Cuando a1 > 0 > a2, la solución óptima no es necesariamente única, pero

para los casos en los que la solución no es única se obtienen dos posibles

(una en el cono correspondiente a a > 0 y otra en el cono correspondiente

a a < 0). El siguiente resultado incluye una caracterización de tales casos.
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Teorema 1.1.6 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R) y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces, es condición nece-

saria y suficiente para que existan dos soluciones distintas para el problema

que ocurra una de las situaciones siguientes:

• a1 + a2 = 0, b1 = b2, c2 = c1 + 2 a1µfX
si a1 > 0, b1 > 0 and a2 <

0, b2 > 0;

• a′
1 + a′

2 = 0, c′2 = c′1 + 2a′
1µfX

(en cuyo caso b′1 = b′2 = 0) si a1 >

0, b1 ≤ 0 y a2 < 0, b2 ≤ 0;

• a′
2
2 − a2

1[1 − ρ2
fXf[0,1]

] =
σ2

fY

σ2
fX

ρ2
fY f[0,1]

si a1 > 0, b1 > 0 y a2 < 0, b2 ≤ 0;

• a′
1
2 − a2

2[1 − ρ2
fXf[0,1]

] =
σ2

fY

σ2
fX

ρ2
fY f[0,1]

si a1 > 0, b1 ≤ 0 y a2 < 0, b2 > 0.

Para ilustrar la existencia de situaciones en las que puede aparecer du-

plicidad de soluciones óptimas, se considera el siguiente:

Ejemplo 1.1.2 Sea (Ω,A, P ) el espacio de probabilidad definido como

sigue:

Ω = {ω1, ω2, ω3, ω4}, A = P(Ω),

P (ω1) = P (ω2) = P (ω3) = P (ω4) = 0.25,

y sean X e Y dos conjuntos aleatorios asociados, dados por:

X(ω1) = [0, 2], X(ω2) = X(ω3) = [2, 6], X(ω4) = [6, 8],

Y (ω1) = Y (ω4) = [4, 6], Y (ω2) = [−1, 3], Y (ω3) = [7, 11].

Si W es la medida de Lebesgue en [0, 1], se cumple que a1 = −a2 = 1/46,

b1 = b2 = 135/46 y c1 = 317/92, c2 = 333/92, lo que conduce a la primera

de las condiciones del Teorema 1.1.6.
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La Figura 1.3 muestra el diagrama de los datos bidimensionales (rectan-

gulares), junto con las correspondientes relaciones óptimas del Tipo 2:

Ŷ =
1

46
X +

[
317

92
,
587

92

]
, Ŷ = − 1

46
X +

[
333

92
,
603

92

]
.

Fig. 1.3: Diagrama de “rectángulos” del Ejemplo 1.1.2 y
soluciones óptimas del tipo Ŷ (ω) = aX(ω) + B

En la práctica la falta de unicidad no es usualmente conveniente, por lo

que en la mayoŕıa de las situaciones que se han caracterizado en el Teorema

1.1.6, se recurriŕıa a cambiar el tipo de relación funcional considerada (por

ejemplo, reemplazando X por g(X) para alguna función g adecuada.

Observación 1.1.3 De acuerdo con las notaciones utilizadas en esta sec-

ción, el caso examinado por Diamond (1990) y para el que probó la exis-

tencia de solución única y al que se refirió como caso en el que se involu-

cran datos con valor de intervalo coherentes corresponde a a1 ≥ a2 ≥ 0 y

a1 ≤ a2 ≤ 0.
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Observación 1.1.4 El problema planteado en esta subsección podŕıa pre-

sentarse también considerando la función objetivo:

ζ(a, b, c) = E
(
(mid Y − a mid X − c)2 + 4 σ2

f[0,1]
(spr Y − |a| spr X − b)2

∣∣∣ P
)

con a ∈ R, b = spr B ∈ [0, +∞), y c = mid B ∈ R. La determinación

del mı́nimo absoluto de ζ en R × [0, +∞) × R puede realizarse ajustan-

do dos veces por el método de mı́nimos-cuadrados dos ĺıneas paralelas:

una vez para (mid X, mid Y ) y (2 σf[0,1]
spr X, 2 σf[0,1]

spr Y ), y otra vez para

(mid X, mid Y ) y (2 σf[0,1]
[−spr X], 2 σf[0,1]

spr Y ). Se recurriŕıa después a

las técnicas caracteŕısticas del Álgebra Lineal para hallar las soluciones

óptimas y los valores de ζ mı́nimos.

A diferencia del modelo de relación de la subsección precedente, en las

condiciones supuestas en el Teorema 1.1.4, la “pendiente” de la relación

lineal puede anularse. De hecho, se tiene que:

Proposición 1.1.8 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R) y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces, es condición nece-

saria y suficiente para que a∗ = 0 (i.e., para que la predicción óptima de Y

corresponda a un valor de intervalo constante) que a1 ≤ 0 ≤ a2 (es decir,

4 σ2
f[0,1]

Cov(spr X, spr Y |P )

≤ Cov(mid X, mid Y |P )

≤ − 4 σ2
f[0,1]

Cov(spr X, spr Y |P ).)

Otro rasgo diferencial con respecto al problema de la subsección ante-

rior, aunque similar al caso real, es el de la relación entre la independencia

estocástica y la anulación de a∗ de la relación óptima. Aśı, como la inde-

pendencia de X e Y garantiza que mid X y mid Y son independientes, y

también que lo son spr X y spr Y , se deduce que:
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Proposición 1.1.8 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R) y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces, si X e Y son es-

tocásticamente independientes se cumple que a∗ = 0.

Aunque la anulación de a∗ es condición necesaria para la independencia,

no se trata de una condición suficiente aun cuando X e Y no sean casi

seguro reales. Aśı:

Contraejemplo 1.1.3 Sea (Ω,A, P ) el espacio de probabilidad definido

como sigue:

Ω = {ω1, ω2, ω3, ω4}, A = P(Ω),

P (ω1) = P (ω2) = P (ω3) = P (ω4) = 0.25,

y sean X e Y dos conjuntos aleatorios asociados y dados por:

X(ω1) = [−3,−1], X(ω2) = X(ω3) = [−1, 1], X(ω4) = [1, 3],

Y (ω1) = Y (ω4) = [−1, 1], Y (ω2) = [−3,−1], Y (ω3) = [1, 3].

Se cumple entonces, supuesto que W es la medida de Lebesgue en [0, 1], que

a1 = a2 = 0 y, por tanto, a∗ = 0. Sin embargo X e Y no son independientes,

ya que, por ejemplo:

P (X ∈ [−3,−1], Y ∈ [−3,−1]) = P (∅) = 0

	= 0.25 · 0.25 = P (X ∈ [−3,−1]) · P (Y ∈ [−3,−1]).

Observación 1.1.5 En algunos casos particulares las relaciones óptimas

admiten expresiones muy sencillas, como sigue:

• Si a1 = a2 = 0 ó a2 > 0 > a1, entonces la relación óptima es:

Ŷ = [E(inf Y |P ), E(sup Y |P )] = EA[Y |P ].
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• Si a1 = a′
1 = 0, b1 ≤ 0, debe ocurrir que ρfXfY

= 0 = ρfXf[0,1]
ρfY f[0,1]

y ρfY f[0,1]
= 0, lo que (ya que se ha supuesto que σ2

fY
	= 0) equivale

a que Y sea real c.s [P ] y las variables aleatorias fX y fY definidas

sobre (Ω × [0, 1],A ⊗ B[0,1], P ⊗ W ) sean incorreladas. En este caso,

la relación óptima corresponde a:

Ŷ = mid EA[Y |P ] = E(mid Y ).

• Si a2 = a′
2 = 0, b2 ≤ 0, debe ocurrir que ρ fXfY

= 0 = −ρfXf[0,1]
ρfY f[0,1]

y ρfY f[0,1]
= 0, lo que equivale a que Y sea real c.s [P ] y las variables

aleatorias fX y fY sean incorreladas. La relación óptima coincide con

la del caso precedente.

1.1.3 Algoritmo para la determinación de la relación

lineal óptima de Tipo 2

Como apoyo para el cálculo práctico de la solución óptima de la relación de

Tipo 2, más compleja que la del tipo 1, puede considerarse el algoritmo:

Paso 1. Calcular los coeficientes a1, a2, a
′
1, a

′
2, b1, b2, c1, c2, c

′
1, c

′
2, b

′′, c′′, σ2
fX

,

σ2
fY

, ρ2
fXf[0,1]

y ρ2
fY f[0,1]

, e ir al Paso 2.

Paso 2. SI a1 ≤ 0 ENTONCES ir al Paso 3, EN CASO CONTRARIO

ir al Paso 5.

Paso 3. SI a2 ≥ 0 ENTONCES la solución óptima corresponde a la del

CASO 5, EN CASO CONTRARIO ir al Paso 4.

Paso 4. SI b2 > 0 ENTONCES la solución óptima corresponde a la del

CASO 2, EN CASO CONTRARIO la solución óptima corres-

ponde a la del CASO 4.
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Paso 5. SI a2 ≥ 0 ENTONCES ir al Paso 6, EN CASO CONTRARIO

ir al Paso 7.

Paso 6. SI b1 > 0 ENTONCES la solución óptima corresponde a la del

CASO 1, EN CASO CONTRARIO la solución óptima corres-

ponde a la del CASO 3.

Paso 7. SI b1 > 0 ENTONCES ir al Paso 8, EN CASO CONTRARIO ir

al Paso 11.

Paso 8. SI b2 > 0 ENTONCES ir al Paso 9, EN CASO CONTRARIO ir

al Paso 10.

Paso 9. SI a2
1 > a2

2 ENTONCES la solución óptima corresponde a la del

CASO 1, EN CASO CONTRARIO

SI a2
1 < a2

2 ENTONCES la solución óptima corresponde a

la del CASO 2,

EN CASO CONTRARIO existen dos soluciones óptimas:

las que corresponden a los CASOS 1 y 2.

Paso 10. SI a2
1[1 − ρ2

fXf[0,1]
] > a′

2
2 − σ2

fY

σ2
fX

ρ2
fY f[0,1]

ENTONCES la solución

óptima corresponde a la del CASO 1, EN CASO CONTRARIO

SI a2
1[1− ρ2

fXf[0,1]
] < a′

2
2 − σ2

fY

σ2
fX

ρ2
fY f[0,1]

ENTONCES la solu-

ción óptima corresponde a la del CASO 4,

EN CASO CONTRARIO existen dos soluciones óptimas:

la que corresponde al CASO 1 y la que corresponde al CA-

SO 4.

Paso 11. SI b2 > 0 ENTONCES ir al Paso 12, EN CASO CONTRARIO

ir al Paso 13.
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Paso 12. SI a′
1
2 > a′

2
2 ENTONCES la solución óptima corresponde a la

del CASO 3, EN CASO CONTRARIO

SI a′
1
2 < a′

2
2 ENTONCES la solución óptima corresponde

a la del CASO 4,

EN CASO CONTRARIO existen dos soluciones óptimas:

la que corresponde al CASO 3 y la que corresponde al

CASO 4.

Paso 13. SI a2
2[1 − ρ2

fXf[0,1]
] > a′

1
2 − σ2

fY

σ2
fX

ρ2
fY f[0,1]

ENTONCES la solución

óptima corresponde a la del CASO 2, EN CASO CONTRARIO

SI a2
2[1− ρ2

fXf[0,1]
] < a′

1
2 − σ2

fY

σ2
fX

ρ2
fY f[0,1]

ENTONCES la solu-

ción óptima corresponde a la del CASO 3,

EN CASO CONTRARIO existen dos soluciones óptimas:

la que corresponde al CASO 2 y la que corresponde al CA-

SO 3.

1.1.4 Aplicación sobre un ejemplo real

El siguiente ejemplo ilustra en una situación real la aplicación de las conclu-

siones en las Subsecciones 1.1.1 y 1.1.2, sobre datos proporcionados por el

Servicio de Nefroloǵıa del Hospital Valle del Nalón de Langreo (Asturias).

Ejemplo 1.1.3 Los datos ligados que aparecen en la Tabla 1.1 correspon-

den al “rango de la tensión arterial sistólica a lo largo de un d́ıa”, X, y

“rango de la tensión arterial diastólica a lo largo del mismo d́ıa”, Y , en una

población Ω de 59 pacientes hospitalizados.
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Tabla 1.1: Datos sobre los rangos de la tensión arterial sistólica (X)

y diastólica (Y )

X Y X Y X Y

11.8-17.3 6.3-10.2 11.9-21.2 4.7-9.3 9.8-16.0 4.7-10.8

10.4-16.1 7.1-10.8 12.2-17.8 7.3-10.5 9.7-15.4 6.0-10.7

13.1-18.6 5.8-11.3 12.7-18.9 7.4-12.5 8.7-15.0 4.7-8.6

10.5-15.7 6.2-11.8 11.3-21.3 5.2-11.2 14.1-25.6 7.7-15.8

12.0-17.9 5.9-9.4 14.1-20.5 6.9-13.3 10.8-14.7 6.2-10.7

10.1-19.4 4.8-11.6 9.9-16.9 5.3-10.9 11.5-19.6 6.5-11.7

10.9-17.4 6.0-11.9 12.6-19.7 6.0-9.8 9.9-17.2 4.2-8.6

12.8-21.0 7.6-12.5 9.9-20.1 5.5-12.1 11.3-17.6 5.7-9.5

9.4-14.5 4.7-10.4 8.8-22.1 3.7-9.4 11.4-18.6 4.6-10.3

14.8-20.1 8.8-13.0 11.3-18.3 5.5-8.5 14.5-21.0 10.0-13.6

11.1-19.2 5.2-9.6 9.4-17.6 5.6-12.1 12.0-18.0 5.9-9.0

11.6-20.1 7.4-13.3 10.2-15.6 5.0-9.4 10.0-16.1 5.4-10.4

10.2-16.7 3.9-8.4 10.3-15.9 5.2-9.5 15.9-21.4 9.9-12.7

10.4-16.1 5.5-9.8 10.2-18.5 6.3-11.8 13.8-22.1 7.0-11.8

10.6-16.7 4.5-9.5 11.1-19.9 5.7-11.3 8.7-15.2 5.0-9.5

11.2-16.2 6.2-11.6 13.0-18.0 6.4-12.1 12.0-18.8 5.3-10.5

13.6-20.1 6.7-12.2 10.3-16.1 5.5-9.7 9.5-16.6 5.4-10.0

9.0-17.7 5.2-10.4 12.5-19.2 5.9-10.1 9.2-17.3 4.5-10.7

11.6-16.8 5.8-10.9 9.7-18.2 5.4-10.4 8.3-14.0 4.5-9.1

9.8-15.7 5.0-11.1 12.7-22.6 5.7-10.1
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Cada valor de X e Y se obtiene a partir de los distintos registros (habi-

tualmente entre 60 y 70) de la tensión arterial realizados sobre cada paciente

en distintos instantes de un mismo d́ıa.

La Figura 1.4 representa el diagrama de los “datos rectangulares” en el

Ejemplo 1.1.3.

Fig. 1.4: Diagrama de los datos rectangulares en el Ejemplo
1.1.3

La relación lineal óptima del Tipo 1 de Y respecto de X, según el

Teorema 1.1.1, cuando W es la medida de Lebesgue en [0, 1], será Y =

0.582 X − 0.2096. Si esta relación se usara con fines de predicción, a un pa-

ciente con rango de tensión sistólica 11.5-16.1 le correspondeŕıa una predic-

ción del rango de tensión diastólica igual a 6.5-9.2.

Por otra parte, la relación lineal óptima del Tipo 2 de Y respecto de

X, según el Teorema 1.1.4, cuando W es la medida de Lebesgue en [0, 1],

será Y = 0.4393 X + [0.9494, 2.8272]. Si esta relación se usara con fines de

predicción, a un paciente con rango de tensión sistólica 11.5-16.1 le corres-

pondeŕıa una predicción del rango de tensión diastólica igual a 6.0-9.8.
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1.2 Estudios descriptivos de correlación

lineal entre dos conjuntos aleatorios con

valores en Kc(R)

Los estudios de correlación entre dos conjuntos aleatorios, van a referirse a

la cuantificación del grado de “relación estad́ıstica” existente entre ellos. Se

entiende que existe una “relación positiva” cuando los individuos que mues-

tran “valores altos (bajos)” para uno de los conjuntos aleatorios tienden a

mostrar “valores altos (bajos)” para el otro. Se entiende que existe una

“relación negativa” cuando los individuos que muestran “valores altos (ba-

jos)” para uno de los conjuntos aleatorios tienden a mostrar “valores bajos

(altos)” para el otro. Alternativamente, se puede interpretar el objetivo de

la correlación como de la valoración de la idoneidad con la que la función

(del conjunto aleatorio independiente) óptima del tipo considerado (lineal,

af́ın, etc.) explica la variación del conjunto aleatorio dependiente.

La definición de medidas del grado de idoneidad de una función lineal y

de una función af́ın entre dos conjuntos aleatorios X e Y en la población o

muestra considerada, va a inspirarse en la del coeficiente de determinación

entre dos variables aleatorias reales, es decir, en la proporción de variación

total que puede explicarse por la relación funcional.

En este sentido, sobre la base de las conclusiones obtenidas en la Sección

1.1, se determinará en primer lugar la variación total para los Tipos 1 y

2, que corresponde al valor máximo que podŕıa alcanzar la variación no

explicada (variación residual) en cada caso, y se calculará posteriormente la

proporción de variación total que puede explicarse para los datos (pobla-

cionales o muestrales) disponibles concretos, en cada uno de los dos tipos

de relaciones.
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1.2.1 Análisis de correlación para relaciones lineales

de Tipo 1

Sea (Ω,A, P ) un espacio de probabilidad, y sean X : Ω → Kc(R) e Y : Ω →
Kc(R) dos conjuntos aleatorios no degenerados asociados a ese espacio.

La variación residual en la relación de Tipo 1 es el mı́nimo absoluto de la

función objetivo φ en R
2 que, por aplicación del Teorema 1.1.1, viene dado

por:

φ(a∗
0, b

∗
0) =


(1 − ρ2

fXfY
)σ2

fY
si ρ2

fXfY
> ρ2

fXfY
,

(1 − ρ2
fXfY

)σ2
fY

en caso contrario

=
[
1 − máx {ρ2

fXfY
, ρ2

fXfY
}
]

σ2
fY

.

Obviamente, cuanto mayor es el valor del máx {ρ2
fXfY

, ρ2
fXfY

}, menor

es el valor de la variación residual (y, por tanto, mayor el de la variación

explicada) por la relación lineal óptima de Tipo 1. De este modo, siguiendo

las ideas del caso real, puede definirse:

Definición 1.2.1 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), no degenerados y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, el ��
��
��


�
 �
�
���������� 
� 
� �
����� �
 �� �
������� ��������� �
 ����

� de X e Y viene dado por el valor real:

r2
XY = máx {ρ2

fXfY
, ρ2

fXfY
}

=
1√

σ2
fX

σ2
fY

{(
Cov(mid X, mid Y |P )

)2

+ 16 σ4
f[0,1]

(
E(spr X · spr Y |P )

)2

+8 σ2
f[0,1]

∣∣∣Cov(mid X, mid Y |P ) E(sprX · spr Y |P )
∣∣∣}.
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El rango de valores para el coeficiente adimensional r2XY y la corrobo-

ración formal de que se trata de un ı́ndice para la proporción de variación

total que puede explicarse por la relación óptima de Tipo 1, se recogen en

el resultado siguiente:

Teorema 1.2.1 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), no degenerados y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces:

r2XY =
variación total de Y − variación residual de Tipo 1 paraY

variación total
i)

=
variación explicada por relación de Tipo 1

variación total
;

ii) 0 ≤ r2
XY ≤ 1.

Demostración. En efecto:

variación residual de Tipo 1 paraY = φ(a∗
0, b

∗
0) = [1 − r2

XY ]σ2
fY

,

por lo que

0 ≤ variación residual de Tipo 1 para Y ≤ σ2
fY

= variación total de Y,

lo que prueba i).

Por otro lado, 0 ≤ φ(a∗
0, b

∗
0) = [1 − r2

XY ] σ2
fY

garantiza que 1 − r2
XY ≥ 0,

lo que demuestra ii). �

Por lo que se refiere a los valores extremos del rango de r2
XY , en la

proposición siguiente se exponen condiciones para alcanzarlos, si bien cabe

reseñar que la variación total sólo seŕıa alcanzable por la variación residual

para conjuntos aleatorios y relaciones entre ellos muy especiales.
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Proposición 1.2.2 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), no degenerados y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces:

i) r2
XY = 1 si, y sólo si, existe (a, b) ∈ R2 tal que para casi todo ω ∈ Ω

se cumple que Y = aX + b. Más concretamente, a ≥ 0 si, y sólo si,

ρ2
fXfY

= 1 y a ≤ 0 si, y sólo si, ρ2
fXfY

= 1;

ii) r2
XY = 0 si, y sólo si, las variables reales fX y fY son incorreladas.

Más concretamente:

– si X e Y toman valores c.s. [P ] en la clase K∗c(R), entonces

r2
XY 6= 0;

– cualesquiera que sean X e Y , es condición necesaria para que

r2
XY = 0 que X e Y no tomen simultáneamente valores en K∗c(R)

c.s. [P ] (es decir, que para casi todo ω : X(ω) ∈ R ó Y (ω) ∈ R.

Demostración.

i) Si para cierto (a, b) ∈ R2 se cumple que Y = aX + b casi seguro

[P ], entonces, φ(a, b) = 0, de modo que [1 − r2
XY ] σ2

fY
= 0, y al ser

σ2
fY

> 0 en las condiciones supuestas, r2
XY = 1. Rećıprocamente,

r2
XY = 1 implica que φ(a∗0, b

∗
0) = [1 − r2

XY ] σ2
fY

= 0, es decir, que

dW (Y, a∗0 X + b∗0) = 0 c.s. [P ], y por tanto Y = a∗0 X + b∗0 casi seguro

[P ].

Además, si Y = aX + b c.s. [P ], entonces, si a ≥ 0 se cumple que:

ρfXfY
=

Cov(mid X, a mid X + b|P ) + 4 σ2
f[0,1]

E(spr X · a spr X|P )
√

σ2
fX

a2 σ2
fX

=
a Var(mid X|P ) + 4a σ2

f[0,1]
E((spr X)2|P )

a σ2
fX

= 1,
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mientras que si a ≤ 0 se cumple que:

ρ fXfY
=

Cov(mid X, a mid X + b|P )− 4 σ2
f[0,1]

E(spr X · (−a spr X)|P )
√

σ2
fX

a2 σ2
fX

=
a Var(mid X|P ) + 4a σ2

f[0,1]
E((spr X)2|P )

−a σ2
fX

= −1.

ii) Como r2
XY = 0 si, y sólo si, con las notaciones del Teorema 1.1.1

a0 = a′0 = 0 (lo que equivale a a∗0 = 0), las conclusiones de este

apartado son triviales en virtud de la Proposición 1.1.2. ¤

A partir de la Proposición 1.2.3 puede concluirse que la independencia

estocástica no garantiza, en general, la anulación de r2
XY . Precisando más:

Proposición 1.2.3 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), no degenerados, estocásticamente independientes y E(|X| |P ) < ∞,

E(|Y | |P ) < ∞, entonces,

r2
XY = 0 ⇔ para casi todo ω : X(ω) ∈ R ó Y (ω) ∈ R

El coeficiente de determinación en el sentido de la relación funcional de

Tipo 1, satisface también las propiedades siguientes:

Proposición 1.2.4 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), no degenerados y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces:

i) r2
XY = r2

Y X ;

ii) r2
(a X+b)(c Y +d) = r2

Y X , cualesquiera que sean a, b, c, d ∈ R.
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1.2.2 Análisis de correlación para relaciones lineales

de Tipo 2

Sea (Ω,A, P ) un espacio de probabilidad, y sean X : Ω → Kc(R) e Y : Ω →
Kc(R) dos conjuntos aleatorios no degenerados asociados a ese espacio.

La variación residual en la relación de Tipo 2 es el mı́nimo absoluto de la

función objetivo ψ en R× [0, +∞)×R que, de acuerdo con la demostración

del Teorema 1.1.4, y agrupando según los CASOS 1-5, viene dado por:

ψ(a∗, b∗, c∗) =



σ2
fY

[1 − ρ2
fY f[0,1]

] − a2
1σ

2
fX

[1 − ρ2
fXf[0,1]

] en el CASO 1

σ2
fY

[1 − ρ2
fY f[0,1]

] − a2
2σ

2
fX

[1 − ρ2
fXf[0,1]

] en el CASO 2

σ2
fY

[1 − ρ2
fXfY

] en el CASO 3

σ2
fY

[1 − ρ2
fXfY

] en el CASO 4

0 en el CASO 5.

La “pendiente” óptima en las relaciones de Tipo 2 sólo se anula en unas

pocas situaciones (ver Teorema 1.1.2), para las que la relación óptima corres-

ponde a Ŷ = EA[Y |P ]. En estas situaciones, la variación residual alcanza

su valor máximo, que es igual a σ2
fY

[1 − ρ2
fY f[0,1]

], y que será la “variación

total” de Y para este tipo de relaciones funcionales. Siguiendo las ideas del

caso real y de la subsección precedente, puede definirse:

Definición 1.2.2 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), no degenerados y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, el ��
��
��


�
 �
�
���������� 
� 
� �
����� �
 �� �
������� ��������� �
 ����

� de X e Y viene dado por el valor real:
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R2
XY =



a2
1σ

2
fX

[1 − ρ2
fXf[0,1]

]

σ2
fY

[1 − ρ2
fY f[0,1]

]
en el CASO 1

a2
2σ

2
fX

[1 − ρ2
fXf[0,1]

]

σ2
fY

[1 − ρ2
fY f[0,1]

]
en el CASO 2

ρ2
fXfY

− ρ2
fY f[0,1]

1 − ρ2
fY f[0,1]

en el CASO 3

ρ2
fXfY

− ρ2
fY f[0,1]

1 − ρ2
fY f[0,1]

en el CASO 4

0 en el CASO 5.

El rango de valores para el coeficiente adimensional R2
XY y la corrobo-

ración formal de que se trata de un ı́ndice para la proporción de variación

total que puede explicarse por la relación óptima de Tipo 2, se recogen en

el resultado siguiente:

Teorema 1.2.5 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), no degenerados y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces:

R2
XY =

variación total de Y − variación residual de Tipo 2 paraY

variación total
i)

=
variación explicada por relación de Tipo 2

variación total
;

ii) 0 ≤ R2
XY ≤ 1.

Demostración. En efecto:

variación residual de Tipo 2 paraY = ψ(a∗, b∗, c∗)

= [1 − R2
XY ] σ2

fY
[1 − ρ2

fY f[0,1]
],



52 Caṕıtulo 1

por lo que:

0 ≤ variación residual de Tipo 2 para Y

≤ σ2
fY

[1− ρ2
fY f[0,1]

] = variación total de Y,

lo que prueba i).

Por otro lado, 0 ≤ ψ(a∗, b∗, c∗) = [1 − R2
XY ] σ2

fY
[1 − ρ2

fY f[0,1]
] garantiza

que 1− R2
XY ≥ 0, lo que demuestra ii). ¤

Por lo que concierne a los valores extremos del rango de R2
XY , en la

proposición siguiente se exponen condiciones para alcanzarlos.

Proposición 1.2.6 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), no degenerados y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces:

i) R2
XY = 1 si, y sólo si, existe (a,B) ∈ R×Kc(R) tal que para casi todo

ω ∈ Ω se cumple que Y = aX + B;

ii) R2
XY = 0 si, y sólo si:

4 σ2
f[0,1]

Cov(spr X, spr Y |P )

≤ Cov(mid X, mid Y |P )

≤ − 4 σ2
f[0,1]

Cov(spr X, spr Y |P ).

Demostración.

i) Si para cierto (a,B) ∈ R × Kc(R) se cumple que Y = aX + B casi

seguro [P ], entonces, ψ(a, 2 spr B, inf B) = 0, lo que obliga a que

[1 − R2
XY ] σ2

fY
[1 − ρ2

fY f[0,1]
] = 0, y al ser σ2

fY
> 0 y ρ2

fY f[0,1]
< 1 en

las condiciones supuestas, R2
XY = 1. Rećıprocamente, R2

XY = 1

implica que ψ(a∗, b∗, c∗) = [1 − R2
XY ] σ2

fY
[1 − ρ2

fY f[0,1]
] = 0, es de-

cir, que dW (Y, a∗ X + [c∗, c∗ + b∗]) = 0 c.s. [P ], y por tanto que

Y = a∗ X + [c∗, c∗ + b∗] casi seguro [P ].
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ii) Como R2
XY = 0 si, y sólo si, a∗ = 0, R2

XY = 0 se verificará si, y sólo si,

a1 ≤ 0 y a2 ≥ 0. Como a1 ≤ 0 si, y sólo si, ρfXfY
≤ ρfXf[0,1]

· ρfY f[0,1]

lo que equivale a que

Cov(mid X, mid Y |P ) + 4 σ2
f[0,1]E(spr X · spr Y |P )√

σ2
fX

σ2
fY

≤
4 σ2

f[0,1]E(spr X|P ) · E(spr Y |P )√
σ2

fX
σ2

fY

,

de donde se puede deducir que la primera condición para que se veri-

fique R2
XY = 0 es equivalente a la condición:

[C.1] Cov(mid X, mid Y |P ) + 4 σ2
f[0,1] Cov(spr X, spr Y |P ) ≤ 0.

De forma análoga, se puede ver que la condición a2 ≥ 0 ocurre si, y

sólo si, −ρf̄XfY
≤ ρf[0,1]fX

· ρf[0,1]fY
, lo que equivale a que:

4 σ2
f[0,1]E(spr X|P ) · E(spr Y |P )√

σ2
fX

σ2
fY

≥
4 σ2

f[0,1]E(spr X · spr Y |P ) − Cov(mid X, mid Y |P )√
σ2

fX
σ2

fY

,

de donde se deduce que a2 ≤ 0 es equivalente a la condición:

[C.2] − Cov(mid X, mid Y |P ) + 4 σ2
f[0,1] Cov(spr X, spr Y |P ) ≤ 0.

La combinación de las condiciones [C.1] y [C.2] da lugar a:

4 σ2
f[0,1] Cov(spr X, spr Y |P )

≤ Cov(mid X, mid Y |P )

≤ −4 σ2
f[0,1]Cov(spr X, spr Y |P ). �
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A partir de la Proposición 1.1.8 puede concluirse que la independencia

estocástica conlleva la anulación de R2
XY . Aśı:

Proposición 1.2.7 Si X e Y son dos conjuntos aleatorios con valores en

Kc(R), no degenerados y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces, si X

e Y son estocásticamente independientes se cumple que R2
XY = 0.

El coeficiente de determinación en el sentido de la relación funcional de

Tipo 2, satisface también la propiedad de simetŕıa siguiente:

Proposición 1.2.8 Si X e Y son dos conjuntos aleatorios con valores

en Kc(R), no degenerados y E(|X| |P ) < ∞, E(|Y | |P ) < ∞, entonces

R2
XY = R2

Y X.

A diferencia de lo que ocurre en el caso de variables reales, y en la

regresión de Tipo 1 (ver Teorema 1.2.4), no es cierto que R2
(a X+B)(c Y +D) =

R2
XY , cualesquiera que sean a, c ∈ R, B, D ∈ Kc(R). De este modo:

Contraejemplo 1.2.1 Sea (Ω,A, P ) el espacio de probabilidad definido de

forma que:

Ω = {ω1, ω2}, A = P(Ω), P (ω1) = P (ω2) = 0.5

y sean X e Y dos conjuntos aleatorios asociados a ese espacio y dados por:

X(ω1) = [0, 2], X(ω2) = [1, 3],

Y (ω1) = [0, 2], Y (ω2) = [1, 5].

El coeficiente de determinación R2
XY es igual a 0.8901 (se calcula a través

del CASO 3).
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Si consideramos dos nuevos conjuntos aleatorios definidos por:

X ′ = −2X + [0, 2], Y ′ = −3Y,

el coeficiente de determinación, R2
X′Y ′, también se calcula a través del CASO

3 y su valor es igual a 0.7500.

Observación 1.2.1 Aunque la igualdad R2
(a X+B)(c Y +D) = R2

XY no sea

válida, en general, puede garantizarse que es cierta en algunas condiciones.

Concretamente, puede verificarse que:

• cuando X e Y corresponden al CASO 5, la igualdad es siempre válida;

• cuando X e Y corresponden al CASO 1, entonces si a.c > 0 y X ′ e

Y ′ corresponden al CASO 1 o bien a.c < 0 y X ′ e Y ′ corresponden al

CASO 2, la igualdad es cierta;

• cuando X e Y corresponden al CASO 2, entonces si a.c > 0 y X ′ e

Y ′ corresponden al CASO 2 o bien a.c < 0 y X ′ e Y ′ corresponden al

CASO 1, la igualdad es cierta.

Observación 1.2.2 Es importante señalar que, aśı como el análisis de la

regresión de Tipo 1 es una particularización del de la regresión de Tipo 2,

en el sentido de que las soluciones para el primero son las que obtendŕıamos

para el segundo cuando b∗ = 0 (es decir, cuando B ∈ R), no ocurre lo mismo

con el análisis de la correlación. Ello obedece al hecho de que la variación

total para el problema de Tipo 1 no coincide con la correspondiente al Tipo

2, sino que esta última es inferior (es igual a la primera multiplicada por

[1 − ρ2
fXfY

], que es un valor en (0, 1) en las condiciones consideradas en la

sección).

En consecuencia, la variación residual en la relación de Tipo 2 siempre

será a lo sumo igual a la de Tipo 1 (es decir, para una misma elección
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de W la relación óptima del segundo tipo será “más adecuada” que la del

primero), pero el coeficiente de determinación para el primero no necesaria-

mente es inferior al del segundo. En otras palabras, para comparar tipos

de relaciones diferentes, la herramienta apropiada es la variación residual y

no los coeficientes de determinación (que śı son un elemento idóneo para la

comparación entre relaciones del mismo tipo).

Es también interesante observar que aunque un conjunto aleatorio X con

valores en Kc(R) está caracterizado por las variables aleatorias reales mid X

y spr X, dados dos conjuntos aleatorios X e Y , el hecho de que mid X y

mid Y satisfagan una relación lineal sobre toda la población y lo mismo

ocurra con spr X y spr Y no obliga a que exista una relación del Tipo 2

sobre toda la población. De hecho, puede llegar a ocurrir que X e Y tengan

una relación nula, como puede verse en el ejemplo siguiente:

Ejemplo 1.2.1 Sea (Ω,A, P ) el espacio de probabilidad definido por:

Ω = {ω1, ω2}, A = P(Ω), P (ω1) = P (ω2) = 0.5,

y sean X e Y dos conjuntos aleatorios asociados, dados por:

X(ω1) = [−1, 1], X(ω2) = [−4, 6], Y (ω1) = [−11, 15], Y (ω2) = [0, 2].

En este caso, se satisfacen las relaciones:

mid Y (ωi) = 2 − mid X(ωi), spr Y (ωi) = 16 − 3 sprX(ωi),

para todo i ∈ {1, 2}, de modo que los coeficientes de determinación para

ambos pares de variables aleatorias reales son iguales a 1.

Sin embargo, si W es la medida de Lebesgue en [0, 1], puede comprobarse

fácilmente que:

a1 = −17 < 0 < 15 = a2,
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que es condición necesaria y suficiente para la anulación de R2
XY y para que

la relación óptima de Y respecto a X venga dada por:

Ŷ = EA[Y |P ] = [−5.5, 8.5],

el valor estimado de Y no dependa del de X.

Por otro lado, podŕıa comprobarse que tampoco la relación óptima de

Tipo 1 conduce a un coeficiente de determinación máximo, puesto que r2
XY =

0.0062.

1.2.3 Algoritmo para el cálculo del coeficiente de de-

terminación en relaciones de Tipo 2

Como apoyo para el cálculo práctico del coeficiente R2
XY , puede considerarse

el algoritmo siguiente:

Paso 1. Calcular los valores a1, a2, b1, b2, σ
2
fX

, σ2
fY

, ρ2
fXf[0,1]

, ρ2
fY f[0,1]

, ρ2
fXfY

y ρ2
fXf[0,1]

, e ir al Paso 2.

Paso 2. SI a1 ≤ 0 ENTONCES ir al Paso 3, EN CASO CONTRARIO

ir al Paso 5.

Paso 3. SI a2 ≥ 0 ENTONCES el coeficiente de determinación viene

dado por:

R2
XY = 0,

EN CASO CONTRARIO ir al Paso 4.

Paso 4. SI b2 > 0 ENTONCES el coeficiente de determinación viene

dado por:

R2
XY =

a2
2σ

2
fX

[1 − ρ2
fXf[0,1]

]

σ2
fY

[1 − ρ2
fY f[0,1]

]
,
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EN CASO CONTRARIO el coeficiente de determinación viene

dado por:

R2
XY =

ρ2
fXfY

− ρ2
fY f[0,1]

1 − ρ2
fY f[0,1]

.

Paso 5. SI a2 ≥ 0 ENTONCES ir al Paso 6, EN CASO CONTRARIO

ir al Paso 7.

Paso 6. SI b1 > 0 ENTONCES el coeficiente de determinación viene

dado por:

R2
XY =

a2
1σ

2
fX

[1 − ρ2
fXf[0,1]

]

σ2
fY

[1 − ρ2
fY f[0,1]

]
,

EN CASO CONTRARIO el coeficiente de determinación viene

dado por:

R2
XY =

ρ2
fXfY

− ρ2
fY f[0,1]

1 − ρ2
fY f[0,1]

.

Paso 7. SI b1 > 0 ENTONCES ir al Paso 8, EN CASO CONTRARIO ir

al Paso 9.

Paso 8. SI b2 > 0 ENTONCES el coeficiente de determinación viene

dado por:

R2
XY =

máx {a2
1, a

2
2}σ2

fX
[1 − ρ2

fXf[0,1]
]

σ2
fY

[1 − ρ2
fY f[0,1]

]
,

EN CASO CONTRARIO el coeficiente de determinación viene

dado por:

R2
XY =

máx
{
a2

1σ
2
fX

[1 − ρ2
fXf[0,1]

], σ2
fY

[ρ2
fXfY

− ρ2
fY f[0,1]

]
}

σ2
fY

[1 − ρ2
fY f[0,1]

]
.
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Paso 9. SI b2 > 0 ENTONCES el coeficiente de determinación viene

dado por:

R2
XY =

máx
{

σ2
fY

[ρ2
fXfY

− ρ2
fY f[0,1]

], a2
2σ

2
fX

[1 − ρ2
fXf[0,1]

]
}

σ2
fY

[1 − ρ2
fY f[0,1]

]
,

EN CASO CONTRARIO el coeficiente de determinación viene

dado por:

R2
XY =

máx
{
ρ2

fXfY
, ρ2

fXfY

}
− ρ2

fY f[0,1]

1 − ρ2
fY f[0,1]

.

1.2.4 Aplicación sobre un ejemplo real

La aplicación de los estudios de esta sección va a llevarse a cabo para los

datos del Ejemplo 1.1.3 proporcionados por el Servicio de Nefroloǵıa del

Hospital Valle del Nalón de Langreo (Asturias).

Ejemplo 1.2.2 Para los datos ligados que aparecen en la Tabla 1.1 (con

X = “rango de la tensión arterial sistólica a lo largo de un d́ıa”, e Y =

“rango de la tensión arterial diastólica a lo largo del mismo d́ıa”, en una

población de 59 pacientes hospitalizados en el Hospital Valle del Nalón, el

valor del coeficiente de determinación para la relación de Tipo 1 es:

r2
XY = 0.6999,

mientras que para la relación de Tipo 2 es

R2
XY = 0.4193.

Este ejemplo confirma las puntualizaciones hechas en la Observación

1.2.2.
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1.3 Estudios inferenciales en problemas de

relaciones lineales entre dos conjuntos

aleatorios con valores en Kc(R)

En las dos secciones anteriores se han determinado las relaciones óptimas

de dos tipos entre dos conjuntos aleatorios con valores en Kc(R), y se ha

cuantificado el grado de dependencia entre esos conjuntos por la relación

considerada.

A menudo los cálculos que implican estos estudios sólo pueden realizarse

para una muestra de la población con la que se trabaja, por lo que se desea

examinar hasta qué punto son extrapolables las conclusiones muestrales.

En los modelos lineales abordados en este caṕıtulo hay muchos contrastes

importantes que podŕıan llevarse a cabo, si bien la hipótesis cuyo contraste

parece más relevante y viable es la de la anulación del coeficiente de determi-

nación (que indicaŕıa la no existencia de dependencia entre los conjuntos en

el sentido de la relación funcional del tipo considerado o, desde otra perspec-

tiva, significaŕıa la ausencia de base para la predicción de Y a partir de X

a través de la relación). Como la condición r2
XY = 0 ocurre sólamente para

conjuntos X e Y muy especiales, el contraste de la hipótesis H0 : r2
XY = 0

no reviste mayor interés.

Esta sección va a centrarse mayoritariamente en la elaboración y dis-

cusión de métodos de contraste de la hipótesis nula:

H0 : R2
XY = 0

frente a la alternativa:

Ha : R2
XY > 0,

supuesto que R2
XY es el coeficiente de determinación poblacional en el sen-

tido de la relación funcional de Tipo 2 entre X e Y .
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La metodoloǵıa de alguna de las técnicas es claramente aplicable al con-

traste de otras hipótesis, como H◦
0 : a = 0, en el supuesto de que se trabaje

con un modelo lineal, del que también se ocupará esta sección.

Los contrastes se suponen realizados a partir de una muestra de tamaño

n extráıda al azar de la población, y sobre la que se observan los valores

de intervalo que toman los conjuntos aleatorios X e Y . Para los diferentes

métodos que se presentan en esta sección, se suponen condiciones distintas;

más concretamente, se distinguirán los casos siguientes:

• Dados los conjuntos aleatorios X e Y con valores en Kc(R), se supon-

drá que el vector aleatorio

Z = (mid X, mid Y, spr X, spr Y )

sigue distribución normal 4-dimensional, �(µ,Σ), donde

µ = (E(mid X|P ), E(midY |P ), E(sprX|P ), E(sprY |P ))

y

Σ =

(
Σ11 Σ12

Σ21 Σ22

)
con Σij cierta matriz de varianzas-covarianzas 2 × 2 para todo i, j ∈
{1, 2}.

• Los conjuntos aleatorios X e Y son normales.

• Los conjuntos aleatorios X e Y son simples.

• Los conjuntos aleatorios X e Y no deben cumplir ningún requisito

especial.

Para el primer caso, conviene recordar (ver Muirhead, 1982) que si Z

es un vector aleatorio con distribución 4-dimensional �(µ,Σ), entonces,
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el vector Z1 = (mid X, mid Y ) tiene distribución �(µ1,Σ11) y el Z2 =

(spr X, spr Y ) tiene distribución �(µ2,Σ22), con:

µ1 = (E(mid X|P ) , E(mid Y |P )) , µ2 = (E(spr X|P ), E(sprY |P ))

y

Σ11 =

(
Var(mid X|P ) Cov(mid X, mid Y |P )

Cov(mid X, mid Y |P ) Var(mid Y |P ),

)

Σ22 =

(
Var(spr X|P ) Cov(spr X, spr Y |P )

Cov(spr X, spr Y |P ) Var(spr Y |P ).

)

En el estudio descriptivo de R2
XY de la sección anterior, se ha comprobado

que la hipótesis nula H0 : R2
XY = 0 se verifica si, y sólo si:

4 σ2
f[0,1] Cov(spr X, spr Y |P )

≤ Cov(mid X, mid Y |P )

≤ −4 σ2
f[0,1]Cov(spr X, spr Y |P ),

de modo que R2
XY = 0 si, y sólo si:

| Cov(mid X, mid Y |P ) | +4 σ2
f[0,1] Cov(spr X, spr Y |P ) ≤ 0.

Para contrastar la hipótesis nula:

H0 : |Cov(mid X, mid Y |P )| + 4 σ2
f[0,1] Cov(spr X, spr Y |P ) ≤ 0

frente a la alternativa

Ha : |Cov(mid X, mid Y |P )| + 4 σ2
f[0,1] Cov(spr X, spr Y |P ) > 0,

vamos a proceder en los tres primeros métodos de la forma siguiente:
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• Se realiza en primer lugar el contraste entre las hipótesis:{
H

(1)
0 : Cov(mid X, mid Y |P ) = 0

H
(1)
a : Cov(mid X, mid Y |P ) 	= 0.

• Si se concluye que puede aceptarse la hipótesis H
(1)
0 en el contraste

anterior para un nivel de significación prefijado α1, se desarrollará un

segundo contraste, ahora entre las hipótesis:{
H

(2)
0 : Cov(spr X, spr Y |P ) ≤ 0

H
(2)
a : Cov(spr X, spr Y |P ) > 0.

•• Si puede aceptarse la hipótesis H
(2)
0 en este contraste para un

nivel de significación prefijado α2, entonces podrá aceptarse la

hipótesis nula inicial H0 : R2
XY = 0 para un nivel de significación

(por la desigualdad de Bonferroni) a lo sumo igual a α1 + α2;

•• Si debe rechazarse la hipótesis H
(2)
0 en este contraste para el nivel

prefijado α2, se rechazará H0 en el contraste inicial.

• Si se concluye que debe rechazarse la hipótesis H
(1)
0 en el primer con-

traste, se presentan varias posibilidades:

•• Si tras realizar el segundo contraste debe rechazarse la hipótesis

H
(2)
0 , se optará por el rechazo de la hipótesis nula del contraste

inicial H0 : R2
XY = 0.

•• Si tras realizar el segundo contraste puede aceptarse la hipóte-

sis H
(2)
0 , podŕıa plantearse un tercer contraste, esta vez entre las

hipótesis: {
H

(3)
0 : Cov(spr X, spr Y |P ) = 0

H
(3)
a : Cov(spr X, spr Y |P ) 	= 0 (< 0).
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• • • Si pudiera aceptarse la hipótesis H
(3)
0 en este tercer contraste

para el nivel de significación α3, entonces debeŕıa rechazarse

H0 para un nivel de significación (por la desigualdad de Bon-

ferroni) a lo sumo igual a α1 + α2 + α3.

• • • Si debe rechazarse la hipótesis H
(3)
0 en este tercer contraste,

la situación no nos llevaŕıa a una conclusión determinada y

habŕıa que estudiar el problema recurriendo a otras técnicas.

1.3.1 Contraste sobre R2
XY cuando

(midX, midY, sprX, sprY ) tiene

distribución normal

Sean X e Y dos conjuntos aleatorios con valores en Kc(R), no degenerados y

asociados con el espacio de probabilidad (Ω,A, P ). Sea Z el vector aleatorio

Z = (mid X, mid Y, spr X, spr Y ).

Sea (Xi, Yi), i = 1, . . . , n (n > 2) una muestra aleatoria simple obtenida

a partir del vector bidimensional de conjuntos aleatorios (X, Y ). A partir de

esa muestra aleatoria simple se obtendŕıan de forma inmediata otras tres:

(Z1, . . . , Zn),

con Zi = (mid Xi, mid Yi, spr Xi, spr Yi), i = 1, . . . , n,

(Z1
1, . . . , Z

1
n),

con Z1
i = (mid Xi, mid Yi), i = 1, . . . , n, y

(Z2
1, . . . , Z

2
n),

con Z2
i = (spr Xi, spr Yi), i = 1, . . . , n.

Como condiciones de trabajo, en este caso, se supone que Z sigue una

distribución normal 4-dimensional �(µ,Σ), donde:
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µ = (E(mid X|P ), E(midY |P ), E(sprX|P ), E(sprY |P ))

y

Σ =

(
Σ11 Σ12

Σ21 Σ22

)
,

con

Σ11 =

(
Var(mid X|P ) Cov(mid X, mid Y |P )

Cov(mid X, mid Y |P ) Var(mid Y |P )

)
,

Σ12 =

(
Cov(mid X, spr X|P ) Cov(mid X, spr Y |P )

Cov(mid Y, spr X|P ) Cov(mid Y, spr Y |P )

)
,

Σ21 =

(
Cov(mid X, spr X|P ) Cov(mid Y, spr X|P )

Cov(mid X, spr Y |P ) Cov(mid Y, spr Y |P )

)
,

Σ22 =

(
Var(spr X|P ) Cov(spr X, spr Y |P )

Cov(spr X, spr Y |P ) Var(spr Y |P )

)
.

1.3.1.1 Contraste de H
(1)
0 frente a H

(1)
a

Como se señaló anteriormente, en las condiciones supuestas los vectores

aleatorios bidimensionales Z1 y Z2 siguen distribución normal (ver Muir-

head, 1982). Concretamente: Z1 = (mid X, mid Y ) tiene distribución �(µ1,

Σ11) con:

µ1 = (E(mid X|P ) , E(mid Y |P )) .

Para contrastar la hipótesis H
(1)
0 : Cov(mid X, mid Y |P ) = 0 frente a la

correspondiente alternativa H
(1)
a , se considera la muestra (Z1

1 , . . . , Z
1
n).
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Bajo la hipótesis H
(1)
0 , que en las condiciones de normalidad supuestas

(que obligan a Var(mid X|P ) > 0 y Var(mid Y |P ) > 0) equivale a que en

el espacio (Ω,A, P ) el coeficiente de correlación poblacional entre las dos

variables componentes de Z1 se anule, es decir, ρmid X midY = 0, se verifica

que el estad́ıstico:

T =
√

n − 2
rmid X midY√

1 − r2
mid X midY

sigue una distribución tn−2 (ver Muirhead, 1982), donde rmidX mid Y repre-

senta el coeficiente de correlación lineal muestral de las dos componentes de

Z1, esto es:

rmidX mid Y =

n∑
i=1

(
mid Xi − mid X

) (
mid Yi − mid Y

)
√

n∑
i=1

(
mid Xi − mid X

)2
n∑

i=1

(
mid Yi − mid Y

)2

con

mid X =
1

n

n∑
i=1

mid Xi.

De hecho, el resultado que se está aplicando proviene de uno más general,

según el cual el estad́ıstico T se distribuye (cualquiera que sea el valor de

ρmid X midY ) de acuerdo con una t de Student no centrada, con n− 2 grados

de libertad y con parámetro de desviación igual a:√√√√ n∑
i=1

(mid Xi − mid X)2 · ρmidX mid Y√
1 − ρ2

mid X midY

(ver Johnson et al., 1994).

En consecuencia, el siguiente teorema ofrece un procedimiento para el

contraste de la hipótesis H
(1)
0 :
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Teorema 1.3.1 Para contrastar al nivel de significación α1 la hipótesis

nula:

H
(1)
0 : Cov(mid X, mid Y |P ) = 0

frente a la alternativa:

H(1)
a : Cov(mid X, mid Y |P ) 	= 0,

H
(1)
0 debe rechazarse siempre que

(n − 2) r2
midX mid Y

1 − r2
midX midY

> F1,n−2, α1 ,

donde F1,n−2, α1 denota el percentil de orden 100(1 − α1) de la distribución

F de Snedecor con 1 y n − 2 grados de libertad.

Demostración. Un camino alternativo para probar este resultado, y que se

corresponde con la forma equivalente de expresar la condición de rechazo

en el enunciado del teorema, consiste en utilizar directamente la técnica de

la razón de verosimilitudes. Para ello, se considera la muestra (Z1
1 , . . . , Z

1
n),

y se determinan los estimadores máximo-verośımiles de µ1 y Σ11, que para

esa muestra vienen dados por:

µ̂1 =
(
mid X, mid Y

)
,

independientemente de que H
(1)
0 sea o no cierta, y:

Σ̂11 =

(
S2

midX 0

0 S2
mid Y

)
si H

(1)
0 es cierta, y

Ŝ11 =

(
S2

mid X S(mid X)(mid Y )

S(mid X)(mid Y ) S2
midY

)
en el caso general, con:
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S2
midX =

1

n

n∑
i=1

(mid Xi − mid X)2,

S(mid X)(mid Y ) =
1

n

n∑
i=1

(
mid Xi − mid X

) (
mid Yi − mid Y

)
.

Como es sabido, el test de la razón de verosimilitudes para contrastar

H
(1)
0 frente a H

(1)
a , está basado en el estad́ıstico:

−2 log Λ = 2n(Ma − log Mg − 1)

donde Ma y Mg son las medias aritmética y geométrica, respectivamente,

de los autovalores de la matriz Σ̂11

−1
Ŝ11 (ver Mardia et al., 1997). Por lo

tanto:

−2 log Λ = 2n

(
− log

√
1 − S2

midX midY

S2
midX S2

mid Y

)
,

de donde:

Λ2/n = 1 − S2
midX midY

S2
mid X

S2
midY

.

Si la hipótesis H
(1)
0 es cierta, S2

midX midY debe ser próxima a cero y, en

consecuencia, H
(1)
0 debeŕıa rechazarse si Λ2/n toma valores ‘pequeños’.

El estad́ıstico matricial

n Ŝ11 =

(
n S2

midX n SmidX midY

n SmidX midY n S2
mid Y

)

sigue distribución de Wishart �(Σ, n− 1) (ver Mardia et al., 1997). Como

n > 2, se cumple que bajo la hipótesis H
(1)
0

T1 = n

(
S2

midY − S2
midX midY

S2
midX

)
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sigue distribución Var(mid Y |P ) · χ2
n−2 ≡�(Var(mid Y |P ), n − 2), y

T2 = n
S2

midX mid Y

S2
mid X

sigue distribución Var(mid Y |P ) ·χ2
1 ≡�(Var(mid Y |P ), 1) y, además, am-

bos estad́ısticos son independientes (ver Mardia, 1997).

En consecuencia, resulta que:

Λ2/n =
T1

T1 + T2

y el estad́ıstico (
1 − Λ2/n

)
(n − 2)

Λ2/n
=

(n − 2) T2

T1

= T 2

sigue distribución F de Snedecor con 1 y n − 2 grados de libertad, lo que

demuestra el resultado. �

Observación 1.3.1 La potencia del test anterior podŕıa estudiarse sobre

la base de la distribución t de Student no centrada del estad́ıstico T cuando

ρmid X midY tome valores no nulos (ver Johnson et al., 1994).

1.3.1.2 Contraste de H
(2)
0 frente a H

(2)
a

En las condiciones supuestas el vector aleatorio Z2 = (spr X, spr Y ) tiene

distribución �(µ2,Σ22) con:

µ2 = (E(spr X|P ) , E(spr Y |P )) .

Para contrastar la hipótesis unilateral H
(2)
0 : Cov(spr X, spr Y ) ≤ 0

frente a la alternativa H
(2)
a : Cov(spr X, spr Y ) > 0, se considera la muestra

(Z2
1 , . . . , Z

2
n).
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La hipótesis H
(2)
0 equivale, en las condiciones supuestas, a que en el espa-

cio (Ω,A, P ) el coeficiente de correlación poblacional entre las dos variables

componentes de Z2 no sea positivo, es decir, ρsprX sprY ≤ 0. Para contrastar

esa hipótesis equivalente se va a considerar el estad́ıstico rsprX sprY que re-

presenta el coeficiente de correlación lineal muestral de las dos componentes

de Z2, esto es:

rsprX sprY =

n∑
i=1

(
spr Xi − spr X

) (
spr Yi − spr Y

)
√

n∑
i=1

(
spr Xi − spr X

)2
n∑

i=1

(
spr Yi − spr Y

)2

con

spr X =
1

n

n∑
i=1

spr Xi.

Para formalizar el contraste se determina la distribución de rsprX sprY .

Esta lleva asociada la función de densidad:

f(r) =
(n − 2) Γ(n − 2)

Γ(n − 1/2)
√

2π
· (1 − r2)(n−4)/2 · 2F1(1/2; 1/2; n − 1/2; 1/2)

si r ∈ (−1, 1), f(r) = 0 en caso contrario, donde:

2F1(1/2; 1/2; n − 1/2; 1/2) =
∞∑

k=0

(1/2)k (1/2)k

(n − 1/2)k

· (1/2)k

k!

y (
1

2

)
k

=
1

2
· 3

2
· . . . ·

(
1

2
+ k − 1

)
(

n − 1

2

)
k

=

(
n − 1

2

)
·
(

n +
1

2

)
· . . . ·

(
n − 1

2
+ k − 1

)
.
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La función 2F1 es conocida como función hipergeométrica (ver Muirhead,

1982). Existen tablas para la función de distribución correspondiente a esta

distribución (ver David, 1938).

En el caso concreto en que ρsprX sprY = 0, la función de densidad adopta

la expresión:

f0(r) =


Γ((n − 1)/2)

Γ(1/2) Γ((n − 2)/2)
· (1 − r2)(n−4)/2 si r ∈ (−1, 1)

0 en caso contrario,

que es simétrica respecto al valor r = 0 (ver Johnson et al., 1994).

En consecuencia, el siguiente teorema ofrece un procedimiento para el

contraste de la hipótesis H
(2)
0 :

Teorema 1.3.2 Para contrastar al nivel de significación α2 la hipótesis

nula:

H
(2)
0 : Cov(spr X, spr Y ) ≤ 0

frente a la alternativa:

H(2)
a : Cov(spr X, spr Y ) > 0,

H
(2)
0 debe rechazarse siempre que

rsprX spr Y > kα2 ,

donde kα2 denota el percentil de orden 100(1 − α2) de la distribución cuya

densidad es f0.
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1.3.1.3 Contraste de H
(3)
0 frente a H

(3)
a

Para contrastar la hipótesis H
(3)
0 : Cov(spr X, spr Y |P ) = 0 frente a la alter-

nativa H
(3)
a , se consideraŕıa de nuevo la muestra (Z2

1 , . . . , Z2
n), y se seguiŕıa

un proceso análogo al del contraste de H
(1)
0 frente a H

(1)
a , reemplazando

mid X por spr X y mid Y por spr Y , es decir:

Teorema 1.3.3 Para contrastar al nivel de significación α3 la hipótesis

nula:

H
(3)
0 : Cov(spr X, spr Y |P ) = 0

frente a la alternativa:

H(3)
a : Cov(spr X, spr Y |P ) 	= 0,

H
(3)
0 debe rechazarse siempre que

(n − 2) r2
sprX sprY

1 − r2
sprX sprY

> F1,n−2, α3 .

1.3.1.4 Algoritmo para el contraste de H0 frente a Ha cuando

(mid X, mid Y, spr X, spr Y ) tiene distribución normal

Para la resolución práctica del contraste inicial planteado a través de las

diferentes etapas en que se ha desglosado el mismo, puede recurrise al algo-

ritmo siguiente, que resume lo examinado en la Subsección 1.3.1.

Paso 1. Para la muestra considerada, y prefijado el nivel de significación

α1, calcular el valor del estad́ıstico

T 2 =
(n − 2) r2

midX mid Y

1 − r2
midX midY

y el valor cŕıtico F1,n−2, α1 , e ir al Paso 2.
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Paso 2. SI el valor de T 2 en la muestra es inferior o igual a F1,n−2, α1 ,

ENTONCES ir al Paso 3, EN CASO CONTRARIO al Paso 4.

Paso 3. Para la muestra considerada, y prefijado el nivel de significación

α2, calcular el valor del estad́ıstico

T ′ = rsprX sprY

y el valor cŕıtico kα2 (al que se refiere el Teorema 1.3.2). SI el

valor de T ′ en la muestra es inferior o igual a kα2 , ENTONCES

puede aceptarse H0 a un nivel de significación a lo sumo igual

a α1 + α2, EN CASO CONTRARIO debe rechazarse H0 a un

nivel de significación a lo sumo igual a α1 + α2.

Paso 4. Para la muestra considerada, y prefijado el nivel de significación

α2, calcular el valor del estad́ıstico T ′ y el valor kα2 del Paso 3.

SI el valor de T ′ en la muestra es superior a kα2 , ENTONCES

debe rechazarse H0 a un nivel de significación a lo sumo igual a

α1 + α2, EN CASO CONTRARIO ir al Paso 5.

Paso 5. Para la muestra considerada, y prefijado el nivel de significación

α3, calcular el valor del estad́ıstico

(T ′′)2 =
(n − 2) r2

sprX sprY

1 − r2
sprX sprY

y el valor cŕıtico F1,n−2, α3 . SI el valor de (T ′′)2 en la muestra

es inferior o igual a F1,n−2, α3 , ENTONCES debe rechazarse H0

a un nivel de significación a lo sumo igual a α1 + α2 + α3, EN

CASO CONTRARIO recurrir a otra técnica de contraste para

H0 y Ha.
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1.3.2 Contraste sobre R2
XY cuando X e Y

son conjuntos aleatorios normales

En este caso va a suponerse que los conjuntos aleatorios X e Y asociados al

espacio de probabilidad (Ω,A, P ) son normales de acuerdo con la definición

de Lyashenko (1980), recopilada en la Subsección 0.2.1, lo que significa que

para cada ω ∈ Ω se cumple que:

X(ω) = ξ(ω) + EA[X|P ],

donde ξ : Ω → R es una variable aleatoria real asociada al espacio (Ω,A, P )

con distribución normal de media 0 y varianza σ2
ξ = Var(ξ|P ) e

Y (ω) = η(ω) + EA[Y |P ],

donde η : Ω → R es otra variable aleatoria real asociada a (Ω,A, P ) con

distribución normal de media 0 y varianza σ2
η = Var(η|P ).

Por lo tanto:

mid X(ω) = ξ(ω) + mid EA[X|P ]

para todo ω ∈ Ω, de modo que mid X es una variable aleatoria real con

distribución �(mid EA[X|P ], σ2
ξ).

Siguiendo un razonamiento análogo, para todo ω ∈ Ω se cumple que:

mid Y (ω) = η(ω) + mid EA[Y |P ],

de modo que mid Y es una variable con distribución �(mid EA[Y |P ], σ2
η).

Por otro lado, para todo ω ∈ Ω se cumple que:

spr X(ω) = spr EA[X|P ],

spr Y (ω) = spr EA[Y |P ],
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por lo que spr X y spr Y son variables aleatorias reales degeneradas y, como

consecuencia:

Cov(spr X, spr Y |P ) = 0.

De esta última afirmación se deduce que en la situación considerada,

la condición |Cov(mid X, mid Y |P )| + 4 σ2
f[0,1] Cov(spr X, spr Y |P ) ≤ 0 se

reduciŕıa a Cov(mid X, mid Y |P ) = 0 y la de la hipótesis alternativa se

reduciŕıa a Cov(mid X, mid Y |P ) 	= 0.

Pero, al ser X e Y normales, un contraste entre las dos últimas hipótesis

equivale a un contraste entre:{
H0 : Cov(ξ, η|P ) = 0

Ha : Cov(ξ, η|P ) 	= 0.

Por todo ello, en este caso no se precisaŕıa contrastar H
(1)
0 , H

(2)
0 y H

(3)
0 ;

y, como si la hipótesis H0 es cierta, el vector aleatorio (ξ, η) asociado al

espacio de probabilidad (Ω,A, P ) tiene distribución normal bidimensional

�(µ,Σ), donde:

µ = (0, 0)

y:

Σ =

(
Var(ξ|P ) 0

0 Var(η|P )

)
,

el contraste sobre la base de una muestra aleatoria simple de tamaño n a

partir de (X, Y ) se formalizaŕıa como sigue:

Teorema 1.3.4 Para contrastar al nivel de significación α la hipótesis nu-

la:

H0 : R2
XY = 0

frente a la alternativa:

Ha : R2
XY 	= 0,
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H0 debe rechazarse siempre que

(n − 2) r2
midX midY

1 − r2
midX mid Y

> F1,n−2, α,

donde F1,n−2, α denota el percentil de orden 100(1− α) de la distribución F

de Snedecor con 1 y n − 2 grados de libertad.

Observación 1.3.2 Al igual que en la subsección precedente, la potencia

de este último test se podŕıa analizar a partir de la distribución t de Student

no centrada que se indicaba en la Observación 1.3.1.

1.3.3 Contrastes asintóticos sobre R2
XY cuando

X e Y son conjuntos aleatorios simples

En este caso va a suponerse que los conjuntos aleatorios X e Y asociados

al espacio de probabilidad (Ω,A, P ) son simples y no degenerados.

Sean A1, . . . , AM ∈ Kc(R) los valores distintos de X en Ω, y sean B1, . . . ,

BM ′ ∈ Kc(R) los valores distintos de Y en Ω.

Sea L el número de pares distintos (Am, Bm′) ∈ Kc(R) × Kc(R) que

aparecen en la población con probabilidad positiva (máx{M, M ′} ≤ L ≤
M · M ′).

En lo que sigue estos L pares distintos van a disponerse según una orde-

nación elegida arbitrariamente, denotándose por (A, B)l el l-ésimo par en

esa ordenación.

Sean:

pl = P ({ω ∈ Ω | (X(ω), Y (ω)) = (A, B)l}) > 0, l = 1, . . . , L − 1,

pL = 1 −
L−1∑
l=1

pl.



Regresión y correlación en Kc(R) 77

En esta situación, la “distribución conjunta” de X e Y está carac-

terizada por el valor (vectorial) poblacional del parámetro vectorial p =

(p1, . . . , pL−1), para el que se cumplen las condiciones de regularidad si-

guientes:

- El espacio paramétrico correspondiente es P = [0, 1]L−1, y el verdadero

valor de p pertenece al interior de P, es decir, a (0, 1)L−1. Además,

como se cumple que p ∈ (0, 1)L−1, para valores distintos de p las

medidas de probabilidad correspondientes deben diferir.

- El conjunto de “valores” (pares de conjuntos) distintos de (X, Y ) en

la población, {(A, B)1, . . . , (A, B)L}, no depende de p.

- Para cada valor p ∈ (0, 1)L−1, se cumple que si Ωl = {ω ∈ Ω |
(X(ω), Y (ω)) = (A, B)l} y P (Ωl |p) = pl para cada l ∈ {1, . . . , L},
entonces log P (Ωl |p) es derivable parcialmente hasta el tercer orden

con respecto a las componentes pi de p y en un entorno de p se

satisface además que:

L∑
l=1

pl

∣∣∣∣ ∂3

∂pi∂pj∂pk
log P (Ωl |p)

∣∣∣∣ < ∞

para cualesquiera i, j, k ∈ {1, . . . , L − 1}.

- La matriz de información de Fisher asociada a la familia ℘ (familia de

las medidas de probabilidad correspondientes a los distintos valores

de p ∈ P) para el valor p viene dada por:

I F
X (p) =

[
I F

ij(p)
]

=

[
L∑

l=1

pl
∂ log pl

∂pi
· ∂ log pl

∂pj

]

=

[
δij

pi
+

1

pL

]
con δij = delta de Kronecker
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(i, j ∈ {1, . . . , L − 1}). I F
X (p) está bien definida (ya que I F

ij(p) es

finito para cualquier par (i, j)) y es una matriz definida positiva (es

decir, la forma cuadrática asociada es definida positiva) para cada

p ∈ (0, 1)L−1, ya que para cualquier i ∈ {1, . . . , L− 1} se cumple que:

∣∣∣∣∣∣∣
I F

11(p) · · · I F
1i(p)

...
. . .

...

I F
i1(p) · · · I F

ii(p)

∣∣∣∣∣∣∣ =
p1 + · · · + pi + pL

p1 · · · pi · pL
> 0

(lo que garantiza - ver, por ejemplo, Rao, 1973 - que la matriz de

información de Fisher es definida positiva).

Sea (Xi, Yi), i = 1, . . . , n una muestra aleatoria simple obtenida a partir

del vector bidimensional de conjuntos aleatorios (X, Y ). Se denotará por

fnl el estad́ıstico correspondiente a la frecuencia relativa de (A, B)l en la

muestra aleatoria, y fn = (fn1, . . . , fn(L−1)).

Para definir estad́ısticos que resuelvan los contrastes de H
(1)
0 frente a

H
(1)
a , H

(2)
0 frente a H

(2)
a , y H

(3)
0 frente a H

(3)
a , aprovechando los resultados

conocidos de la Teoŕıa de Grandes Muestras para p, va a tenerse en cuenta

que la sucesión {fn}n es solución del sistema de ecuaciones de verosimilitud,

puesto que son los estimadores máximo-verośımiles de p. En consecuen-

cia, la sucesión de estimadores {fn}n es fuertemente consistente y se dis-

tribuye asintóticamente según una distribución normal (L− 1)-dimensional

�

(
p,

[
I F
X (p)

]−1
/n

)
cuando n → ∞, con:

[
I F

ij(p)
]−1

= [pi(δij − pj)],

ya que
∣∣[I F

ij(p)
]∣∣ =

(∏L
l=1 pl

)−1

y, para i, j ∈ {1, . . . , L − 1}, el adjunto de

I F
ij(p) es αI F

ij(p) = pi(δij − pj)
(∏L

l=1 pl

)−1

.
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Además, n(fn − p)I F
X (p)(fn − p)t converge en distribución a una chi-

cuadrado χ2
L−1 cuando n → ∞ (ver, por ejemplo, Rao, 1973, Serfling, 1980,

Lehmann, 1983).

1.3.3.1 Contraste asintótico de H
(1)
0 frente a H

(1)
a

A partir de las condiciones anteriores se establece un resultado de apoyo

para resolver el primer contraste.

Proposición 1.3.5 Para cada n ∈ N, se consideran n vectores bidimen-

sionales de conjuntos aleatorios (X1, Y1), . . . , (Xn, Yn), independientes e

idénticamente distribuidos que (X, Y ) (es decir, una muestra aleatoria sim-

ple de tamaño n a partir de (X, Y )), definidos sobre el espacio de probabili-

dad (Ω,A, P ) de forma que P ({ω ∈ Ω | (X(ω), Y (ω)) = (A, B)l}) = pl con

pl ∈ (0, 1), l = 1, . . . , L,

L∑
l=1

pl = 1. Se cumple entonces que:

i) Si fn = (fn1, . . . , fn(L−1)) ∈ [0, 1]L−1, con fnl = frecuencia relati-

va de (A, B)l en la correspondiente realización de la muestra aleato-

ria simple de tamaño n (l = 1, . . . , L − 1, fnL = 1 −
L−1∑
l=1

fnl), y

Cov(mid X, mid Y | fn) representa la covarianza muestral entre mid X

y mid Y correspondiente, entonces, {Cov(mid X, mid Y | fn)}n es una

sucesión de estimadores de Cov(mid X, mid Y |p) que es fuertemente

consistente, es decir, cuando n → ∞ se tiene que:

Cov(mid X, mid Y | fn)
c.s.−→ Cov(mid X, mid Y |p),

cualquiera que sea p = (p1, . . . , pL−1) (con p1, . . . , pL−1 ∈ (0, 1) y
L−1∑
l=1

pl < 1).
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ii) La sucesión de variables aleatorias reales:

{√
n [Cov(mid X, mid Y | fn) − Cov(mid X, mid Y |p)]

}
n

converge en ley hacia una normal unidimensional �(0, σ2(p)), con:

σ2(p) = Var ([mid X − E(mid X|p)] [mid Y − E(mid Y |p)] |p) ,

siempre que σ2(p) > 0.

iii) Si σ2(p) = 0 y para algún par (i, j) ∈ {1, . . . , L − 1} × {1, . . . , L − 1}
se cumple que:

hij =
∂2 Cov(mid X, mid Y |p)

∂pi∂pj

= [mid1(A, B)i − mid1(A, B)L] [mid2(A, B)j − mid2(A, B)L]

+ [mid1(A, B)j − mid1(A, B)L] [mid2(A, B)i − mid2(A, B)L] > 0

(con mid1(A, B)l = punto medio del primer componente de (A, B)l

y mid2(A, B)l = punto medio del segundo componente de (A, B)l),

entonces:

{2 n [Cov(mid X, mid Y | fn) − Cov(mid X, mid Y |p)]}n

es una sucesión de variables aleatorias reales que converge en ley hacia

una combinación lineal de, a lo sumo, L − 1 variables chi-cuadrado

con 1 grado de libertad e independientes.
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Demostración.

i) En las condiciones que se acaban de señalar se garantiza que fn
c.s.−→

p, por lo que de acuerdo con los resultados de la Teoŕıa Asintótica

en Inferencia Paramétrica (ver, por ejemplo, Serfling, 1980), al ser

Cov(mid X, mid Y |p) continua en un entorno de p, se concluye que:

Cov(mid X, mid Y | fn) c.s.−→ Cov(mid X, mid Y |p)

cuando n → ∞, es decir, {Cov(mid X, mid Y | fn)}n es una sucesión

estimadora de Cov(mid X, mid Y |p) fuertemente consistente.

ii) Por las condiciones supuestas, para n suficientemente grande es posible

desarrollar Cov(mid X, mid Y | fn) en un entorno de p. De este modo,

el desarrollo de Taylor de primer orden de Cov(mid X, mid Y | fn) será:

Cov(mid X, mid Y | fn) = Cov(mid X, mid Y |p)

+∇Cov(mid X, mid Y |p)(fn − p)t

+
1

2
(fn − p)H (Cov(mid X, mid Y |p∗

n)) (fn − p)t,

con ∇ el correspondiente vector gradiente, H = [hij ] la matriz hessiana

(L − 1) × (L − 1), y p∗
n ∈ P tal que ‖p∗

n − p‖ ≤ ‖fn − p‖.
Por lo tanto:

√
n [Cov(mid X, mid Y | fn) − Cov(mid X, mid Y |p)]

= ∇Cov(mid X, mid Y |p)
(√

n(fn − p)
)t

+
1

2
(fn − p)H (Cov(mid X, mid Y |p∗

n))
(√

n(fn − p)
)t

.
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El vector gradiente vendrá dado por la matriz fila:

∇Cov(mid X, mid Y |p)

=

(
∂

∂p1

Cov(mid X, mid Y |p) · · · ∂

∂pL−1

Cov(mid X, mid Y |p)

)
donde, para i ∈ {1, . . . , L − 1}, se cumple que:

∂

∂pi
Cov(mid X, mid Y |p)

= [mid1 (A, B)i mid2 (A, B)i − mid1 (A, B)L mid2 (A, B)L]

− [mid1 (A, B)i − mid1 (A, B)L] E(mid Y |P )

− [mid2 (A, B)i − mid2 (A, B)L] E(mid X|P ).

Como
√

n(fn − p) se distribuye asintóticamente como una normal

(L − 1)-dimensional �
(
0,

[
I F
X (p)

]−1
)
, según las propiedades de la

convergencia en ley (ver, por ejemplo, Serfling 1980), se tiene que

cuando n → ∞ la sucesión{
∇Cov(mid X, mid Y |p)

(√
n(fn − p)

)t
}

n

converge en ley a una variable con distribución:

�

(
0, ∇Cov(mid X, mid Y |p)

[
I F
X (p)

]−1
(∇Cov(mid X, mid Y |p))t

)
,

siempre que sea positiva la varianza:

σ2(p) = ∇Cov(mid X, mid Y |p)
[
I F
X (p)

]−1
(∇Cov(mid X, mid Y |p))t

=
L−1∑
i=1

L−1∑
j=1

pi(δij − pj)

(
∂

∂pi
Cov(mid X, mid Y |p)

)

·
(

∂

∂pj

Cov(mid X, mid Y |p)

)
= W∗ ΣW∗t,



Regresión y correlación en Kc(R) 83

donde W∗ es la matriz ĺınea (W ∗
1 . . . W ∗

L), con:

W ∗
l = [mid1(A, B)l − E(mid X|p)] [mid2(A, B)l − E(mid Y |p)] ,

y:

Σ =

 p1(1 − p1) · · · −p1pL

...
. . .

...

−pLp1 · · · pL(1 − pL)

 ,

es decir:

σ2(p) = Var ([mid X − E(mid X|p)] [mid Y − E(mid Y |p)] |p) .

En virtud de las propiedades relativas a las convergencias en ley y

en probabilidad (ver, por ejemplo, Serfling, 1980), al ser ‖p∗
n − p‖

≤ ‖fn − p‖ se tiene que cuando n → ∞:(
∂2 Cov(mid X, mid Y |p)

∂pi∂pj

)
p=p∗

n

p→ ∂2 Cov(mid X, mid Y |p)

∂pi∂pj
,

para cualesquiera i, j ∈ {1, . . . , L − 1}. Por otro lado, fn
c.s.→ p y, por

lo tanto, fn
p→ p, cuando n → ∞, de donde:

1

2
(fn − p)H (Cov(mid X, mid Y |p∗

n))
p→ 0

y, como
√

n(fn − p)
L→ �

(
0,

[
I F
X (p)

]−1
)
, se tiene que:

1

2
(fn − p)H (Cov(mid X, mid Y |p∗

n))
(√

n(fn − p)
)t L→ 0

y, en consecuencia:

1

2
(fn − p)H (Cov(mid X, mid Y |p∗

n))
(√

n(fn − p)
)t p→ 0.
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Los resultados anteriores garantizan que la sucesión:{√
n [Cov(mid X, mid Y | fn) − Cov(mid X, mid Y |p)]

}
n

converge en ley hacia una variable con distribución

�

(
0,∇Cov(mid X, mid Y |p)

[
I F
X (p)

]−1
(∇Cov(mid X, mid Y |p))t

)
cuando n → ∞ y, por lo tanto, se verifica ii) siempre que σ2(p) > 0.

iii) La matriz I F
X (p) es definida positiva, por lo que la forma cuadrática

asociada a I F
X (p) y a

[
I F
X (p)

]−1
es definida positiva. En consecuencia,

si σ2(p) = 0 se debe cumplir que ∇Cov(mid X, mid Y |p) = 0.

El desarrollo de Taylor de segundo orden de Cov(mid X, mid Y | fn),
permite asegurar que para n suficientemente grande:

Cov(mid X, mid Y | fn) = Cov(mid X, mid Y |p)

+
1

2
(fn − p)H (Cov(mid X, mid Y |p)) (fn − p)t

+
1

6

L−1∑
i=1

L−1∑
j=1

L−1∑
k=1

(
∂3 Cov(mid X, mid Y |p)

∂pi∂pj∂pk

)
p=p∗∗

n

·(fni − pi)(fnj − pj)(fnk − pk),

con p∗∗
n ∈ P tal que ‖p∗∗

n − p‖ ≤ ‖fn − p‖.
Por lo tanto:

2n [Cov(mid X, mid Y | fn) − Cov(mid X, mid Y |p)]

= (
√

n(fn − p))H (Cov(mid X, mid Y |p))
(√

n(fn − p)
)t

+
1

3

L−1∑
i=1

L−1∑
j=1

L−1∑
k=1

(
∂3 Cov(mid X, mid Y |p)

∂pi∂pj∂pk

)
p=p∗∗

n

· (fni − pi)
(√

n(fnj − pj)
) (√

n(fnk − pk)
)
.
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Razonando como en el apartado ii), puede concluirse que:

(fni − pi)
(√

n(fnj − pj)
) (√

n(fnk − pk)
) p→ 0.

Además (ver, por ejemplo, Serfling, 1980), se tiene que la sucesión:{(√
n(fn − p)

)
H (Cov(mid X, mid Y |p))

(√
n(fn − p)

)t
}

n

converge en ley hacia:

Y H (Cov(mid X, mid Y |p)) Y t,

donde Y es un vector aleatorio con distribución normal (L−1)-dimen-

sional �
(
0,
[
I F
X (p)

]−1
)
.

Como se supone que alguna de las derivadas segundas

hij = ∂2 Cov(mid X, mid Y |p)/∂pi∂pj

es positiva y, por lo tanto, que H (Cov(mid X, mid Y |p)) no se re-

duce a la matriz nula de orden (L − 1) × (L − 1), y ya que el rango

de
[
I F
X (p)

]−1
es L − 1, debe cumplirse que el vector Y puede ex-

presarse como Y = Z B con Z vector aleatorio (L − 1)-dimensional

cuyas componentes son L − 1 variables aleatorias independientes e

idénticamente distribuidas, con distribución �(0, 1), y B es una ma-

triz (L− 1)× (L− 1) tal que BBt =
[
I F
X (p)

]−1
. Además, existe una

transformación Z = U C en la que C es una matriz ortogonal, de

forma que:

Y H (Cov(mid X, mid Y |p)) Y t

= Z BH (Cov(mid X, mid Y |p)) Bt Zt

= U CBH (Cov(mid X, mid Y |p)) Bt Ct U t

= λ1U
2
1 + · · ·+ λqU

2
q ,
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con λ1, . . . , λq (q ≤ L − 1) los autovalores no nulos de la matriz

(L − 1) × (L − 1) dada por BH (Cov(mid X, mid Y |p)) Bt, y donde

U1, . . . , Uq son variables aleatorias independientes e idénticamente

distribuidas con distribución �(0, 1).

En consecuencia, el estudio de la forma cuadrática

Y H (Cov(mid X, mid Y |p)) Y t

se reduce en primer lugar al de una forma cuadrática de un vector nor-

mal (L−1)-dimensional con componentes independientes y �(0, 1), y

este último se reduce a su vez al de una combinación lineal de variables

aleatorias independientes e idénticamente distribuidas, con distribu-

ción chi-cuadrado χ2
1, es decir, una combinación lineal de cuadrados de

variables aleatorias independientes e idénticamente distribuidas, con

distribución �(0, 1) (ver, por ejemplo, Rao, 1973, y Serfling, 1980,

para una revisión de los resultados básicos de las afirmaciones prece-

dentes). �

Sobre la base de los resultados en la proposición anterior, y de las

propiedades de la convergencia en ley y en probabilidad, se obtiene de forma

prácticamente inmediata el siguiente resultado:

Teorema 1.3.6 Para cada n ∈ N, se consideran n vectores bidimension-

ales de conjuntos aleatorios (X1, Y1), . . . , (Xn, Yn), independientes e idén-

ticamente distribuidos que (X, Y ) (es decir, una muestra aleatoria simple

de tamaño n a partir de (X, Y )), definidos sobre el espacio de probabilidad

(Ω,A, P ) de forma que P ({ω ∈ Ω | (X(ω), Y (ω)) = (A, B)∗l }) = pl con pl ∈
(0, 1), l = 1, . . . , L,

L∑
l=1

pl = 1. Si fn = (fn1, . . . , fn(L−1)) ∈ [0, 1]L−1, con

fnl = frecuencia relativa de (A, B)l en la correspondiente realización de la
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muestra aleatoria simple de tamaño n (l = 1, . . . , L−1, fnL = 1−
L−1∑
l=1

fnl),

y Cov(mid X, mid Y | fn) representa la covarianza muestral entre mid X y

mid Y correspondiente, entonces, se cumple que la sucesión:{√
n [Cov(mid X, mid Y | fn) − Cov(mid X, mid Y |p)]√

σ2(fn)

}
n

converge en ley hacia una distribución normal �(0, 1) cuando n → ∞,

siempre que σ2(p) > 0 y su estimador analógico σ2(fn) > 0.

Bajo la hipótesis H
(1)
0 se cumple que σ2(p) = 0 si, y sólo si,

[mid X − E(mid X|p)] [mid Y − E(mid Y |p)]

es una variable aleatoria real degenerada en 0 (caso verdaderamente espe-

cial, carente de interés práctico y en el que, trivialmente, se cumple que

Cov(mid X, mid Y |p) = 0). Además:

Observación 1.3.3 Aunque el enunciado del apartado iii) en la Proposi-

ción 1.3.5 es formalmente válido, hay que observar que σ2(p) = 0 implica

en condiciones generales que [mid X − E(mid X|p)] [mid Y − E(mid Y |p)]

será una variable aleatoria real degenerada y, por lo tanto, se produce la

igualdad Cov(mid X, mid Y | fn) = Cov(mid X, mid Y |p), de modo que el

estad́ıstico en el apartado iii) de la Proposición 1.3.5 tiene distribución

(exacta) degenerada en el 0.

Como consecuencia del teorema y observación anteriores, se obtiene el

siguiente procedimiento de contraste:
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Teorema 1.3.7 Para contrastar al nivel de significación nominal α1 la

hipótesis nula:

H
(1)
0 : Cov(mid X, mid Y |P ) = 0

frente a la alternativa:

H(1)
a : Cov(mid X, mid Y |P ) 	= 0,

en el supuesto de que X e Y son conjuntos aleatorios tales que

[mid X − E(mid X|p)] [mid Y − E(mid Y |p)]

no sea casi seguro [P ] igual a 0, H
(1)
0 debe rechazarse siempre que

n [Cov(mid X, mid Y | fn)]2

σ2(fn)
> χ2

1, α1
,

donde χ2
1, α1

es el percentil de orden 100(1 − α1) de la distribución chi-

cuadrado con 1 grado de libertad.

Además, la probabilidad de rechazar H
(1)
0 bajo la hipótesis alternativa

converge a 1 cuando n → ∞.

1.3.3.2 Contraste asintótico de H
(2)
0 frente a H

(2)
a

Recurriendo a argumentos análogos a los empleados en la Proposición 1.3.5,

pero reemplazando los ‘mid’ por los correspondientes ‘spr’, se puede llegar

al resultado siguiente:

Teorema 1.3.8 Para cada n ∈ N, se consideran n vectores bidimensionales

de conjuntos aleatorios (X1, Y1), . . . , (Xn, Yn), independientes e idénticamente

distribuidos que (X, Y ) (es decir, una muestra aleatoria simple de tamaño

n a partir de (X, Y )), definidos sobre el espacio de probabilidad (Ω,A, P ) de

forma que P ({ω ∈ Ω | (X(ω), Y (ω)) = (A, B)∗l }) = pl con pl ∈ (0, 1), l =
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1, . . . , L,

L∑
l=1

pl = 1. Si fn = (fn1, . . . , fn(L−1)) ∈ [0, 1]L−1, con fnl = fre-

cuencia relativa de (A, B)l en la correspondiente realización de la muestra

aleatoria simple de tamaño n (l = 1, . . . , L − 1, fnL = 1 −
L−1∑
l=1

fnl), y

Cov(spr X, spr Y | fn) representa la covarianza muestral entre spr X y spr Y

correspondientee, entonces, se cumple que la sucesión:{√
n [Cov(spr X, spr Y | fn) − Cov(spr X, spr Y |p)]√

σ2∗(fn)

}
n

converge en ley hacia una distribución normal �(0, 1) cuando n → ∞,

siempre que la varianza:

σ2
∗(p) = Var ([spr X − E(spr X|p)] [spr Y − E(spr Y |p)] |p)

sea positiva y su estimador analógico σ2
∗(fn) > 0.

Cuando la hipótesis H
(2)
0 : Cov(spr X, spr Y ) ≤ 0 es cierta, se cumple que

σ2
∗(p) = 0 si, y sólo si, [spr X − E(spr X|p)] [spr Y − E(spr Y |p)] es una

variable aleatoria real degenerada en un valor no positivo (situación poco

general, pero mucho menos restrictiva que la de la anulación de σ2(p) bajo

H
(1)
0 ) (véase, por ejemplo, el caso de valores de intervalo con la amplitud

común para uno cualquiera de los conjuntos aleatorios).

Por otra parte, en condiciones generales la anulación de σ2
∗(p) = 0 im-

plica que [spr X − E(spr X|p)] [spr Y − E(spr Y |p)] debe ser una variable

aleatoria real degenerada y, por lo tanto, Cov(spr X, spr Y | fn) = Cov(spr X,

spr Y |p), de modo que careceŕıa de sentido el estudio de la distribución del

estad́ıstico 2 n [Cov(spr X, spr Y | fn) − Cov(spr X, spr Y |p)] según el apar-

tado iii) de la Proposición 1.3.5. Por ello, se considera el contraste siguiente:



90 Caṕıtulo 1

Teorema 1.3.9 Para contrastar al nivel de significación nominal α2 la

hipótesis nula:

H
(2)
0 : Cov(spr X, spr Y ) ≤ 0

frente a la alternativa:

H(2)
a : Cov(spr X, spr Y ) > 0,

entonces, si σ2
∗(p) > 0 y σ2

∗(fn) > 0, la hipótesis H
(2)
0 debe rechazarse

siempre que: √
n Cov(spr X, spr Y | fn)√

σ2∗(fn)
> γα2 ,

donde γα2 representa el percentil de orden 100(1 − α2) de la distribución

normal t́ıpica.

Además, la probabilidad de rechazar H
(2)
0 bajo la hipótesis alternativa

converge a 1 cuando n → ∞.

1.3.3.3 Contraste asintótico de H
(3)
0 frente a H

(3)
a

Para contrastar la hipótesis H
(3)
0 : Cov(spr X, spr Y |P ) = 0 frente a la alter-

nativa H
(3)
a , se consideraŕıa de nuevo la muestra (Z2

1 , . . . , Z
2
n), y se seguiŕıa

un proceso análogo al del contraste de H
(1)
0 frente a H

(1)
a , reemplazando

mid X por spr X y mid Y por spr Y , es decir:

Teorema 1.3.10 Para contrastar al nivel de significación nominal α3 la

hipótesis nula:

H
(3)
0 : Cov(spr X, spr Y |P ) = 0

frente a la alternativa:

H(3)
a : Cov(spr X, spr Y |P ) 	= 0,
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entonces, si σ2
∗(p) > 0 y σ2

∗(fn) > 0, la hipótesis H
(3)
0 debe rechazarse

siempre que:
n [Cov(spr X, spr Y | fn)]2

σ2∗(fn)
> χ2

1, α3
.

Además, la probabilidad de rechazar H
(3)
0 bajo la hipótesis alternativa

converge a 1 cuando n → ∞.

1.3.3.4 Algoritmo para el contraste asintótico de H0 frente a Ha

cuando X e Y son conjuntos aleatorios simples

Para la resolución práctica del contraste (asintótico) a través de las diferen-

tes etapas en que se ha desglosado el mismo, puede recurrise al algoritmo

siguiente, que resume lo examinado en la Subsección 1.3.3.

Paso 1. Para la muestra considerada, y prefijado el nivel de significación

nominal α1, calcular el valor del estad́ıstico

G =
n [SmidX midY ]2

σ2(fn)

y el valor cŕıtico χ2
1, α1

, e ir al Paso 2.

Paso 2. SI el valor de G en la muestra es inferior o igual a χ2
1, α1

, EN-

TONCES ir al Paso 3, EN CASO CONTRARIO ir al Paso 4.

Paso 3. Para la muestra considerada, y prefijado el nivel de significación

nominal α2, calcular el valor del estad́ıstico

G′ =

√
n SsprX sprY√

σ2∗(fn)

y el valor cŕıtico γ2 α2 . SI el valor de G′ en la muestra es inferior

o igual a γ2α2 , ENTONCES puede aceptarse H0 a un nivel de
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significación a lo sumo igual a α1+α2, EN CASO CONTRARIO

debe rechazarse H0 a un nivel de significación a lo sumo igual a

α1 + α2.

Paso 4. Para la muestra considerada, y prefijado el nivel de significación

nominal α2, calcular el valor del estad́ıstico G′ y el valor γ2α2

del Paso 3. SI el valor de G′ en la muestra es superior a γ2α2 ,

ENTONCES debe rechazarse H0 a un nivel de significación a lo

sumo igual a α1 + α2, EN CASO CONTRARIO ir al Paso 5.

Paso 5. Para la muestra considerada, y prefijado el nivel de significación

nominal α3, calcular el valor del estad́ıstico

G′′ =
n [SsprX sprY ]2

σ2∗(fn)

y el valor cŕıtico χ2
1, α3

. SI el valor de G′′ en la muestra es inferior

o igual a χ2
1, α3

, ENTONCES debe rechazarse H0 a un nivel de

significación a lo sumo igual a α1 + α2 + α3, EN CASO CON-

TRARIO recurrir a otra técnica de contraste para H0 y Ha.

1.3.3.5 Contraste asintótico alternativo sobre R2
XY

cuando X e Y son conjuntos aleatorios simples

En el caso en que X e Y sean conjuntos aleatorios simples, el contraste

asintótico podŕıa desarrollarse alternativamente siguiendo unas etapas di-

ferentes a las de las subsecciones anteriores. El contraste resultaŕıa global-

mente algo más complejo, si bien siempre permitiŕıa llegar a alguna con-

clusión (es decir, no se presentaŕıan situaciones como la que aparece al final

del Paso 5 en el último algoritmo). No obstante, algunos de los pasos de

este procedimiento no podŕıan haberse realizado en general para conjuntos

aleatorios con las caracteŕısticas de las dos subsecciones precedentes.
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En las condiciones y con las notaciones de esta subsección, para con-

trastar la hipótesis nula:

H0 : |Cov(mid X, mid Y |P )| + 4 σ2
f[0,1] Cov(spr X, spr Y |P ) ≤ 0

frente a la alternativa

Ha : |Cov(mid X, mid Y |P )| + 4 σ2
f[0,1] Cov(spr X, spr Y |P ) > 0,

se puede proceder también de la forma siguiente:

• Se realiza en primer lugar el contraste entre las hipótesis:{
H

(1∗)
0 : Cov(spr X, spr Y |P ) ≤ 0 ≡ H

(2)
0

H
(1∗)
a : Cov(spr X, spr Y |P ) > 0 ≡ H

(2)
a .

• Si se concluye que debe rechazarse la hipótesis H
(1∗)
0 en el contraste

anterior para un nivel de significación prefijado nominal α1, entonces

H0 debe rechazarse a ese nivel.

• Si se concluye que puede aceptarse la hipótesis H
(1∗)
0 en ese primer

contraste para un nivel de significación prefijado nominal α1, entonces

se desarrollará un segundo contraste, ahora entre las hipótesis:{
H

(2∗)
0 : [Cov(mid X, mid Y |P )]2 − 16 σ4

f[0,1] [Cov(spr X, spr Y |P )]2 ≤ 0

H
(2∗)
a : [Cov(mid X, mid Y |P )]2 − 16 σ4

f[0,1] [Cov(spr X, spr Y |P )]2 > 0.

•• Si puede aceptarse la hipótesis H
(2∗)
0 en este contraste para un

nivel de significación nominal prefijado α2, entonces podrá acep-

tarse la hipótesis nula inicial H0 : R2
XY = 0 para un nivel de sig-

nificación nominal (por la desigualdad de Bonferroni) a lo sumo

igual a α1 + α2;
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•• Si debe rechazarse la hipótesis H
(2∗)
0 en este contraste para el nivel

nominal prefijado α2, entonces se rechazará H0 en el contraste

inicial para un nivel de significación nominal (por la desigualdad

de Bonferroni) a lo sumo igual a α1 + α2.

El primero de estos dos contrastes está recogido en el apartado 1.3.3.2

de esta subsección (concretamente, en el Teorema 1.3.9).

Por lo que se refiere al segundo contraste, y con argumentos análogos a

los de los Teoremas 1.3.8 y 1.3.9, se concluye que:

Teorema 1.3.11 Para cada n ∈ N, se consideran n vectores bidimen-

sionales de conjuntos aleatorios (X1, Y1), . . . , (Xn, Yn), independientes e

idénticamente distribuidos que (X, Y ) (es decir, una muestra aleatoria sim-

ple de tamaño n a partir de (X, Y )), definidos sobre el espacio de probabili-

dad (Ω,A, P ) de forma que P ({ω ∈ Ω | (X(ω), Y (ω)) = (A, B)∗l }) = pl con

pl ∈ (0, 1), l = 1, . . . , L,
L∑

l=1

pl = 1. Si fn = (fn1, . . . , fn(L−1)) ∈ [0, 1]L−1,

con fnl = frecuencia relativa de (A, B)l en la correspondiente realización

de la muestra aleatoria simple de tamaño n (l = 1, . . . , L − 1, fnL =

1−
L−1∑
l=1

fnl), y Cov(mid X, mid Y | fn), Cov(spr X, spr Y | fn) representan las

covarianzas muestrales entre mid X y mid Y , spr X y spr Y correspondien-

tes, respectivamente, entonces, se cumple que la sucesión:{√
n

σ2∗∗(fn)

[(
[Cov(mid X, mid Y |fn)]2 − 16 σ4

f[0,1] [Cov(spr X, spr Y |fn)]2
)

−
(
[Cov(mid X, mid Y |p)]2 − 16 σ4

f[0,1] [Cov(spr X, spr Y |p)]2
)]}

n

converge en ley hacia una distribución normal �(0, 1) cuando n → ∞,

siempre que la varianza:
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σ2
∗∗(p)

= Var
(
Cov(mid X, mid Y |p) [mid X − E(mid X|p)] [mid Y − E(mid Y |p)]

−16 σ4
f[0,1] Cov(spr X, spr Y |p) [spr X − E(spr X|p)] [spr Y − E(spr Y |p)]

∣∣∣p)
sea positiva y su estimador analógico σ2

∗∗(fn) > 0.

Si σ2
∗∗(p) = 0 y σ2

∗∗(fn) = 0, lo cual sólo ocurrirá ocasionalmente, el

resultado anterior podŕıa ampliarse recurriendo al desarrollo de Taylor de

segundo orden y razonando como en el iii) de la Proposición 1.3.5. En

condiciones de positividad de σ2
∗∗(p) y σ2

∗∗(fn) se tiene, como consecuencia,

que:

Teorema 1.3.12 Para contrastar al nivel de significación nominal α2 la

hipótesis nula:

H
(2∗)
0 : [Cov(mid X, mid Y |P )]2 − 16 σ4

f[0,1] [Cov(spr X, spr Y |P )]2 ≤ 0

frente a la alternativa:

H(2∗)
a : [Cov(mid X, mid Y |P )]2 − 16 σ4

f[0,1] [Cov(spr X, spr Y |P )]2 > 0,

entonces, si σ2
∗∗(p) > 0 y σ2

∗∗(fn) > 0, la hipótesis H
(2∗)
0 debe rechazarse

siempre que: √
n

σ2∗∗(fn)

[
(Cov(mid X, mid Y |fn))2

−16 σ4
f[0,1] (Cov(spr X, spr Y |fn))2

]
> γα2 .
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1.3.4 Contrastes sobre el coeficiente a

en modelos lineales

En cualquier estudio cient́ıfico cuyo objetivo sea determinar si un elemento

aleatorio proporciona información lineal útil acerca de otra caracteŕıstica

aleatoria medida sobre la misma población parece natural suponer que, en

principio, la relación entre ambas variables se puede expresar a partir de

una recta más un error aleatorio y discernir si la pendiente de esa recta es

cero (es decir, la variable dependiente no aporta información lineal).

Aśı, si (Ω,A, P ) es un espacio de probabilidad y (X, Y ) es un conjunto

aleatorio bidimensional asociado a él, la admisión del modelo lineal implica

la de la existencia de a ∈ R y B ∈ Kc(R), desconocidos pero fijos, tales

que Y |X = aX + εX donde εX es un conjunto aleatorio cuyo valor esperado

EA[εX |P ] = B. En estas condiciones se puede probar el siguiente resultado:

Proposición 1.3.13 Si (X, Y ) es un conjunto aleatorio bidimensional con

valores en Kc(R) × Kc(R) para el que existen a ∈ R, B ∈ Kc(R) y un

conjunto aleatorio εX con EA[εX |P ] = B, que verifican que:

(Y |X) = aX + εX

y X no es degenerado, las condiciones siguientes son equivalentes:

i) a = 0;

ii) Cov(mid X, mid Y |P ) = 0 y Cov(spr X, spr Y |P ) = 0.

Demostración. Nótese, en primer lugar, que (Y |X) = aX + εX implica

que EA[Y |X] = aX + B, denotando abreviadamente por EA[Y |X] el valor

esperado de Y condicionado por cada valor de conjunto de X. Se cumple,

por tanto, que:

mid EA[Y |X] = a mid X + mid B, spr EA[Y |X] = |a| spr X + spr B.
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En consecuencia:

E(mid Y |X) = a mid X + mid B, E(spr Y |X) = |a| sprX + spr B.

Por otro lado, al ser ‘mid’ una función medible, σ(mid X) ⊂ σ(X), y las

propiedades de la esperanza condicionada aseguran que:

E(mid Y |midX) = E(E(mid Y |X)|mid X)

= E(a mid X + mid B|mid X) = a mid X + mid B,

es decir, se verifica el modelo de regresión lineal real entre las variables

aleatorias midX y mid Y determinado por a mid X + mid B, y, por tanto,

se tiene que:

a =
Cov(mid X, mid Y |P )

S2

midX

.

De la misma manera se comprueba que E(spr Y | sprX) = |a| sprX +

spr B, y entonces:

|a| =
Cov(spr X, spr Y |P )

S2
sprX

.

Aśı, si a = 0 se tiene que Cov(mid X, mid Y |P ) = 0 y Cov(spr X, spr Y |P )

= 0. Rećıprocamente, dado que X es no degenerado, o bien la variable

mid X es no degenerada (en cuyo caso Cov(mid X, mid Y |P ) = 0 impli-

ca que a = 0), o bien la variable spr X es no degenerada (en cuyo caso

Cov(spr X, spr Y |P ) = 0 implica que a = 0). �

Si se dispone únicamente de información muestral para determinar si

la relación supuesta tiene o no “pendiente” nula (es decir, que no existe

relación lineal de Y en función de X), la Proposición 1.3.13 asegura que

contrastar H◦
0 : a = 0 frente a H◦

a : a 	= 0 es equivalente a contrastar:

H◦
0 : Cov(mid X, mid Y |P ) = 0 y Cov(spr X, spr Y |P ) = 0
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o, equivalentemente, [Cov(mid X, mid Y |P )]2 + [Cov(spr X, spr Y |P )]2 = 0,

frente a la alternativa:

H◦
a : Cov(mid X, mid Y |P ) 	= 0 o Cov(spr X, spr Y |P ) 	= 0.

Aśı, si se dispone de una una muestra aleatoria (X1, Y1), . . . , (Xn, Yn),

se tiene que Yi = aXi + εXi
con εXi

conjuntos aleatorios independientes.

La equivalencia anterior hace que el problema se reduzca a realizar un test

multivariante acerca de una afirmación sobre la matriz Σ de varianzas-

covarianzas del vector aleatorio Z = (mid X, mid Y, spr X, spr Y ) a partir de

una muestra aleatoria Zi = (mid Xi, mid Yi, spr Xi, spr Yi) con i = 1 . . . , n.

Para ello se puede recurrir a técnicas similares a las desarrolladas en las

subsecciones precedentes, e incluso la suposición adicional de independencia

entre los vectores aleatorios Z1 = (mid X, mid Y ) y Z2 = (sprd X, spr Y ) en

condiciones de normalidad daŕıa lugar a nuevos procedimientos.

Por otro lado, resulta especialmente interesante el empleo del método

bootstrap desarrollado en Beran and Srivastava (1985) ya que, como alĺı

se señala, los test multivariantes clásicos suelen requerir la hipótesis de

normalidad y, en cambio, al aplicar las técnicas bootstrap se consigue un test

asintótico válido cualquiera que sea la distribución de partida (sin necesidad

de exigir que el número de valores distintos de cada conjunto aleatorio sea

finito). De esa manera, contrastar:

H◦
0 : Cov(mid X, mid Y |P ) = 0 y Cov(spr X, spr Y |P ) = 0

frente a

H◦
0 : Cov(mid X, mid Y |P ) 	= 0 o Cov(spr X, spr Y |P ) 	= 0,

es equivalente a comprobar si los elementos de posiciones (1,2) y (3,4) (y

sus simétricos) de la matriz Σ son o no cero.
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Los resultados de Beran and Srivastava (1985) se pueden particularizar

a este caso y el método bootstrap se expresaŕıa como sigue:

• En primer lugar se calcula la población bootstrap

Vi =
(
π(Ŝ)(1/2)Ŝ(−1/2)ZT

i

)T

para todo i = 1, . . . n, donde para una matriz 4 × 4, �, π(�) es

la matriz que deja invariantes todos los elementos de � salvo �12,

�34, �21 y �43 a los que les asocia el valor 0 y Ŝ denota la matriz de

varianzas-covarianzas muestral, esto es:

Ŝ =

(
Ŝ11 Ŝ12

Ŝ21 Ŝ22

)
.

• Se remuestrea de la población (V1, . . . , Vn) para conseguir una nueva

muestra (V ∗
1 , . . . , V ∗

n ). El estad́ıstico del contraste bootstrap es T ∗
n =

n h(Ŝ∗) donde h(�) = �2
12 +�2

34 y Ŝ∗ denota la matriz de varianzas-

covarianzas asociada a la muestra (V ∗
1 , . . . , V ∗

n ). La distribución de

este estad́ıstico se puede aproximar por el método de Monte Carlo.

A partir de estas etapas, se concluye que:

Teorema 1.3.14 Para contrastar al nivel de significación nominal α la

hipótesis nula:

H◦
0 : a = 0

frente a

H◦
0 : a 	= 0,

bajo condiciones de linealidad (es decir, Yi = aXi+εXi
, i = 1, . . . , n, con εXi

conjuntos aleatorios independientes), entonces, H◦
0 debe rechazarse siempre

que:

Tn = n h(Ŝ) > cα,

donde cα denota el 100(1 − α) percentil de la distribución de T ∗
n .
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Observación 1.3.4 La condición de linealidad entre X e Y que se ha

supuesto en esta subsección, tiene un valor añadido: las hipótesis y con-

clusiones estad́ısticas no dependen de la métrica considerada sobre Kc(R)

(a diferencia de los contrastes sobre R2
XY en la subsección precedente).

Observación 1.3.5 El Teorema 1.3.14 es una particularización de los re-

sultados de Beran and Srivastava (1985), por lo que no es preciso insistir

en sus ventajas operacionales y en su idoneidad con muestras de cualquier

tamaño frente a los demás procedimientos. Por ello, en este caso no van a

desarrollarse simulaciones que comparen las diferentes técnicas de contraste.

No obstante, para los procedimientos de contraste en el Caṕıtulo 2, śı se

llevarán a cabo simulaciones con fines comparativos.

1.3.5 Aplicación sobre un ejemplo real

Si los datos proporcionados por el Servicio de Nefroloǵıa del Hospital Valle

del Nalón de Langreo (Asturias) en el Ejemplo 1.1.3 son datos muestrales a

partir de una población de 3000 individuos, resultaŕıa que:

Ejemplo 1.3.1 Suponiendo que existe una relación lineal del tipo Y |X =

aX + εX donde εX es un conjunto aleatorio cuyo valor esperado es B, al

aplicar el método bootstrap indicado en el Teorema 1.3.14 para contrastar

H◦
0 : a = 0 frente a H◦

a : a 	= 0, se obtendŕıa un p-valor igual a 0.0068. En

consecuencia, a los niveles de significación usuales se rechazaŕıa la hipótesis

nula y, por tanto, se podŕıa concluir (a dichos niveles de significación) que

la variable X aporta información acerca de la variable Y según el modelo

lineal propuesto.
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1.4 Valoración final y problemas abiertos

Como valoración final del Caṕıtulo 1 cabe señalar las contribuciones reali-

zadas en cuanto a:

• la determinación de las soluciones generales de los problemas de re-

gresión lineal entre dos conjuntos aleatorios compactos y convexos de

R (hasta el momento sólo se dispońıa de soluciones para casos parti-

culares en los que la discusión era bastante inmediata);

• la definición de ı́ndices del grado de dependencia a través de las rela-

ciones óptimas obtenidas en el análisis de la regresión lineal (cuestión

absolutamente novedosa para la que no exist́ıa metodoloǵıa previa);

• la construcción de técnicas estad́ısticas inferenciales relativas al nuevo

parámetro real “grado de dependencia entre los dos conjuntos aleato-

rios” considerados (tema para el que tampoco exist́ıan antecedentes

en la literatura).

Aunque la suposición de que W es simétrica no resulta restrictiva en

el contexto del tratamiento de mı́nimos cuadrados para el problema de re-

gresión en este caṕıtulo, el análisis del problema en el caso en el que se

prescindiera de esa suposición podŕıa llevarse a cabo siguiendo la ideas en

la Observación 1.1.4 y considerando la función objetivo definida por:

ζ(a, b, c) = E
[(

(mid Y − a mid X − c)

+(2 µf[0,1]
− 1)(spr Y − |a| sprX − b)

)2

+ 4 σ2
f[0,1]

(spr Y − |a| spr X − b)2
∣∣∣P ]
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con a ∈ R, b = spr B ∈ [0, +∞) y c = mid B ∈ R. La solución puede

obtenerse empleando técnicas tradicionales para los problemas de regre-

sión/correlación.

Por otro lado, cuando el conjunto aleatorio Y toma valores de intervalo

y el X es casi seguro real, Diamond (1990) ha señalado que una relación

del tipo Y = AX + B con A, B ∈ Kc(R) resulta mucho más natural que

las que se examinan en este caṕıtulo, y ha desarrollado una discusión sobre

la solución del problema. Además, Körner and Näther (1998) (ver también

Näther y Körner, 2002, como referencia más reciente y amplia) han estudia-

do la regresión para esta relación y sus soluciones para el caso más general

en el que Y toma valores en el espacio Fc(R).

En relación con la investigación de este caṕıtulo, se plantean varios pro-

blemas de interés para un futuro próximo. Entre ellos cabe citar:

• Los estudios y discusiones en este caṕıtulo pueden extenderse a situa-

ciones más complejas, como la de la regresión múltiple del tipo:

Y = a1X1 + . . . + akXk + B,

con a1, . . . , ak ∈ R y B ∈ Kc(R), donde X1, . . . , Xk e Y son conjuntos

aleatorios con valores en Kc(R). En este caso, la determinación de

las soluciones óptimas y de ı́ndices sobre la idoneidad de la relación

lineal implicarán la consideración de 2k conos, lo que habitualmente

derivará en una complejidad enorme que tal vez habrá que abordar

desde otra metodoloǵıa.

• Es también interesante extender los análisis del caṕıtulo reemplazando

los conjuntos aleatorios por variables aleatorias difusas, si bien deberá

comenzarse tal extensión limitando la forma de los valores de dichas

variables de modo que dependiendo de esa forma los valores puedan

caracterizarse por dos o más parámetros.
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• Otra cuestión asociada que seŕıa útil examinar es la de la búsqueda de

relaciones funcionales no lineales que tengan interpretación interesante

y se adapten adecuadamente al método de mı́nimos cuadrados basado

en la métrica DW .





Caṕıtulo 2

Contraste de hipótesis sobre

el valor esperado difuso de

variables aleatorias difusas

En el caṕıtulo anterior se han presentado algunos contrastes de hipótesis

sobre una caracteŕıstica relativa a conjuntos aleatorios y que toma valor real.

En este caṕıtulo, el objetivo general es el desarrollo de algunas técnicas de

contraste de hipótesis sobre una caracteŕıstica relativa a variables aleatorias

difusas y que a su vez toma valor difuso: el valor esperado en el sentido de

Puri and Ralescu (1986).

En primer lugar, se llevarán a cabo estudios sobre el contraste de la

igualdad del valor esperado de una variable aleatoria difusa con un elemento

prefijado de Fc(R), en segundo lugar sobre el contraste de la igualdad de los

valores esperados de dos variables aleatorias difusas, y en tercer lugar sobre

el contraste tipo ANOVA (es decir, sobre la igualdad de valores esperados

de una variable aleatoria difusa en varias poblaciones).

105
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En estos estudios, sobre la base de diferentes metodoloǵıas se construirán

procedimientos de contraste para dos casos: el de las variables aleatorias

difusas normales (operativo, pero dif́ıcilmente un modelo ajustable a los

problemas reales), y el de las variables aleatorias difusas simples (menos

operativo, pero ajustable a prácticamente todos los problemas reales). Estos

procedimientos tienen un fundamento común, que es el empleo de la métrica

Dϕ
W introducida en la Subsección 0.3.2.

Para las variables normales, se define un estad́ıstico que se reduce al

del contraste clásico de la media de un población normal (tanto si la va-

rianza es conocida, como si es desconocida), de forma que las conclusiones

inferenciales serán inmediatas.

Para las variables simples se examinarán dos tipos de técnicas: asintóticas

y bootstrap. Las primeras están inspiradas en la misma idea de los desarro-

llos en la Subsección 1.3.3, es decir, en aprovechar las propiedades de ciertos

estimadores consistentes y asintóticamente normales. No obstante, a dife-

rencia de lo que ocurŕıa para los contrastes asintóticos del coeficiente de

determinación en el caṕıtulo anterior, los del presente utilizan la aproxi-

mación de la combinación lineal de chi-cuadrado en vez de la normal. Las

técnicas bootstrap permitirán aproximar la distribución de un estad́ıstico

basado en el remuestreo a partir de una muestra de referencia. Estos dos

tipos de técnicas se compararán a través de estudios de simulación de va-

riables aleatorias difusas.

Los resultados obtenidos se ilustrarán con algunos ejemplos.

Finalmente, se incluirán conclusiones y problemas abiertos relacionados.
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2.1 Contrastes sobre la media poblacional de

una variable aleatoria difusa con valores

en Fc(R)

Las inferencias tradicionales para contrastar si el valor de la media pobla-

cional de una variable aleatoria real puede admitirse que es igual a (o bien

mayor o igual que, o menor o igual que) un número real dado, se basan habi-

tualmente en la diferencia o en la distancia eucĺıdea entre la correspondiente

media muestral y la poblacional. La distribución exacta del estad́ıstico que

involucra dicha diferencia o distancia suele determinarse bajo condiciones

de normalidad de la variable.

En la presente sección va a analizarse en primer término el contraste

bilateral para el valor esperado (difuso) de una variable aleatoria difusa,

en el caso en el que esta variable tiene distribución normal en el sentido

definido por Puri and Ralescu (1986). Se comprobará que el procedimiento

en el que la distancia eucĺıdea en R se reemplaza por la métrica Dϕ
W en

Fc(R), se reduce a un contraste de hipótesis con variables aleatorias reales

normales, lo que redunda en la simplicidad y operatividad del método.

Sin embargo, como ya se ha señalado, la suposición de normalidad para

una variable aleatoria difusa representa una exigencia que no se ajusta a la

mayoŕıa de los problemas reales, especialmente al obligar a que todos los

valores de la variable adopten la misma forma aunque con diferente locali-

zación.

Para evitar los inconvenientes prácticos que plantea este hecho, se de-

sarrollan en esta sección otras dos aproximaciones del problema de contraste:

la basada en la Teoŕıa de Grandes Muestras y la basada en las técnicas

bootstrap.
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Se ilustrará la aplicación de los procedimientos construidos con algunos

ejemplos reales, y finalmente se compararán los mismos mediante estudios

de simulación basados en las ideas de Colubi et al. (2002).

2.1.1 Test bilateral para el valor esperado de una

variable aleatoria difusa normal

Sean (Ω,A, P ) un espacio de probabilidad, X : Ω → Fc(R) una variable

aleatoria difusa normal asociada a ese espacio con varianza σ2 y Ẽ(X |P ) su

media poblacional.

El primer problema que se aborda es el de contrastar la hipótesis nula

H0 : Ẽ(X |P ) = Ṽ ∈ Fc(R) (es decir,
[
Dϕ

W (Ẽ(X |P ), Ṽ )
]2

= 0) frente a la

alternativa Ha : Ẽ(X |P ) 	= Ṽ (es decir,
[
Dϕ

W (Ẽ(X |P ), Ṽ )
]2

> 0), cuando se

supone que σ2 es desconocida. Para ello, se considera una muestra aleatoria

simple, X1, . . . ,Xn a partir de X , y se denota por X la media muestral, es

decir:

X =
1

n
(X1 ⊕ . . . ⊕Xn) .

Para este propósito va a emplearse el estad́ıstico:

Z =

[
Dϕ

W (X , Ṽ )
]2

−
[
Dϕ

W (Ẽ(X |P ), Ṽ )
]2

S2

n − 1

,

donde S2 =
1

n

n∑
i=1

[
Dϕ

W (Xi,X )
]2

.

Por las propiedades de la función f·(·, ·) y de la métrica Dϕ
W en la Sub-

sección 0.3.2 (ver Lubiano Gómez, 1999), si se expresa Xi = ξi ⊕ Ẽ(X |P )

(y, por tanto, X = ξ ⊕ Ẽ(X |P )), puede concluirse que cuando H0 es cierta:
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[
Dϕ

W (X , Ṽ )
]2

−
[
Dϕ

W (Ẽ(X |P ), Ṽ )
]2

= ξ
2

y:

S2 =
1

n

n∑
i=1

[
ξi − ξ

]2
,

por lo que Z coincide con el estad́ıstico clásico para poblaciones normales

no difusas con media 0, es decir:

n(n − 1)ξ
2

n∑
i=1

[
ξi − ξ

]2

y, en consecuencia, bajo H0 (que implica E(ξ|P ) = 0) el estad́ıstico Z tiene

distribución F de Snedecor con 1 y n− 1 grados de libertad. Por todo ello,

puede afirmarse que:

Teorema 2.1.1 Para contrastar al nivel de significación α la hipótesis nu-

la:

H0 : Ẽ(X |P ) = Ṽ

frente a la alternativa:

Ha : Ẽ(X |P ) 	= Ṽ ,

H0 debe rechazarse siempre que:

n(n − 1)
[
Dϕ

W (X , Ṽ )
]2

n∑
i=1

[
Dϕ

W (Xi,X )
]2

> F1,n−1, α,

donde F1,n−1, α denota el percentil de orden 100(1− α) de la distribución F

de Snedecor con 1 y n − 1 grados de libertad.



110 Caṕıtulo 2

El segundo problema que va a tratarse es el de contrastar la hipóte-

sis nula H0 frente a la alternativa Ha del problema anterior, cuando se

supone que la varianza σ2 es conocida y se dispone de una muestra aleatoria

simple, X1, . . . ,Xn a partir de X . Razonando en forma análoga al problema

precedente, puede concluirse que:

Teorema 2.1.2 Para contrastar al nivel de significación α la hipótesis nu-

la:

H0 : Ẽ(X |P ) = Ṽ

frente a la alternativa:

Ha : Ẽ(X |P ) 	= Ṽ ,

H0 debe rechazarse siempre que:

n
[
Dϕ

W (X , Ṽ )
]2

σ2
> χ2

1, α,

donde χ2
1, α es el percentil de orden 100(1−α) de la distribución chi-cuadrado

con 1 grado de libertad.

En resumen, e independientemente de las medidas de ponderación W

y ϕ que se hayan elegido, si H0 es cierta pueden utilizarse los tests para

las variables aleatorias reales normales correspondientes a las diferencias de

Hukuhara ξi = Xi −h Ẽ(X |P ), que en la situación supuesta son sencillas de

determinar. Por esta razón, la distribución de los estad́ısticos de contraste

cuando Ẽ(X |P ) corresponde a una traslación real a partir de Ṽ (suposición

adecuada en el contexto de las variables aleatorias difusas normales) coincide

con la de los contrastes gaussianos clásicos (téngase en cuenta que Dϕ
W (Ṽ +

c, Ṽ ) = |c| para cualquier c ∈ R), de modo que podŕıa determinarse la

potencia de los tests anteriores en forma análoga a la de los correspondientes

con variables aleatorias reales normales.

Los resultados que acaban de establecerse se ilustran a continuación:
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Ejemplo 2.1.1 En una empresa se ha desarrollado un estudio sobre el tiem-

po que dedican sus trabajadores a la comida del mediod́ıa, con el objeto de

ajustar en lo posible el horario común. Para este fin, y ya que la empresa

es de gran tamaño, se selecciona al azar una muestra de 20 empleados. Un

supervisor se responsabiliza de medir el tiempo X que destina a esa comida

cada uno de los trabajadores de la muestra en un d́ıa concreto. Aunque las

medidas suelen expresarse en términos de valores exactos, los expertos en

este tipo de problemas indican que la observación ‘m minutos’ estaŕıa descri-

ta de forma más apropiada mediante el número difuso triangular simétrico

m̃ = Tri(m − 1, m, m + 1) que se representa en la Figura 2.1.

Fig. 2.1: Descripción, según los expertos, de la observación
‘m minutos’ en el Ejemplo 2.1.1

1

0 m − 1 m m + 1

Por otro lado, experiencias anteriores apuntan a que la distribución de

m es normal.

La empresa se plantea ajustar el horario admitiendo que el tiempo medio

dedicado a la comida del mediod́ıa es de ‘20 minutos’ (más concretamente,

2̃0 = Tri(19, 20, 21)).
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Si la realización muestral disponible es (9̃, 1̃2, 1̃4, 1̃5, 1̃6, 1̃6, 1̃7, 2̃0, 2̃1, 2̃2,

2̃3, 2̃7, 2̃9, 2̃9, 3̃1, 3̃2, 3̃3, 3̃4, 3̃8, 4̃1), y para contrastar H0 : Ẽ(X |P ) = 2̃0 se

emplea el resultado del Teorema 2.1.1, se obtendrá que el p-valor es 0.069.

Como consecuencia, al nivel de significación α = 0.05 no se rechazaŕıa la

posibilidad de ajustar el tiempo medio dedicado a la comida del mediod́ıa

en ‘20 minutos’.

2.1.2 Test bilateral asintótico para el valor esperado

de una variable aleatoria difusa simple

Cuando no parece admisible la normalidad de la variable aleatoria real,

los procedimientos tradicionales de contraste sobre la media, aplicables en

condiciones bastante generales, están basados a menudo en la Teoŕıa de

Grandes Muestras.

En el caso de variables aleatorias difusas simples (condición que no es

totalmente general desde un punto de vista teórico, pero śı lo es en la

práctica), puede seguirse un proceso análogo al de la Subsección 1.3.3, para

lo cual se considera un estad́ıstico en el que figura el valor esperado (difu-

so) muestral y se aprovechan sus propiedades como estimador consistente y

asintóticamente normal.

De este modo, cuando sobre una población cualquiera se observa una

variable aleatoria difusa simple, puede definirse un parámetro vectorial para

el que su estimador analógico es consistente y asintóticamente normal, y el

valor esperado difuso poblacional es una función de dicho parámetro cuyo es-

timador analógico va a heredar las propiedades fundamentales para grandes

muestras.

Sean (Ω,A, P ) un espacio de probabilidad y X : Ω → Fc(R) una variable

aleatoria difusa simple asociada a ese espacio. Sean x̃1, . . . , x̃L ∈ Fc(R)
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los distintos valores de X en la población, y p1, . . . , pL las probabilidades

respectivas (P ({ω ∈ Ω|X (ω) = x̃l}) = pl > 0, l = 1, . . . , L,
∑L

l=1 pl = 1).

Si se denota la media poblacional de X por Ẽ(X |p), con p = (p1, . . . , pL−1)

∈ (0, 1)L−1, se tiene que:

Ẽ(X |p) = p1 x̃1 ⊕ . . . ⊕ pL x̃L.

Al igual que en la Subsección 1.3.3, el parámetro vectorial p cumple las

condiciones de regularidad alĺı indicadas.

Sea X1, . . . ,Xn una muestra aleatoria simple obtenida a partir de la

variable aleatoria difusa X . Se denotará por fnl el estad́ıstico correspon-

diente a la frecuencia relativa de x̃l en la muestra aleatoria, y por fn =

(fn1, . . . , fn(L−1)). Obviamente,

X = Ẽ(X |fn) = fn1 x̃1 ⊕ . . . ⊕ fnL x̃L.

Como se recordó en el caṕıtulo anterior, la sucesión de estimadores {fn}n

es fuertemente consistente y se distribuye asintóticamente según una dis-

tribución normal (L− 1)-dimensional �
(
p,

[
I F
X (p)

]−1
/n

)
cuando n → ∞,

y n(fn −p)I F
X (p)(fn −p)t converge en distribución a una chi-cuadrado χ2

L−1

cuando n → ∞. En consecuencia:

Proposición 2.1.3 Para cada n ∈ N, se consideran n variables aleatorias

difusas independientes e igualmente distribuidas que X , definidas sobre el

espacio de probabilidad (Ω,A, P ) de forma que P ({ω ∈ Ω | X (ω) = x̃l}) =

pl ∈ (0, 1), l = 1, . . . , L,
L∑

l=1

pl = 1. Se cumple entonces que:

i) Si fn = (fn1, . . . , fn(L−1)) ∈ [0, 1]L−1, con fnl = frecuencia relativa de

x̃l en la correspondiente realización de la muestra aleatoria simple de

tamaño n (l = 1, . . . , L− 1, fnL = 1−
L−1∑
l=1

fnl), y Ẽ(X |fn) representa
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la media muestral de X , entonces, cualquiera que sea Ṽ ∈ Fc(R), se

satisface que
{[

Dϕ
W (Ẽ(X |fn), Ṽ )

]2}
n

es una sucesión de estimadores

de
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

que es fuertemente consistente, es decir, cuan-

do n → ∞ se tiene que:[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2 c.s.−→

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

,

cualquiera que sea p = (p1, . . . , pL−1) ∈ (0, 1)L−1.

ii) La sucesión de variables aleatorias reales:{√
n

[[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

−
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
]}

n

converge en ley hacia una normal unidimensional �(0, σ2(p)), con:

σ2(p) = Var

(
E

(
fX

[
f
�E(X|p) − f

�V

] ∣∣∣W ⊗ ϕ
) ∣∣∣∣p) ,

siempre que σ2(p) > 0.

iii) Si σ2(p) = 0 y para algún par (i, j) ∈ {1, . . . , L − 1} × {1, . . . , L − 1}
se cumple que:

hij =
∂2

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

∂pi∂pj

= 2 E
(
[f
�xi
− f

�xL
][f

�xj
− f

�xL
] |W ⊗ ϕ

)
> 0,

entonces:{
2 n

[[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

−
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
]}

n

es una sucesión de variables aleatorias reales que converge en ley hacia

una combinación lineal de, a lo sumo, L − 1 variables chi-cuadrado

con 1 grado de libertad e independientes.
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Demostración.

i) En las condiciones de la proposición puede asegurarse que fn
c.s.−→

p, por lo que de acuerdo con los resultados de la Teoŕıa Asintótica

en Inferencia Paramétrica, al ser
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

continua en un

entorno de p, se concluye que:[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2 c.s.−→

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

cuando n → ∞, es decir,
{[

Dϕ
W (Ẽ(X |fn), Ṽ )

]2}
n

es una sucesión

estimadora de
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

fuertemente consistente.

ii) Por las condiciones supuestas, para n suficientemente grande es posible

desarrollar
[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

en un entorno de p. De este modo, el

desarrollo de Taylor de primer orden de
[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

será:

[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

=
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

+∇
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

(fn − p)t

+
1

2
(fn − p)H

([
Dϕ

W (Ẽ(X |p∗
n), Ṽ )

]2
)

(fn − p)t,

con ∇ el correspondiente vector gradiente, H = [hij ] la matriz hessiana

(L − 1) × (L − 1), y p∗
n ∈ P tal que ‖p∗

n − p‖ ≤ ‖fn − p‖.
Por lo tanto:

√
n

[[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

−
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
]
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= ∇
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2 (√

n(fn − p)
)t

+
1

2
(fn − p)H

([
Dϕ

W (Ẽ(X |p∗
n), Ṽ )

]2
)(√

n(fn − p)
)t

.

El vector gradiente vendrá dado por la matriz fila:

∇
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

=

(
∂

∂p1

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

; · · · ; ∂

∂pL−1

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

donde, para i ∈ {1, . . . , L − 1}, se cumple que:

∂

∂pi

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

= E
(
2
[
f
�xi
− f

�xL

] [
f
�E(X|p) − f

�V

] ∣∣∣W ⊗ ϕ
)

.

Como
√

n(fn − p) se distribuye asintóticamente como una normal

(L − 1)-dimensional �
(
0,

[
I F
X (p)

]−1
)
, según las propiedades de la

convergencia en ley se tiene que cuando n → ∞ la sucesión{
∇

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2 (√

n(fn − p)
)t
}

n

converge en ley a una variable con distribución:

�

(
0, ∇

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2 [

I F
X (p)

]−1
(
∇

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)t

)
,

siempre que sea positiva la varianza:
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σ2(p) = ∇
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2 [

I F
X (p)

]−1
(
∇

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)t

=

L−1∑
i=1

L−1∑
j=1

pi(δij − pj)

(
∂

∂pi

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

·
(

∂

∂pj

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

,

es decir:

σ2(p) = Var

(
E

(
fX

[
f
�E(X|p) − f

�V

] ∣∣∣W ⊗ ϕ
) ∣∣∣∣p) .

En virtud de las propiedades relativas a las convergencias en ley y en

probabilidad, al ser ‖p∗
n − p‖ ≤ ‖fn − p‖ se tiene que cuando n → ∞:∂2

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

∂pi∂pj


p=p∗

n

p→
∂2

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

∂pi∂pj
,

para cualesquiera i, j ∈ {1, . . . , L − 1}. Por otro lado, fn
c.s.→ p, y por

lo tanto fn
p→ p, cuando n → ∞, de donde:

1

2
(fn − p)H

([
Dϕ

W (Ẽ(X |p∗
n), Ṽ )

]2
)

p→ 0

y, como
√

n(fn − p)
L→ �

(
0,

[
I F
X (p)

]−1
)
, se tiene que:

1

2
(fn − p)H

([
Dϕ

W (Ẽ(X |p∗
n), Ṽ )

]2
)(√

n(fn − p)
)t L→ 0

y, en consecuencia:

1

2
(fn − p)H

([
Dϕ

W (Ẽ(X |p∗
n), Ṽ )

]2
)(√

n(fn − p)
)t p→ 0.
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Los resultados anteriores garantizan que la sucesión:{√
n

[[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

−
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
]}

n

converge en ley hacia una variable con distribución

�

(
0,∇

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2 [

I F
X (p)

]−1
(
∇

[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)t

)

cuando n → ∞, por lo tanto se verifica ii) siempre que σ2(p) > 0.

iii) La matriz I F
X (p) es definida positiva, por lo que la forma cuadrática

asociada a I F
X (p) y a

[
I F
X (p)

]−1
es definida positiva. En consecuencia,

si σ2(p) = 0 se debe cumplir que ∇
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

= 0.

Si se considera ahora el desarrollo de Taylor de segundo orden de[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

, puede asegurarse que para n suficientemente grande:

[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

=
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

+
1

2
(fn − p)H

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

(fn − p)t

+
1

6

L−1∑
i=1

L−1∑
j=1

L−1∑
k=1

∂3
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

∂pi∂pj∂pk


p=p∗∗

n

·(fni − pi)(fnj − pj)(fnk − pk),

con p∗∗
n ∈ P tal que ‖p∗∗

n − p‖ ≤ ‖fn − p‖.
Por lo tanto:
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2n

[[
Dϕ

W (Ẽ(X |fn), Ṽ )
]2

−
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
]

= (
√

n(fn − p))H

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)(√

n(fn − p)
)t

+
1

3

L−1∑
i=1

L−1∑
j=1

L−1∑
k=1

∂3
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

∂pi∂pj∂pk


p=p∗∗

n

· (fni − pi)
(√

n(fnj − pj)
) (√

n(fnk − pk)
)
.

Razonando como en el apartado ii), puede concluirse que:

(fni − pi)
(√

n(fnj − pj)
) (√

n(fnk − pk)
) p→ 0.

Además, se tiene que la sucesión:{(√
n(fn − p)

)
H

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
) (√

n(fn − p)
)t
}

n

converge en ley hacia:

Y H

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

Y t,

donde Y es un vector aleatorio con distribución normal (L−1)-dimen-

sional �
(
0,
[
I F
X (p)

]−1
)
.

Como se supone que alguna de las derivadas segundas

hij = ∂2
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

/∂pi∂pj

es positiva y, por lo tanto, que H

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

no se reduce a

la matriz nula de orden (L−1)×(L−1), y ya que el rango de
[
I F
X (p)

]−1
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es L− 1, debe cumplirse que el vector Y puede expresarse como Y =

Z B con Z vector aleatorio (L−1)-dimensional cuyas componentes son

L−1 variables aleatorias independientes e idénticamente distribuidas,

con distribución �(0, 1), y B es una matriz (L− 1) × (L − 1) tal que

BBt =
[
I F
X (p)

]−1
. Además, existe una transformación Z = U C en

la que C es una matriz ortogonal, de forma que:

Y H

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

Y t

= Z BH

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

Bt Zt

= U CBH

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

Bt Ct U t

= λ1U
2
1 + · · ·+ λqU

2
q ,

con λ1, . . . , λq (q ≤ L − 1) los autovalores no nulos de la matriz

(L − 1) × (L − 1) dada por BH

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

Bt, y donde

U1, . . . , Uq son variables aleatorias independientes e idénticamente

distribuidas con distribución �(0, 1).

En consecuencia, el estudio de la forma cuadrática

Y H

([
Dϕ

W (Ẽ(X |p), Ṽ )
]2
)

Y t

se reduce en primer lugar al de una forma cuadrática de un vector nor-

mal (L−1)-dimensional con componentes independientes y �(0, 1), y

este último se reduce a su vez al de una combinación lineal de variables

aleatorias independientes e idénticamente distribuidas, con distribu-

ción chi-cuadrado χ2
1, es decir, una combinación lineal de cuadrados de

variables aleatorias independientes e idénticamente distribuidas, con

distribución �(0, 1). �
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Cuando se cumple que Ẽ(X |p) = Ṽ , que equivale a
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2

=

0, entonces la varianza σ2(p) se anula. Como implicación, sobre la base de

la proposición precedente y de las propiedades de las convergencias en ley

y en probabilidad (especialmente, del Teorema de Slutsky), se tiene que:

Teorema 2.1.4 Para cada n ∈ N, se consideran n variables aleatorias di-

fusas, X1 . . . , Xn, independientes e idénticamente distribuidas que X (es de-

cir, una muestra aleatoria simple de tamaño n a partir de X ), definidas so-

bre el espacio de probabilidad (Ω,A, P ) de forma que P ({ω ∈ Ω | X ) = x̃l}) =

pl con pl ∈ (0, 1), l = 1, . . . , L,
L∑

l=1

pl = 1.

Si σ2(p) se anula, fn = (fn1, . . . , fn(L−1)) ∈ [0, 1]L−1, con fnl = frecuencia

relativa de x̃l en la correspondiente realización de la muestra aleatoria simple

de tamaño n (l = 1, . . . , L − 1, fnL = 1 −
L−1∑
l=1

fnl), y X representa el valor

esperado muestral de X en el espacio de probabilidad, entonces se cumple

que la sucesión de variables aleatorias reales:{
2 n

[[
Dϕ

W (X , Ṽ )
]2

−
[
Dϕ

W (Ẽ(X |p), Ṽ )
]2
]}

n

converge en ley cuando n → ∞ hacia una combinación lineal de variables

chi-cuadrado con 1 grado de libertad e independientes:

λ̂1 χ2
1,1 + . . . + λ̂q χ2

1,q

(con q ≤ L−1), en la que λ̂1, . . . , λ̂q son los autovalores muestrales no nulos

de la matriz (L − 1) × (L − 1) dada por:

B(fn)H

([
Dϕ

W (X , Ṽ )
]2
)

B(fn)t,

con:

B(fn)B(fn)t =
[
I F
X (fn)

]−1
= [fni(δij − fnj)],
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y la matriz hessiana muestral dada por:

H

([
Dϕ

W (X , Ṽ )
]2
)

=

[
∂2

[
Dϕ

W (X , Ṽ )
]2

/∂fni∂fnj

]
= 2 E

(
[f
�xi
− f

�xL
][f

�xj
− f

�xL
] |W ⊗ ϕ

)
(que es independiente de la muestra).

Como consecuencia del teorema anterior, se obtiene el siguiente procedi-

miento de contraste:

Teorema 2.1.5 Para contrastar al nivel de significación nominal α la hipó-

tesis nula:

H0 : Ẽ(X |P ) = Ṽ

frente a la alternativa:

Ha : Ẽ(X |P ) 	= Ṽ ,

H0 debe rechazarse siempre que:

2 n
[
Dϕ

W (X , Ṽ )
]2

> τα,

donde τα es el percentil de orden 100(1 − α) de la distribución de λ̂1 χ2
1,1 +

. . . + λ̂q χ2
1,q.

Además, la probabilidad de rechazar H0 bajo la hipótesis alternativa con-

verge a 1 cuando n → ∞.

Observación 2.1.1 La combinación lineal de variables chi-cuadrado en

el Teorema 2.1.5 puede aproximarse siguiendo criterios que proporcionen

aproximaciones apropiadas (como el sugerido por Pardo and Zografos, 2000).

De hecho, en las simulaciones posteriores que involucran dicha distribución

asintótica se ha seguido ese criterio.

La conclusión del Teorema 2.1.5 se aplica a continuación sobre un ejemplo

real.
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Ejemplo 2.1.2 Para analizar el porcentaje de conocimiento de informática

a nivel de usuario adquirido por los estudiantes del primer curso de Gestión

y Administración Pública de la Universidad de Oviedo (población Ω), se

seleccionó una muestra aleatoria de 80 estudiantes y se les preguntó por su

percepción personal sobre este tema. Las respuestas están recopiladas en la

Tabla 2.1.

Tabla 2.1: Nivel de conocimientos adquirido

Respuestas Nulo Bajo Medio Medio-alto Alto

Frequencias 1 22 27 23 7

Nulo = Tra(0, 0, 0, 10),

Bajo = Tra(0, 10, 30, 40),

Medio = Tra(30, 40, 60, 70),

Medio-alto = Tra(50, 60, 70, 80),

Alto = Tra(70, 80, 100, 100).

Fig. 2.2: Conjuntos difusos correspondientes al nivel de
conocimiento en informática
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Los profesores de esos alumnos han identificado las respuestas con los

números difusos trapezoidales de la Figura 2.2, denotando por Ṽ el conjunto

difuso trapezoidal Tra(inf Ṽ0, inf Ṽ1, sup Ṽ1, sup Ṽ0).

Los profesores creen que el porcentaje de conocimiento adquirido por

sus estudiantes es, en media, “en torno a un 50% o quizás un poco más” y

expresan esa percepción mediante el número difuso Tra(45, 50, 60, 65).

Si para contrastar

H0 : Ẽ(X |P ) = Tra(45, 50, 60, 65)

se utiliza el test asintótico emṕırico del Teorema 2.1.5, se obtiene un p-

valor igual a 0.003, por lo que H0 debeŕıa ser rechazada a los niveles de

significación nominales usuales (α = 0.05, 0.01, 0.005). Sin embargo, al

contrastar H0 : Ẽ(X |P ) = Medio se obtendŕıa un p-valor igual a 0.141 y,

en este caso, no se rechazaŕıa la hipótesis a esos niveles.

2.1.3 Test bilateral bootstrap para el valor esperado

de una variable aleatoria difusa simple

Con el fin de justificar el uso práctico, en referencia a la significación, del

test asintótico emṕırico propuesto en la subsección precedente, e investi-

gar a partir de qué tamaños muestrales pueden considerarse aceptables las

aproximaciones obtenidas, se han realizado estudios de simulación siguiendo

las pautas sugeridas en Colubi et al. (2002).

De la misma manera, para evaluar la precisión perdida por la estimación

de los autovalores necesaria en la aplicación del test del Teorema 2.1.5 y con

el objetivo añadido de disponer de un punto de referencia para posteriores

comparaciones, se ha simulado el comportamiento del test asintótico teórico

(en el que se suponen conocidos los autovalores no nulos poblacionales).
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En la Tabla 2.2 se recoge un resumen de los resultados obtenidos en

10000 realizaciones de los tests para ciertas poblaciones finitas simuladas y

distintos tamaños muestrales. Para realizar tales simulaciones, se ha elegi-

do la medida de Lebesgue para formalizar tanto W como ϕ, aunque más

adelante se mostrará un estudio más amplio en este sentido.

Tabla 2.2: Simulación para los tests asintóticos (una muestra)

n=5 n=10 n=30 n=100 n=300 n=500

Test asintótico 4.74 4.41 4.38 5.12 5.09 4.95

Test asintótico emṕırico 16.09 12 6.78 6.01 5.24 5.01

La tabla presenta el porcentaje de rechazos a nivel α = 0.05 en esas

10000 realizaciones cuando la hipótesis nula es cierta. Aśı, el error muestral

asintótico para un nivel de confianza del 95% que subyace en relación con

el valor nominal 0.05 del test es de 0.004272.

A la vista de los resultados de la Tabla 2.2, puede concluirse que la es-

timación de los autovalores hace perder mucha precisión respecto al valor

nominal de la significación y, de hecho, se comprueba que los tamaños mues-

trales necesarios para obtener resultados razonables son ciertamente eleva-

dos. Por este motivo, y con el fin de establecer analoǵıas con los métodos

usuales en el caso real, parece interesante recurrir a técnicas bootstrap en

este contexto.

Como punto de partida pueden consultarse los resultados clásicos re-

ferentes al bootstrap en el test t de una muestra que aparecen en Efron

and Tibshirani (1993). Una de las particularidades del espacio Fc(R), que

habrá que tener en cuenta en cualquier situación en la que se pretendan

utilizar estas técnicas, es la falta de linealidad. En el bootstrap clásico,

para conseguir que la distribución de la que remuestrear esté bajo la hipó-



126 Caṕıtulo 2

tesis nula, se suelen calcular residuos por diferencia respecto a la media

muestral. En el presente caso, la falta de linealidad obliga a conseguir

colocar las muestras bajo la hipótesis nula sin utilizar en ningún momento

el operador diferencia. Como se señala en Shao and Tu (1995) existen

diversos métodos bootstrap válidos para llevar a cabo un mismo test.

Para el problema que se considera en esta sección, el propósito será in-

troducir únicamente técnicas básicas que podrán ser mejoradas en el futuro

siguiendo las ideas que llevan a perfeccionar, bajo ciertas condiciones, las

técnicas clásicas (ver, por ejemplo, Sutton, 1993, para tests de una muestra,

o Hall and Martin, 1988, para tests de dos muestras). La primera técnica

que sugiere la forma del estad́ıstico con el que se soluciona el test asintótico

se podŕıa plantear como sigue:

Sea (Ω,A, P ) un espacio de probabilidad y X una variable aleatoria

difusa asociada a él que toma L valores diferentes x̃1, . . . , x̃L con probabi-

lidades respectivas p1, . . . , pL. Para cada n ∈ N se considera una muestra

aleatoria de n observaciones de X independientes, denotándose por fn =

(fn1, . . . , fnL) el vector aleatorio de las frecuencias muestrales.

Se considera ahora una nueva población dada por una realización de la

muestra aleatoria anterior. Se remuestrea a partir de esta última población,

obteniendo de nuevo una muestra de tamaño n. Si se denota el vector

aleatorio asociado a esa nueva muestra por f∗n = (f ∗
n1, . . . , f

∗
nL), el estad́ıstico

del contraste será:

T 1
n =

[
Dϕ

W (Ẽ(X |fn), Ẽ(X |f∗n))
]2

y su distribución puede aproximarse por el método de Monte Carlo. Se

concluye que:
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Teorema 2.1.6 Para contrastar al nivel de significación nominal α la hipó-

tesis nula:

H0 : Ẽ(X |P ) = Ṽ

frente a la alternativa:

Ha : Ẽ(X |P ) 	= Ṽ ,

H0 debe rechazarse (de acuerdo con una primera aproximación bootstrap)

siempre que: [
Dϕ

W (X , Ṽ )
]2

> zα,

donde X = Ẽ(X |f∗n) y zα es el 100(1−α) percentil de la distribución de T 1
n .

Demostración. Es equivalente considerar el estad́ıstico y el valor cŕıtico

multiplicados por 2 n.

Siguiendo las indicaciones en Shao and Tu (1995), se probará que la

sucesión: {
2n

[
Dϕ

W (Ẽ(X |f∗n), Ẽ(X |fn))
]2
}

n

es fuertemente consistente con la sucesión:{
2n

[
Dϕ

W

(
X , Ṽ

)]2
}

n

bajo la hipótesis H0.

Sea f∗m una distribución de frecuencias obtenida en un remuestreo de

tamaño m, y sea Ṽ ∈ Fc(R) un número difuso cualquiera. Al igual que en

la Proposición 2.1.3, se puede obtener el desarrollo de Taylor de segundo

orden de
[
Dϕ

W

(
Ẽ(X |f∗m), Ṽ )

)
]2 en un entorno de fn como sigue:[

Dϕ
W

(
Ẽ(X |f∗m), Ṽ )

)]2

=
[
Dϕ

W

(
Ẽ(X |fn), Ṽ

)]2

+∇
[
Dϕ

W

(
Ẽ(X |fn), Ṽ )

)]2

(f∗m − fn)t
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+
1

2
(f∗m − fn)H

([
Dϕ

W

(
Ẽ(X |fn), Ṽ

)]2
)

(f∗m − fn)t

+
1

6

∑
i

∑
j

∑
k

∂3
[
Dϕ

W

(
Ẽ(X |p), Ṽ

)]2

∂pi∂pj∂pk


p=p∗∗

n,m

· (f ∗
mi − fni)

(
f ∗

mj − fnj

)
(f ∗

mk − fnk) ,

con ‖p∗∗
n,m − fn‖ ≤ ‖f∗m − fn‖.

Siguiendo un razonamiento análogo al aplicado en la Proposición 2.1.3,

y teniendo en cuenta que la matriz hessiana no depende de Ṽ ni del valor

del paramétro vectorial fn, se puede evaluar la expresión en Ṽ = Ẽ(X |fn)

y probar entonces que los ĺımites reiterados

lim
n→∞

lim
m→∞

2m
[
Dϕ

W

(
Ẽ(X |f∗m), Ẽ(X |fn)

)]2

,

lim
m→∞

lim
n→∞

2m
[
Dϕ

W

(
Ẽ(X |f∗m), Ẽ(X |fn)

)]2

coinciden en ley.

De esta manera, eligiendo m = n, se obtiene que:{
2n

[
Dϕ

W (Ẽ(X |f∗n), Ẽ(X |fn))
]2
}

n

converge en ley cuando n → ∞ hacia la distribución de una combinación

lineal

λ1 Z2
1 + . . . + λq Z2

q ,

donde λ1, . . . , λq son los autovalores no nulos en iii) de la Proposición 2.1.3,

de lo que se deduce la consistencia fuerte buscada.

Aśı se asegura que el test es asintóticamente correcto en el sentido de

alcanzar, en el ĺımite, la significación nominal y, de la misma manera, bajo

la hipótesis alternativa la probabilidad de rechazo es 1 en el ĺımite. �
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Como suele ocurrir en el caso real (ver, por ejemplo, Efron and Tibshi-

rani, 1993) se puede mejorar notablemente la precisión del test bootstrap

incorporando la variabilidad. En el siguiente teorema se prueba que in-

cluyendo esa variabilidad el bootstrap es consistente y, más adelante, se

ilustrará la mejora que conlleva mediante simulaciones.

Teorema 2.1.7 Para contrastar al nivel de significación nominal α la hipó-

tesis nula

H0 : Ẽ(X |p) = Ṽ

frente a la alternativa

Ha : Ẽ(X |p) 	= Ṽ ,

H0 debe rechazarse (según una segunda aproximación bootstrap) siempre

que: [
Dϕ

W (X , Ṽ )
]2

Ŝ(X |fn)
> zα,

donde zα es el 100(1 − α) percentil de la distribución de

T 2
n =

[
Dϕ

W (Ẽ(X |fn), Ẽ(X |f∗n))
]2

Ŝ2(X |f∗n)
,

y:

Ŝ2(X |fn) =
n

n − 1
S2(X |fn) =

1

n − 1

L∑
l=1

[
Dϕ

W (x̃l, Ẽ(X |fn))
]2

fnl.

Demostración. En el Teorema 2.1.6 se probó la convergencia en ley del

numerador de T 2
n hacia una variable aleatoria real que se denotará por T .

Por otro lado, los resultados de Lubiano et al. (1999) permiten asegurar

que {Ŝ2(X |f∗n)}n converge casi seguro a

S2(X |p) =
1

n

L∑
l=1

[
Dϕ

W (x̃l, Ẽ(X |p))
]2

pl
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cuando n → ∞. En consecuencia, aplicando el Teorema de Slutsky se

concluye que la sucesión {T 2
n}n converge en ley hacia la distribución de

(n − 1) T

n S2(X |p)
= (n − 1) T

/ L∑
l=1

[
Dϕ

W (x̃l, Ẽ(X |p))
]2

pl

en ley cuando n → ∞. Esta distribución ĺımite se puede aproximar por

Monte Carlo, y resolver aśı el test mediante bootstrap. �

Observación 2.1.2 Siguiendo las ideas del teorema precedente, puede de-

sarrollarse una versión bootstrap de la Proposición 2.1.3-ii) que seŕıa útil

para el estudio de la potencia del test del Teorema 2.1.7. Este estudio podŕıa

llevarse a cabo en términos del parámetro real θϕ
W = Dϕ

W (Ẽ(X |P ), Ṽ ).

Los métodos que acaban de establecerse se aplican a continuación para

los datos del Ejemplo 2.1.2.

Ejemplo 2.1.3 Se considera la situación en el Ejemplo 2.1.2.

Si para contrastar H0 : Ẽ(X |P ) = Tra(45, 50, 60, 65) se utiliza la segunda

técnica bootstrap (Teorema 2.1.7), se obtiene un p-valor igual a 0.001, de

forma que H0 debeŕıa ser rechazada a los niveles de significación usuales

(α = 0.05, 0.01, 0.005). Sin embargo, al contrastar H0 : Ẽ(X |P ) = Medio

se obtendŕıa un p-valor igual a 0.135 y, en este caso, no se rechazaŕıa la

hipótesis a esos niveles.

2.1.4 Estudios de simulación: comparación de técnicas

de contraste sobre el valor esperado de una va-

riable aleatoria difusa

Ya se han mostrado algunas conclusiones parciales obtenidas en estudios

comparativos de simulación.
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Los estudios que se presentan en esta subsección se han llevado a cabo en

un marco más amplio con el fin de analizar el comportamiento de los tests

en distintas situaciones. En concreto, se han simulado poblaciones con di-

ferente número de modalidades L = 5, L = 10 y L = 20 (en realidad se han

simulado también poblaciones con 50 y 100 modalidades pero las conclu-

siones que se obteńıan no difieren sustancialmente de las que se expondrán

en la memoria). Asimismo, se han elegido distintas distribuciones sobre esos

valores. En primer lugar, se han hecho simulaciones considerando tamaños

muestrales pequeños y medios. Las conclusiones que se extraen de estos

estudios nos permitirán simplificar los realizados para grandes muestras, ya

que éstos implican un alto coste computacional.

Para muestras pequeñas y de tamaño medio se han elegido diferentes

medidas ϕ para ponderar la información de los α-niveles del número difuso

y la medida W elegida ha sido la de Lebesgue. A continuación ϕ1 denotará

la medida de Lebesgue, ϕ2 representará una distribución β(2, 10) (i.e., a

menor nivel mayor ponderación) y ϕ3 será una β(10, 2) (i.e., a mayor nivel

mayor ponderación). Hemos observado que, como cab́ıa esperar, no hay

una elección uniformemente buena de ϕ, ya que depende de la forma de

los conjuntos difusos. Por esta razón, para grandes muestras hemos optado

únicamente por ϕ1.

En estos estudios se han considerado cuatro tests. T1 representará el

test asintótico teórico (para el que se suponen conocidos los autovalores

poblacionales), T2 denotará el test asintótico emṕırico (en el que se estiman

los autovalores poblacionales por sus análogos muestrales), T3 representará

el primer test bootstrap y T4 representará el segundo.

En la Tabla 2.3 se muestran las conclusiones obtenidas, en media, para

muestras pequeñas y de tamaño medio en la simulación de tres tipos de

variables aleatorias difusas considerando para cada una dos distribuciones
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sobre sus valores poblacionales. Cada simulación corresponde a 10000 ite-

raciones y el número de réplicas bootstrap ha sido 1000. Se muestran los

porcentajes de rechazo al nivel de significación 0.05 cuando la hipótesis nula

es cierta.

Tabla 2.3: Simulación para muestras de tamaño pequeño/medio

T1 T2 T3 T4

ϕ1 ϕ2 ϕ3 ϕ1 ϕ2 ϕ3 ϕ1 ϕ2 ϕ3 ϕ1 ϕ2 ϕ3

L = 5 n = 5 4.74 4.14 3.77 16.09 16.99 23.72 15.78 16.93 26.6 2.29 2.44 2.34

n = 10 4.41 4.68 4.38 12 12.29 12.42 12.43 13.07 12.82 5.77 5.31 5.32

n = 30 4.38 4.98 4.88 6.78 6.85 7.12 7.14 6.94 7.83 4.96 4.66 4.65

n = 100 5.12 5.44 5.32 6.01 5.9 6.04 6.3 5.97 5.99 5.02 5.11 4.95

L = 10 n = 5 5.09 4.49 4.5 15.6 18.45 18.99 16.85 17.63 19.28 5.13 4.44 8.47

n = 10 4.53 4.52 4.4 10.42 11.34 10.79 11.52 11.58 21.01 3.85 4.73 16.21

n = 30 5.15 4.91 5 6.63 6.24 6.78 6.71 6.72 6.85 4.65 4.6 4.69

n = 100 4.89 4.64 5.01 5.59 5.61 5.74 5.69 5.61 5.71 4.94 4.92 4.97

L = 20 n = 5 4.56 4.6 4.61 23.21 20.96 20.29 21.13 19.2 19.59 6.29 5.56 6.62

n = 10 4.31 4.19 3.97 12.78 11.78 14.7 12.95 12.92 14.94 7.71 6.69 9.34

n = 30 5.18 5.05 5.12 6.59 6.61 7.7 7.17 6.72 7.92 4.61 4.6 4.94

n = 100 4.89 4.85 4.91 5.51 5.73 5.88 5.7 5.78 5.94 4.81 5 4.9

El test T1 se ha simulado únicamente como referencia, puesto que no es

aplicable en la práctica (pues no se conocen los autovalores poblacionales).

En la Tabla 2.3 se aprecia que, para estos tamaños muestrales tanto el test

T2 como el T3 proporcionan resultados inaceptables. Parece que el test T2

funciona ligeramente mejor que el T3 pero peor que el T4. Este último test

proporciona mejores resultados a partir de n = 30.

Convendŕıa remarcar que, debido al coste computacional de estos estu-

dios, se han realizado únicamente 10000 repeticiones de cada test, lo que

implica un error muestral asintótico cercano a 5 centésimas, que explicaŕıa

en parte las variaciones que se producen en torno al valor nominal.

En las simulaciones de grandes muestras hemos tenido en cuenta única-

mente la medida ϕ1 y los tests T2 y T4. Esta simplificación ha permitido
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elevar el número de repeticiones a 40000, con lo que se consigue reducir el

error muestral a 0.002136. Los resultados se presentan en la Tabla 2.4

Tabla 2.4: Simulación para grandes muestras

L = 5 L = 10 L = 20

T2 T4 T2 T4 T2 T4

n = 300 4.88 4.83 5.3 5.06 5.16 5.09

n = 500 5.22 5.08 4.91 4.87 5.19 5.07

2.2 Contrastes sobre la igualdad de medias

poblacionales de dos variables aleatorias

difusas con valores en Fc(R)

Para contrastar la igualdad de medias poblacionales de dos variables aleato-

rias reales se recurre usualmente a un estad́ıstico que involucra la diferencia

o distancia eucĺıdea entre las correspondientes medias muestrales. La dis-

tribución exacta de ese estad́ıstico suele determinarse bajo condiciones de

normalidad de las variables.

En esta sección se examina en primer lugar el contraste bilateral para

la igualdad de valores esperados poblacionales de dos variables aleatorias

difusas, cuando estas variables tengan distribución normal y se disponga

de dos muestras independientes. Se comprobará que, al igual que en el

caso de una muestra el procedimiento en el que la distancia eucĺıdea en

R se reemplaza por la métrica Dϕ
W en Fc(R), se reduce a un contraste de

hipótesis con variables aleatorias reales normales.
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Por otro lado, se estudiarán otras dos aproximaciones del problema de

contraste: la basada en la Teoŕıa de Grandes Muestras y la basada en las

técnicas bootstrap. Finalmente, se compararán los diferentes procedimien-

tos mediante simulaciones y se ilustraran con algunos ejemplos.

2.2.1 Test bilateral para la igualdad

de valores esperados poblacionales

de dos variables aleatorias difusas normales

Sean (Ω1,A1, P1) y (Ω2,A2, P2) dos espacios de probabilidad, X1 : Ω1 →
Fc(R) y X2 : Ω2 → Fc(R) dos variables aleatorias difusas normales asociadas

cada una a su respectivo espacio, y con varianzas σ2
1 , σ2

2 , respectivamente,

y Ẽ(X1|P1), Ẽ(X2|P2) sus medias poblacionales.

El primer problema es contrastar la hipótesis nula H0 : Ẽ(X1|P1) =

Ẽ(X2|P2) (es decir,
[
Dϕ

W (Ẽ(X1|P1), Ẽ(X2|P2))
]2

= 0) frente a la alternativa

Ha : Ẽ(X1|P1) 	= Ẽ(X2|P2) (es decir,
[
Dϕ

W (Ẽ(X1|P1), Ẽ(X2|P2))
]2

> 0),

cuando se supone que σ2
1 = σ2

2 = σ2 es desconocida. Para ello, se consideran

una primera muestra aleatoria simple, X11, . . . ,X1n1 a partir de X1 y otra

segunda muestra aleatoria simple independiente de la anterior, X21, . . . ,X2n2

a partir de X2. Se denota por X 1 la media muestral de X1 y por X 2 la media

muestral de X2, es decir:

X 1 =
1

n1
(X11 ⊕ . . . ⊕X1n1) , X 2 =

1

n2
(X21 ⊕ . . . ⊕ X2n2) .

Para este propósito va a emplearse el estad́ıstico:

Z =

[
Dϕ

W (X 1,X 2)
]2 −

[
Dϕ

W (Ẽ(X1|P1), Ẽ(X2|P2))
]2

S2

[
1

n1
+

1

n2

] ,
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donde

S2 =
n1S

2
1 + n2S

2
2

n1 + n2 − 2

y

S2
j =

1

nj

nj∑
i=1

[
Dϕ

W (Xji,X j)
]2

, j = 1, 2.

Por las propiedades de la función f·(·, ·) y de la métrica Dϕ
W , si se expresa

Xji = ξji ⊕ Ẽ(Xj |Pj) y, por tanto, X j = ξj ⊕ Ẽ(Xj|Pj) (j = 1, 2), puede

concluirse que cuando H0 es cierta:

[
Dϕ

W (X 1,X 2)
]2

=
[
ξ1 − ξ2

]2
,

[
Dϕ

W (Ẽ(X1|P1), Ẽ(X2|P2))
]2

= [E(ξ1|P1) − E(ξ2|P2)]
2 ,

y

S2
j =

1

nj

nj∑
i=1

[
ξji − ξj

]2

(j = 1, 2), por lo que Z coincide con el estad́ıstico clásico para la igualdad

de medias de dos poblaciones normales con varianzas desconocidas coinci-

dentes, es decir:

n1n2(n1 + n2 − 2)

n1 + n2

[
ξ1 − ξ2

]2

n1∑
i=1

[
ξ1i − ξ1

]2
+

n2∑
i=1

[
ξ2i − ξ2

]2

y, en consecuencia, bajo H0 (que implica E(ξ1|P1) = E(ξ2|P2)) el estad́ıstico

Z tiene distribución F de Snedecor con 1 y n1 + n2 − 2 grados de libertad.

Por todo ello, puede afirmarse que:
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Teorema 2.2.1 Para contrastar al nivel de significación α la hipótesis nu-

la:

H0 : Ẽ(X1|P1) = Ẽ(X2|P2)

frente a la alternativa:

Ha : Ẽ(X1|P1) 	= Ẽ(X2|P2),

H0 debe rechazarse siempre que:

n1n2(n1 + n2 − 2)

n1 + n2

[
Dϕ

W (X 1,X 2)
]2

n1∑
i=1

[
Dϕ

W (X1i,X 1)
]2

+
n2∑
i=1

[
Dϕ

W (X2i,X 2)
]2

> F1,n1+n2−2, α,

donde F1,n1+n2−2, α denota el percentil de orden 100(1−α) de la distribución

F de Snedecor con 1 y n1 + n2 − 2 grados de libertad.

El segundo problema que va a tratarse es el de contrastar la hipóte-

sis nula H0 frente a la alternativa Ha del problema anterior, cuando se

supone que las varianzas σ2
1 y σ2

2 son conocidas y se dispone de sendas

muestras aleatorias simples independientes, X11, . . . ,X1n1 a partir de X1 y

X21, . . . ,X2n2 a partir de X2. Razonando en forma análoga al problema

precedente, puede concluirse que:

Teorema 2.2.2 Para contrastar al nivel de significación α la hipótesis nu-

la:

H0 : Ẽ(X1|P1) = Ẽ(X2|P2)

frente a la alternativa:

Ha : Ẽ(X1|P1) 	= Ẽ(X2|P2),
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H0 debe rechazarse siempre que:

[
Dϕ

W (X 1,X 2)
]2

σ2
1

n1
+

σ2
2

n2

> χ2
1, α,

donde χ2
1, α es el percentil de orden 100(1−α) de la distribución chi-cuadrado

con 1 grado de libertad.

De este modo, con independencia de la elección de W y ϕ, si H0 es

cierta pueden utilizarse los tests para las variables aleatorias reales nor-

males correspondientes a las diferencias de Hukuhara ξji = Xji −h Ẽ(Xj|Pj)

(j = 1, 2), que en ambos casos son sencillas de determinar. La potencia de

los tests precedentes podŕıa estudiarse en forma análoga a la de los tests

tradicionales para variables aleatorias reales normales.

2.2.2 Test bilateral asintótico para la igualdad

de valores esperados poblacionales

de dos variables aleatorias difusas simples

En el caso de variables aleatorias difusas simples, puede seguirse un pro-

ceso análogo al de la Subsección 2.1.2, para lo cual se considera un es-

tad́ıstico en el que figuran los valores esperados muestrales que son función

de sendos estimadores consistentes y asintóticamente normales de los esti-

madores analógicos de dos parámetros vectoriales poblacionales.

Sean (Ω1,A1, P1) y (Ω2,A2, P2) dos espacios de probabilidad, X1 : Ω1 →
Fc(R) y X2 : Ω2 → Fc(R) dos variables aleatorias difusas simples asociadas

cada una a su respectivo espacio.
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Sean x̃11, . . . , x̃1L1 ∈ Fc(R) los distintos valores de X1 en la población, y

p11, . . . , p1L1 las probabilidades respectivas (P1({ω1 ∈ Ω1|X1(ω1) = x̃1l1}) =

p1l1 > 0, l1 = 1, . . . , L1,
∑L1

l1=1 p1l1 = 1).

Sean x̃21, . . . , x̃2L2 ∈ Fc(R) los distintos valores de X2 en la población, y

p21, . . . , p2L2 las probabilidades respectivas (P2({ω2 ∈ Ω2|X2(ω2) = x̃2l2}) =

p2l2 > 0, l2 = 1, . . . , L2,
∑L2

l2=1 p2l2 = 1).

Si se denota la media poblacional de X1 por Ẽ(X1|p1), con

p1 = (p11, . . . , p1(L1−1)) ∈ (0, 1)L1−1,

se tiene que:

Ẽ(X1|p1) = p11 x̃11 ⊕ . . . ⊕ p1L1 x̃1L1 .

Análogamente, si se denota la media poblacional de X2 por Ẽ(X2|p2), con

p2 = (p21, . . . , p2(L2−1)) ∈ (0, 1)L2−1,

se tiene que:

Ẽ(X2|p2) = p21 x̃21 ⊕ . . . ⊕ p2L2 x̃2L2 .

Razonando de acuerdo con el comienzo de la Subsección 1.3.3, los parámetros

vectoriales p1 y p2 cumplen las condiciones de regularidad alĺı indicadas.

Sea X11, . . . ,X1n1 una muestra aleatoria simple a partir de la variable

X1, y X21, . . . ,X2n2 una muestra aleatoria simple a partir de X2 indepen-

diente de la muestra anterior. Se denotará por fn1l1 el estad́ıstico corres-

pondiente a la frecuencia relativa de x̃1l1 en la primera muestra aleatoria,

y por fn1 = (fn11, . . . , fn1(L1−1)). De forma similar, se denotará por fn2l2

el estad́ıstico correspondiente a la frecuencia relativa de x̃2l2 en la segunda

muestra aleatoria, y por fn2 = (fn21, . . . , fn2(L2−1)). Obviamente:
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X 1 =
1

n1
(X11 ⊕ . . . ⊕ X1n1) = Ẽ(X |fn1) = fn11 x̃11 ⊕ . . . ⊕ fn1L1 x̃1L1 ,

X 2 =
1

n2
(X21 ⊕ . . . ⊕ X2n2) = Ẽ(X |fn2) = fn21 x̃21 ⊕ . . . ⊕ fn2L2 x̃2L2 .

La sucesión de estimadores {fnj
}n es fuertemente consistente y se dis-

tribuye asintóticamente según una distribución normal (Lj −1)-dimensional

�

(
pj,

[
I F
Xj

(pj)
]−1

/nj

)
cuando nj → ∞, y nj(fnj

− pj)I
F
Xj

(pj)(fnj
− pj)

t

converge en distribución a una chi-cuadrado χ2
Lj−1 cuando nj → ∞, para

todo j ∈ {1, 2}. En consecuencia, razonando como en la Proposición 2.1.3,

se llega al resultado siguiente:

Proposición 2.2.3 Para cada par (n1, n2) ∈ N × N, se consideran nj

variables aleatorias difusas independientes e igualmente distribuidas que

Xj, definidas sobre el espacio de probabilidad (Ωj ,Aj, Pj) de forma que

Pj

({ωj ∈ Ωj | Xj(ωj) = x̃jlj}
)

= pjlj ∈ (0, 1), lj = 1, . . . , Lj ,
∑Lj

lj=1 pjlj =

1, j = 1, 2. Supongamos ambas muestras independientes. Se cumple en-

tonces que:

i) Si fnj
= (fnj1, . . . , fnj(Lj−1)) ∈ [0, 1]Lj−1, con fnj lj = frecuencia re-

lativa de x̃jlj en la correspondiente realización de la j-ésima mues-

tra aleatoria simple de tamaño nj (lj = 1, . . . , Lj − 1, fnjLj
=

1 − ∑Lj−1
lj=1 fnj lj ), y Ẽ(Xj|fnj

) representa la media muestral de Xj,

entonces, se satisface que
{[

Dϕ
W (Ẽ(X1|fn1), Ẽ(X2|fn2))

]2}
n1,n2

es una

sucesión de estimadores de
[
Dϕ

W (Ẽ(X1|p1), Ẽ(X2|p2))
]2

que es fuerte-

mente consistente, es decir, cuando n1 → ∞ y n2 → ∞ se tiene que:
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[
Dϕ

W (Ẽ(X1|fn1), Ẽ(X2|fn2))
]2 c.s.−→

[
Dϕ

W (Ẽ(X1|p1), Ẽ(X2|p2))
]2

,

cualesquiera que sean p1 = (p11, . . . , p1L1−1) ∈ (0, 1)L1−1 y p2 =

(p21, . . . , p2L2−1) ∈ (0, 1)L2−1.

ii) La sucesión de variables aleatorias reales:{√
n1 + n2

[[
Dϕ

W (Ẽ(X1|fn1), Ẽ(X2|fn2))
]2

−
[
Dϕ

W (Ẽ(X1|p1), Ẽ(X2|p2))
]2
]}

n1,n2

converge en ley hacia una normal unidimensional �(0, σ2(p1,p2)),

con:

σ2(p1,p2) = 4
[
Var

(
E

(
fX1

[
f
�E(X1|p1)

− f
�E(X2|p2)

] ∣∣∣W ⊗ ϕ
) ∣∣∣∣p1

)
+ Var

(
E

(
fX2

[
f
�E(X2|p2)

− f
�E(X1|p1)

] ∣∣∣W ⊗ ϕ
) ∣∣∣∣p2

)]
,

siempre que σ2(p1,p2) > 0.

iii) Si σ2(p1,p2) = 0 y se cumple que :

hi1k1 =
∂2

[
Dϕ

W (Ẽ(X1|fn1), Ẽ(X2|fn2))
]2

∂p1i1∂p1k1

= 2 E
(
[f
�x1i1

− f
�x1L1

][f
�x1k1

− f
�x1L1

] |W ⊗ ϕ
)

> 0,

para algún (i1, k1) ∈ {1, . . . , L1 − 1} × {1, . . . , L1 − 1}, o bien:

hi1k2 =
∂2

[
Dϕ

W (Ẽ(X1|fn1), Ẽ(X2|fn2))
]2

∂p1i1∂p2k2

= − 2 E
(
[f
�x1i1

− f
�x1L1

][f
�x2k2

− f
�x2L2

] |W ⊗ ϕ
)

> 0,

para algún (i1, k2) ∈ {1, . . . , L1 − 1} × {1, . . . , L2 − 1}, o bien:
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hi2k1 =
∂2

[
Dϕ

W (Ẽ(X1|fn1), Ẽ(X2|fn2))
]2

∂p2i2∂p1k1

= − 2 E
(
[f
�x2i1

− f
�x2L2

][f
�x1k1

− f
�x1L1

] |W ⊗ ϕ
)

> 0,

para algún (i2, k1) ∈ {1, . . . , L2 − 1} × {1, . . . , L1 − 1}, o bien:

hi2k2 =
∂2

[
Dϕ

W (Ẽ(X1|fn1), Ẽ(X2|fn2))
]2

∂p2i2∂p2k2

= 2 E
(
[f
�x2i2

− f
�x2L2

][f
�x2k2

− f
�x2L2

] |W ⊗ ϕ
)

> 0,

para algún (i2, k2) ∈ {1, . . . , L2 − 1} × {1, . . . , L2 − 1}, entonces:{
2(n1 + n2)

[[
Dϕ

W (Ẽ(X1|fn1), Ẽ(X2|fn2))
]2

−
[
Dϕ

W (Ẽ(X1|p1), Ẽ(X2|p2))
]2
]}

n1,n2

es una sucesión de variables aleatorias reales que cuando n1 → ∞
y n2 → ∞ converge en ley hacia una combinación lineal de, a lo

sumo, L1 + L2 − 2 variables chi-cuadrado con 1 grado de libertad e

independientes.

Cuando se cumple la igualdad Ẽ(X1|p1) = Ẽ(X2|p2), que equivale a

que
[
Dϕ

W (Ẽ(X1|p1), Ẽ(X2|p2))
]2

= 0, entonces la varianza σ2(p1,p2) se

anula. Como implicación, sobre la base de la proposición precedente y de las

propiedades de las convergencias en ley y en probabilidad (y, especialmente,

del Teorema de Slutsky), se obtiene el siguiente procedimiento de contraste:
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Teorema 2.2.4 Para contrastar al nivel de significación nominal α la hipó-

tesis nula:

H0 : Ẽ(X1|p1) = Ẽ(X2|p2)

frente a la alternativa:

Ha : Ẽ(X1|p1) 	= Ẽ(X2|p2),

H0 debe rechazarse siempre que:

2(n1 + n2)
[
Dϕ

W (X 1,X 2)
]2

> τα,

donde τα es el percentil de orden 100(1 − α) de la distribución de λ̂1 χ2
1,1 +

. . . + λ̂q χ2
1,q en la que λ̂1, . . . , λ̂q son los autovalores muestrales no nulos de

la matriz (L1 + L2 − 2) × (L1 + L2 − 2) dada por:

B(fn1, fn2)H

([
Dϕ

W (X 1,X 2)
]2
)

B(fn1 , fn2)
t,

con:

B(fn1 , fn2)B(fn1 , fn2)
t =

[
I F
X (fn1, fn2)

]−1

=



n1 + n2

n1

[
I F
X1

(fn1)
]−1

0

0
n1 + n2

n2

[
I F
X2

(fn2)
]−1

 ,

y la matriz hessiana muestral dada por:

H

([
Dϕ

W (X 1,X 2)
]2
)

=

(
[hi1k1] [hi1k2 ]

[hi2k1] [hi2k2 ]

)
,

(que es independiente de la muestra).

Además, la probabilidad de rechazar H0 bajo Ha converge a 1 cuando

n → ∞.
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La conclusión del Teorema 2.2.4 se aplica a continuación sobre un ejem-

plo real cuyos datos fueron proporcionados por miembros del Servicio de

Conservación de la Naturaleza, Dirección Regional de Montes y Medio Am-

biente de la Consejeŕıa de Agricultura, Medio Rural y Pesca del Principado

de Asturias.

Ejemplo 2.2.1 Se consideran las poblaciones Ω1 y Ω2 de los d́ıas de dos

determinados años, en los cuales se ha observado la variables nubosidad que,

por seguir fielmente la notación del Teorema 2.2.4 se denotará por (X )1 en

la primera población y por (X )2 en la segunda. Supongamos que se han

seleccionado al azar y de forma independiente 50 d́ıas de Ω1 y 45 de Ω2.

Las variables (X )1 y (X )2 toman los valores comunes soleado (x̃1), des-

pejado (x̃2), nubes y claros (x̃3), nuboso (x̃4) y totalmente cubierto (x̃5).

Expertos en la medición de estos valores los han descrito en términos de

los siguientes números difusos (entendidos como porcentajes) con soporte

contenido en [0, 100] y basados en S-curvas (ver Figura 2.3):

x̃1 = x̃11 = x̃21 = S(0, 20),

x̃2 = x̃12 = x̃22 =

{
S(10, 20) en (−∞, 20]

1 − S(50, 70) en otro caso,

x̃3 = x̃13 = x̃23 =


S(20, 40) en [20, 40]

1 en [40, 50]

1 − S(50, 70) en [50, 70]

0 en otro caso

x̃4 = x̃14 = x̃24 =


S(60, 70) en [60, 70]

1 en [70, 80]

1 − S(80, 90) en [80, 90]

0 en otro caso,
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x̃5 = x̃15 = x̃25 = 1 − S(80, 100), donde:

S(a, b)(t) =



0 if t ≤ a

2

(
t − a

b − a

)2

si t ∈
[
a,

a + b

2

]

1 − 2

(
t − b

b − a

)2

si t ∈
[
a + b

2
, b

]
1 en otro caso,

Fig. 2.3: Valores de la variable nubosidad

. . = soleado

- - - - = despejado

= nubes y claros

· · · · = nuboso

= totalmente cubierto

Para las muestras de d́ıas consideradas, los datos difusos observados se

han recogido en la Tabla 2.5.

Tabla 2.5: Datos de nubosidad en ciertos d́ıas de Ω1 y Ω2

Ωj \ X x̃1 x̃2 x̃3 x̃4 x̃5

Ω1 5 21 12 9 3

Ω2 2 19 7 12 5
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Para contrastar la hipótesis nula H0 de igualdad de los dos valores es-

perados difusos de la nubosidad en los años Ω1 y Ω2, cuando W y ϕ se iden-

tifican con la medida de Lebesgue en [0, 1], y aplicando las ideas de Pardo

and Zografos (2000) para la aproximación de los autovalores muestrales, se

concluye que el p-valor vendrá dado (aproximadamente) por p = 0.126, de

modo que podŕıa aceptarse H0 para los niveles de significación nominales

más usuales.

2.2.3 Test bilateral bootstrap para la igualdad

de valores esperados poblacionales

de dos variables aleatorias difusas simples

Los mismos motivos que llevan a introducir técnicas bootstrap en el test de

una muestra hacen interesante realizar estudios análogos para el contraste

con dos muestras. Al igual que anteriormente, se comenzará probando la

consistencia del bootstrap elemental.

Sean (Ω1,A1, P1) y (Ω2,A2, P2) dos espacios de probabilidad. Se consi-

deran X1 : Ω1 → Fc(R) y X2 : Ω2 → Fc(R) dos variables aleatorias difusas

simples asociadas cada una a su respectivo espacio, que toman L1 y L2

valores diferentes, respectivamente.

Los valores de X1 se denotarán por x̃11, . . . , x̃1L1 y sus probabilidades por

p11, . . . , p1L1 . Igualmente los valores de X2 se denotarán por x̃21, . . . , x̃2L2

y sus probabilidades por p21, . . . , p2L2 . Para cada n1 ∈ N se considera una

muestra aleatoria de n1 observaciones independientes de X1 denotándose por

fn1 = (fn11, . . . , fn1L1) el vector aleatorio de frecuencias muestrales y, de la

misma manera, para cada n2 ∈ N se considera una muestra aleatoria de n2

observaciones independientes de X2 y se denota por fn2 = (fn21, . . . , fn2L2)

su vector aleatorio de frecuencias muestrales.
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Para especificar el estad́ıstico del test bootstrap se consideran ahora

nuevas poblaciones que verifiquen la hipótesis nula a partir de las realiza-

ciones de las muestras aleatorias obtenidas. Como ya se ha comentado, para

conseguir las nuevas poblaciones en estas condiciones en el caso real, es ha-

bitual calcular los residuos de los valores muestrales a la media común. En

las condiciones de esta subsección, se conseguirá que las nuevas poblaciones

tengan la misma media sumando a cada muestra la media de la otra, esto

es, X ∗
1 tomará los valores x̃11 ⊕X 2, . . . , x̃1L1 ⊕X 2 con vector de distribución

de frecuencias relativas muestrales fn1 = (fn11, . . . , fn1L1) y X ∗
2 tomará los

valores x̃21 ⊕ X 1, . . . , x̃2L2 ⊕ X 1 con vector de distribución de frecuencias

relativas muestrales fn2 = (fn21, . . . , fn2L2).

Aśı, se remuestreará de esas poblaciones obteniendo de nuevo muestras

de tamaños n1 y n2, respectivamente. Se denotan los vectores aleato-

rios asociados a las nuevas muestras por f∗n1
= (f ∗

n11, . . . , f
∗
n1L1

) y f∗n2
=

(f ∗
n21, . . . , f

∗
n2L2

) . El estad́ıstico del contraste será

T 1
n1,n2

=
[
Dϕ

W (Ẽ(X ∗
1 |f∗n1

), Ẽ(X ∗
2 |f∗n2

))
]2

y su distribución puede aproximarse por el método de Monte Carlo. Se

concluye a partir de ello que:

Teorema 2.2.5 Para contrastar al nivel de significación nominal α ∈ [0, 1]

la hipótesis nula:

H0 : Ẽ(X1|p1) = Ẽ(X2|p2)

frente a la alternativa

Ha : Ẽ(X1|p1) 	= Ẽ(X2|p2),

H0 debe rechazarse (según una primera aproximación bootstrap) cuando[
Dϕ

W (X 1,X 2)
]2

> zα,

donde zα es el 100(1 − α) percentil de la distribución de T 1
n1,n2

.
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Demostración. Se utilizará la misma técnica que en el Teorema 2.1.6

aunque la notación será ligeramente diferente debido a la complicación que

conlleva el manejo de dos muestras. En primer lugar, se debe notar que

es equivalente multiplicar por 2(n1 + n2) el estad́ıstico y el valor cŕıtico.

Sean f∗s y g∗
t dos muestras aleatorias de tamaños s y t extráıdas respecti-

vamente de las poblaciones consideradas para X ∗
1 y X ∗

2 . Sean f y g dos

distribuciones cualesquiera sobre esas poblaciones. El desarrollo de Taylor

de
[
Dϕ

W

(
Ẽ(X ∗

1 |f∗s), Ẽ(X ∗
2 |g∗

t )
)]2

en un entorno de (f, g) se puede expresar

como sigue:[
Dϕ

W

(
Ẽ(X ∗

1 |f∗s), Ẽ(X ∗
2 |g∗

t ))
)]2

=
[
Dϕ

W

(
Ẽ(X ∗

1 |f), Ẽ(X ∗
2 |g)

)]2

+∇
[
Dϕ

W

(
Ẽ(X ∗

1 |f), Ẽ(X ∗
2 |g)

)]2

((f, g) − (f∗s, g
∗
t ))

t

+
1

2
((f, g) − (f∗s, g

∗
t ))H

([
Dϕ

W

(
Ẽ(X ∗

1 |f), Ẽ(X ∗
2 |g)

)]2
)

((f, g) − (f∗s, g
∗
t ))

t

+R(f, g, fs, gt),

donde el resto R(f, g, fs, gt) es análogo al que aparece en el Teorema 2.1.3.

Evaluando la expresión anterior en el punto (f, g) = (fn1 , fn2), los razo-

namientos seguidos en la Proposición 2.2.3 y en el Teorema 2.1.6 implican

la consistencia.

Conviene notar que de nuevo la matriz hessiana no cambia aunque a las

modalidades de las poblaciones originales se les haya sumado una constante

y se calcule respecto a otra distribución de probabilidad ya que se tiene que:

H

([
Dϕ

W

(
Ẽ(X1|P1), Ẽ(X2|P2)

)]2
)

= H

([
Dϕ

W

(
Ẽ(X1 + Ṽ1|P ′

1), Ẽ(X2 + Ṽ2|P ′
2)
)]2

)
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cualesquiera que sean Ṽ1, Ṽ2 ∈ Fc(R) y P1, P2, P
′
1, P

′
2 distribuciones de pro-

babilidad en las respectivas poblaciones. �

De nuevo, con el fin de mejorar la precisión, parece conveniente incluir

la variabilidad en el estad́ıstico del test bootstrap.

Si se supone que las varianzas poblacionales son iguales, se puede con-

siderar el estad́ıstico análogo al propuesto en Efron and Tibshirani (1993),

es decir:

T 2
n1,n2

=

[
Dϕ

W (Ẽ(X ∗
1 |f∗n1

), Ẽ(X ∗
2 |f∗n2

))
]2

Ŝ2

(
X ∗

∣∣∣ n1 f ∗n1

n1 + n2
,

n2 f ∗n2

n1 + n2

)
donde el denominador representa la estimación de la varianza de la población

global X ∗, que viene dada por:

Ŝ2
(X ∗

1 |f ∗n1

) n1 − 1

n1 + n2 − 2
+ Ŝ2

(X ∗
2 |f∗n2

) n2 − 1

n1 + n2 − 2
.

De esta manera:

Teorema 2.2.6 Para contrastar al nivel de significación nominal α ∈ [0, 1]

la hipótesis nula:

H0 : Ẽ(X1|P1) = Ẽ(X2|P2)

frente a la alternativa

Ha : Ẽ(X1|P1) 	= Ẽ(X2|P2),

H0 debe rechazarse (según una segunda aproximación bootstrap) siempre

que: [
Dϕ

W (X 1,X 2)
]2

Ŝ2 (X1|fn1)
n1 − 1

n1 + n2 − 2
+ Ŝ2 (X2|fn2)

n2 − 1

n1 + n2 − 2

> zα,

donde zα es el 100(1 − α) percentil de la distribución de T 2
n1,n2

.
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Nótese que es equivalente multiplicar tanto el estad́ıstico como el valor

cŕıtico por n1 n2/(n1 + n2) y calcular su ráız cuadrada y conseguir aśı la

forma exacta propuesta en Efron and Tibshirani (1993).

Siguiendo las pautas de Efron and Tibshirani (1993) se podŕıa ampliar el

ámbito de aplicación del test eliminando la suposición de varianzas iguales.

Sin embargo, se debe recordar que el test de dos muestras sin la hipótesis de

igualdad de varianzas se ha solucionado de manera aproximada de diversas

formas en la literatura y es un problema que estaba en estudio y lo sigue

estando en la actualidad (ver, por ejemplo, Scheffé, 1959 y Akahira, 2002).

En Babu and Singh (1993) se prueba la adecuabilidad de esta técnica en

el caso real, si bien se señala que los tamaños muestrales deben tender a

infinito a la misma velocidad lo que se traduce, en la práctica, en que dichos

tamaños muestrales sean ’comparables’. Este comentario se debe tener en

cuenta a la hora de aplicar el test (tanto en el contexto real como en el

difuso). El estad́ıstico que se consideraŕıa en esta situación seŕıa:

T 3
n1,n2

=

[
Dϕ

W (Ẽ(X ∗
1 |f∗n1

), Ẽ(X ∗
2 |f∗n2

))
]2

Ŝ2(X ∗
1 |f∗n1

)

n1
+

Ŝ2(X ∗
2 |f∗n2

)

n2

,

de modo que:

Teorema 2.2.7 Para contrastar al nivel de significación nominal α ∈ [0, 1]

la hipótesis nula:

H0 : Ẽ(X1|P1) = Ẽ(X2|P2)

frente a la alternativa

Ha : Ẽ(X1|P1) 	= Ẽ(X2|P2),
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H0 debe rechazarse (según la tercera aproximación bootstrap) siempre que:

[
Dϕ

W (X 1n,X 2m)
]2

Ŝ2(X1|fn1)

n1
+

Ŝ2(X2|fn2)

n2

> zα,

donde zα es el 100(1 − α) percentil de la distribución de T 3
n1,n2

.

Observación 2.2.1 Siguiendo las ideas del teorema anterior, puede de-

sarrollarse una versión bootstrap de la Proposición 2.2.3-ii) que seŕıa útil

para el estudio de la potencia del test en el Teorema 2.2.7 (que podŕıa

llevarse a cabo en términos del parámetro ϑϕ
W = Dϕ

W (Ẽ(X1|P1), Ẽ(X2|P2)).

2.2.4 Estudios de simulación: comparación de técnicas

de contraste sobre la igualdad de valores espe-

rados de dos variables aleatorias difusas

En la práctica aplicaremos únicamente el tercer bootstrap por ser el más

general y, previsiblemente y según los resultados obtenidos para una mues-

tra, el más preciso. Para comparar el comportamiento de los tests propues-

tos se han desarrollado de nuevo algunas simulaciones.

En este caso se realizaron 40000 repeticiones, 1000 replicaciones boot-

strap en cada una y se simularon únicamente algunas poblaciones elegidas

al azar considerando ciertos tamaños muestrales. Se incluyen como novedad

los resultados del test bootstrap para variables aleatorias reales recogido en

Efron and Tibshirani (1993) con el fin efectuar comparaciones en relación a

los tamaños muestrales necesarios para obtener conclusiones aceptables.
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Tabla 2.6: Simulación de los tests asintóticos. Dos muestras

n1 = 30, n2 = 30 n1 = 30, n1 = 100 n1 = 100, n2 = 100 n1 = 100, n2 = 500
M1 5.05 4.97 5.09 4.91
M2 6.02 7.21 5.35 5.56
M3 5 5.85 5.04 4.97
M4 5.02 7.24 5.11 5.13

Se denotará por M1 el test asintótico, en el que se suponen conocidos los

autovalores poblacionales. M2 será el test asintótico emṕırico, en el que se

estiman dichos autovalores. M3 será el tercer test bootstrap y M4 será el

test bootstrap real aplicado al λ-promedio de las variables aleatorias difusas

consideradas en cada caso. Las probabilidades ϕ y W serán la medida de

Lebesgue en [0, 1]. Los resultados se presentan en la Tabla 2.6

En la Tabla 2.6 se puede apreciar que, al estimar los autovalores se pierde

precisión y por ello, aunque el test M1 presenta un buen comportamiento,

M2 necesita tamaños muestrales superiores. El test bootstrap en ambiente

difuso M3 mejora el comportamiento del test M2 con tamaños muestrales

medios y tiene un comportamiento muy similar a su análogo real M4, apre-

ciándose en ambos los problemas derivados de la estimación de la varianza.

Ejemplo 2.2.2 Supongamos que se consideran las poblaciones Ω1 y Ω2 del

Ejemplo 2.2.1 y los datos muestrales de la Tabla 2.5.

Al aplicar la técnica bootstrap para el test M3 se obtiene un p-valor igual

a 0.130 y, en consecuencia, no se rechazaŕıa la hipótesis de igualdad de los

valores esperados en ambas poblaciones.
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2.3 Contrastes tipo ANOVA unifactorial para

una variable aleatoria difusa con valores

en Fc(R)

La presente sección se ocupa del estudio inferencial sobre las medias de

una variable aleatoria difusa en varias poblaciones independientes. Más

concretamente, está dedicada a los problemas de contraste de hipótesis en

el modelo del Análisis de Varianza unifactorial con efectos fijos, cuando el

factor corresponde a una variable aleatoria difusa.

En general, se considerará un factor que puede actuar con J niveles dis-

tintos, y una variable respuesta con valores imprecisos y asimilable con una

variable aleatoria difusa, X , determinando J poblaciones que se supondrán

independientes. A partir de la j-ésima población, que se denotará por Xj,

se generará una muestra aleatoria simple, Xj1, . . . ,Xjnj
, de modo que:

Xji = µ̃j ⊕ Eji,

con j = 1, . . . , J , i = 1, . . . , nj, lo que indica que el valor de la i-ésima

observación (aleatoria) en la muestra de la j-ésima población se obtiene de

acuerdo con un modelo lineal que viene dado por la suma de dos compo-

nentes: el valor esperado en el j-ésimo nivel, µ̃j (o valor esperado de Xj,

que suele interpretarse como la suma de la media global de X y el efecto

asociado al j-ésimo nivel del factor), y un término de error aleatorio difuso,

Eji, que matemáticamente se identificará con una variable aleatoria difusa.

Por las propiedades del valor esperado de una variable aleatoria difusa

(ver, por ejemplo, Puri and Ralescu, 1986), si (Ωj ,Aj, Pj) es el espacio

probabiĺıstico sobre el que está definida Xj , se satisface que:

Ẽ(Xji|Pj) = µ̃j ⊕ Ẽ(Eji|Pj),
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para j = 1, . . . , J , i = 1, . . . , nj, de donde se concluye que:

Ẽ(Eji|Pj) = 1{0}.

El propósito común en esta sección es contrastar la hipótesis nula

H0 : µ̃1 = . . . = µ̃J

a partir de las muestras aleatorias simples disponibles.

Para ello, va a realizarse en primer lugar el estudio cuando las variables

aleatorias difusas Xj son normales, comprobándose que el procedimiento en

el que la distancia eucĺıdea en R se reemplaza por la métrica Dϕ
W en Fc(R),

se reduce al contraste ANOVA unifactorial tradicional.

Posteriormente, para el caso de variables aleatorias difusas simples, se

desarrollarán procedimientos asintóticos y bootstrap.

Se ilustrará la aplicación de los procedimientos construidos con algunos

ejemplos reales, y finalmente se compararán mediante estudios de simu-

lación.

2.3.1 Test ANOVA unifactorial para

variables aleatorias difusas normales

Sean (Ω1,A1, P1), . . . , (ΩJ ,AJ , PJ), J espacios de probabilidad, X1 : Ω1 →
Fc(R), . . . , XJ : ΩJ → Fc(R) variables aleatorias difusas normales asociadas

cada una a su respectivo espacio, con varianza desconocida común σ2, y

µ̃1 = Ẽ(X1|P1), . . ., µ̃J = Ẽ(XJ |PJ) sus medias poblacionales respectivas.

El problema es contrastar la hipótesis nula

H0 : Ẽ(X1|P1) = . . . = Ẽ(XJ |PJ)
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(es decir,
J∑

j=1

nj

[
Dϕ

W (Ẽ(Xj |Pj), Ẽ(X |P ))
]2

= 0,

con

Ẽ(X |P ) =
n1

n
Ẽ(X1|P1) ⊕ . . . ⊕ nJ

n
Ẽ(XJ |PJ)).

Para ello, se consideran muestras aleatorias simples, Xj1, . . . ,Xjnj
a par-

tir de Xj (j = 1, . . . , J), y se supone que las J muestras son independientes.

Se denota por X j la media muestral de Xj, es decir:

X j =
1

nj

(Xj1 ⊕ . . . ⊕ Xjnj

)
,

y por X la media muestral global:

X =
n1

n
X 1 ⊕ . . . ⊕ nJ

n
X J ,

donde n = n1 + . . . + nJ .

Para el fin planteado va a emplearse el estad́ıstico:

Z =

J∑
j=1

nj

[
Dϕ

W (X j,X )
]2

J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji,X j)
]2

.

Por las propiedades de la función f·(·, ·) y de la métrica Dϕ
W , y para el

modelo lineal considerado, si Xj es una variable aleatoria difusa normal, el

error aleatorio Eji se reduce a una variable aleatoria real con media nula y

varianza σ2, y puede concluirse que cuando H0 es cierta:

[
Dϕ

W (X j ,X )
]2

=

[
1

nj

nj∑
i=1

Eji − 1

n

J∑
j=1

nj∑
i=1

Eji

]2

,
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J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji,X j)
]2

=

J∑
j=1

nj∑
i=1

[
Eji − 1

nj

nj∑
i=1

Eji

]2

para j = 1, . . . , J , por lo que Z coincide con el estad́ıstico clásico para el

contraste ANOVA unifactorial con variables reales normales en condiciones

de homocedasticidad e independencia entre muestras y, en consecuencia,

bajo H0 el estad́ıstico Z tiene distribución F de Snedecor con J −1 y n−J

grados de libertad. Por todo ello, puede afirmarse que:

Teorema 2.3.1 Para contrastar al nivel de significación α la hipótesis nu-

la:

H0 : µ̃1 = . . . = µ̃J

frente a la alternativa de que no todas esas medias difusas sean coincidentes,

H0 debe rechazarse siempre que:

J∑
j=1

nj

[
Dϕ

W (X j ,X )
]2

J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji,X j)
]2

> FJ−1,n−J, α,

donde FJ−1,n−J, α denota el percentil de orden 100(1 − α) de la distribución

F de Snedecor con J − 1 y n − J grados de libertad.

2.3.2 Test ANOVA unifactorial asintótico para

variables aleatorias difusas simples

El resultado precedente es una extensión del problema estudiado en la Sub-

sección 2.2.1. De modo análogo, para el caso de variables aleatorias difusas

simples va a desarrollarse una extensión de los resultados de la Subsección

2.2.2.
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Sean (Ω1,A1, P1), . . . , (ΩJ ,AJ , PJ), J espacios de probabilidad, X1 : Ω1

→ Fc(R), . . . , XJ : ΩJ → Fc(R) variables aleatorias difusas simples aso-

ciadas cada una a su respectivo espacio, con µ̃1 = Ẽ(X1|P1), . . ., µ̃J =

Ẽ(XJ |PJ) sus medias poblacionales respectivas.

Sean x̃j1, . . . , x̃jLj
∈ Fc(R) los distintos valores de Xj en la j-ésima

población y pj1, . . . , pjLj
las probabilidades respectivas (Pj({ωj ∈ Ωj |Xj(ωj)

= x̃jlj}) = pjlj > 0, lj = 1, . . . , Lj,
∑Lj

lj=1 pjlj = 1) para j = 1, . . . , J .

Si se denota la media poblacional de Xj por Ẽ(Xj|pj), con

pj = (pj1, . . . , pj(Lj−1)) ∈ (0, 1)Lj−1,

se tiene que:

Ẽ(Xj|pj) = pj1 x̃j1 ⊕ . . . ⊕ pjLj
x̃jLj

y los parámetros vectoriales pj cumplen las condiciones de regularidad in-

dicadas en la Subsección 1.3.3.

Sea Xj1, . . . ,Xjnj
una muestra aleatoria simple a partir de la variable

Xj , j = 1, . . . , J . Se denotará por fnj lj el estad́ıstico correspondiente a

la frecuencia relativa de x̃jlj en la j-ésima muestra aleatoria, y por fnj
=

(fnj1, . . . , fnj(Lj−1)). Obviamente:

X j =
1

nj

(Xj1 ⊕ . . . ⊕ Xjnj

)
= Ẽ(X |fnj

) = fnj1 x̃j1 ⊕ . . . ⊕ fnjLj
x̃jLj

.

Es fundamental señalar que la descomposición de la variación total en el

ANOVA unifactorial con variables aleatorias reales, tiene su análogo en el

caso de variables aleatorias difusas, pudiendo verificarse a través del empleo

de la función auxiliar f·(·, ·) por las propiedades de esta función y las de la

métrica Dϕ
W que:

J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji,X )
]2

=
J∑

j=1

nj

[
Dϕ

W (X j,X )
]2

+
J∑

j=1

nj∑
i=1

[
Dϕ

W (Xji,X j)
]2

.



Contrastes de medias en Fc(R) 157

En consecuencia:
J∑

j=1

nj∑
i=1

[
Dϕ

W (Xji,X j)
]2

representa una medida de la variación dentro de las poblaciones, mientras

que
J∑

j=1

nj

[
Dϕ

W (X j,X )
]2

es una medida de la variación entre poblaciones.

Por otro lado, la sucesión de estimadores {fnj
}n es fuertemente consis-

tente y se distribuye asintóticamente según una distribución normal (Lj−1)-

dimensional �

(
pj ,

[
I F
Xj

(pj)
]−1

/nj

)
cuando nj → ∞, y nj(fnj

−pj)I
F
Xj

(pj)

(fnj
−pj)

t converge en distribución a una chi-cuadrado χ2
Lj−1 cuando nj →

∞ para todo j ∈ {1, . . . , J}. En consecuencia, razonando como en la

Proposición 2.1.3 se llega al resultado siguiente:

Proposición 2.3.2 Para cada J-upla (n1, . . . , nJ) ∈ N
J , se consideran nj

variables aleatorias difusas independientes e igualmente distribuidas que

Xj, definidas sobre el espacio de probabilidad (Ωj ,Aj, Pj) de forma que

Pj

({ωj ∈ Ωj | Xj(ωj) = x̃jlj}
)

= pjlj ∈ (0, 1), lj = 1, . . . , Lj ,
∑Lj

lj=1 pjlj =

1, j = 1, . . . , J . Supongamos las J muestras independientes. Se cumple

entonces que:

i) Si fnj
= (fnj1, . . . , fnj(Lj−1)) ∈ [0, 1]Lj−1, con fnj lj = frecuencia re-

lativa de x̃jlj en la correspondiente realización de la j-ésima mues-

tra aleatoria simple de tamaño nj (lj = 1, . . . , Lj − 1, fnjLj
=

1 − ∑Lj−1
lj=1 fnj lj ) , Ẽ(Xj|fnj

) representa la media muestral de Xj, y

para p = (p1, . . . ,pJ) se denota la media ponderada global por:

Ẽ(X |p) =
n1

n
Ẽ(X1|p1) ⊕ . . . ⊕ nJ

n
Ẽ(XJ |pJ),
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entonces, cuando nj → ∞ para todo j ∈ {1, . . . , J} se satisface que:[
Dϕ

W (X j ,X )
]2 c.s.−→

[
Dϕ

W (Ẽ(Xj |pj), Ẽ(X |p))
]2

,

[
Dϕ

W (Xji,X j)
]2 c.s.−→

[
Dϕ

W (Xji, Ẽ(Xj |pj))
]2

,

cualesquiera que sean pj = (pj1, . . . , pjLj−1) ∈ (0, 1)Lj−1, j = 1, . . . , J .

ii) La sucesión de variables aleatorias reales:
√

n1 + . . . + nJ


J∑

j=1

nj

[
Dϕ

W (X j,X )
]2

J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji,X j)
]2

−

J∑
j=1

nj

[
Dϕ

W (Ẽ(Xj |pj), Ẽ(X |p))
]2

J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji, Ẽ(Xj|pj))
]2




n1,...,nJ

converge en ley, cuando nj → ∞ para todo j ∈ {1, . . . , J}, hacia una

normal unidimensional �(0, σ2(p1, . . . ,pJ)), siempre que σ2(p1, . . . ,

pJ ) > 0, con:

σ2(p1, . . . ,pJ) = ∇ A(p)

B(p)

[
I F
X (p1, . . . ,pJ)

]−1
(
∇ A(p)

B(p)

)t

con:

A(p) =
J∑

j=1

nj

[
Dϕ

W (Ẽ(Xj |pj), Ẽ(X |p))
]2

,

B(p) =
J∑

j=1

nj∑
i=1

[
Dϕ

W (Xji, Ẽ(Xj|pj))
]2

,
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∇ A(p)

B(p)
=

(
∂

∂p11

A(p)

B(p)
, . . . ,

∂

∂p1(L1−1)

A(p)

B(p)
, . . . ,

∂

∂pJ1

A(p)

B(p)
, . . . ,

∂

∂pJ(LJ−1)

A(p)

B(p)

)
,

∂

∂pklk

A(p)

= 2

J∑
j=1

nj

[
E

(
(f

�xklk
− f

�xkLk
)
(
δjk − nk

n

)(
f
�E(Xj |pj)

− f
�E(X|p)

)∣∣∣W ⊗ ϕ
)]

,

∂

∂pklk

B(p) = −2

Lk∑
ik=1

nkik E
(
(fx̃kik

−f
�E(Xk |pk)) (fx̃klk

−fx̃kLk
) | W⊗ϕ

)
,

[
I F
X (fn1, . . . , fnJ

)
]−1

=



n1 + . . . + nJ

n1

[
I F
X1

(fn1)
]−1

. . . 0

...
. . .

...

0 . . .
n1 + . . . + nJ

nJ

[
I F
X2

(fnJ
)
]−1


.

iii) Si σ2(p1, . . . ,pJ) = 0 y se cumple que :

hijkj′ (p) =
∂2

∂pjij∂pj′kj′

A(p)

B(p)
> 0,

para algún (ij , kj′) ∈ {1, . . . , Lj−1}×{1, . . . , Lj′−1}; j, j′ ∈ {1, . . . , J},
con

∂2

∂pjij ∂pj′kj′
A(p)

= nj

(
δjj′ − nj′

n

)
E
(
(fx̃j′kj′

− fx̃j′Lj′
) (fx̃jij

− fx̃jLj
) | W ⊗ ϕ

)
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∂2

∂pjij ∂pj′kj′
B(p)

= −2δjj′nj E
(
(fx̃j′k

j′
− fx̃j′L

j′
) (fx̃jij

− fx̃jLj
) | W ⊗ ϕ

)
,

entonces: 
2(n1 + . . . + nJ)


J∑

j=1

nj

[
Dϕ

W (X j ,X )
]2

J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji,X j)
]2

−

J∑
j=1

nj

[
Dϕ

W (Ẽ(Xj |pj), Ẽ(X |p))
]2

J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji, Ẽ(Xj|pj))
]2




n1,...,nJ

es una sucesión de variables aleatorias reales que converge en ley,

cuando nj → ∞ para todo j ∈ {1, . . . , J}, hacia una combinación

lineal de, a lo sumo, L1 + . . . + LJ − J variables chi-cuadrado con 1

grado de libertad e independientes.

Cuando se cumple la igualdad Ẽ(X1|p1) = . . . = Ẽ(XJ |pJ), que equivale

a que
J∑

j=1

nj

[
Dϕ

W (Ẽ(Xj|pj), Ẽ(X |p))
]2

J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji, Ẽ(Xj |pj))
]2

= 0,

entonces la varianza σ2(p1, . . . ,pJ) se anula. Como implicación, sobre la

base de la proposición precedente y de las propiedades de las convergencias

en ley y en probabilidad, se obtiene el siguiente procedimiento de contraste:
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Teorema 2.3.3 Para contrastar al nivel de significación nominal α la hipó-

tesis nula:

H0 : Ẽ(X1|P1) = . . . = Ẽ(XJ |PJ)

frente a la alternativa de que algunos de esos valores esperados difieren, H0

debe rechazarse siempre que:

2(n1 + . . . + nJ)

J∑
j=1

nj

[
Dϕ

W (X j ,X )
]2

J∑
j=1

nj∑
i=1

[
Dϕ

W (Xji,X j)
]2

> τα,

donde τα es el percentil de orden 100(1 − α) de la distribución de λ̂1 χ2
1,1 +

. . . + λ̂q χ2
1,q en la que λ̂1, . . . , λ̂q son los autovalores muestrales no nulos de

la matriz (L1 + . . . + LJ − J) × (L1 + . . . + LJ − J) dada por:

C(fn1 , . . . , fnJ
)H

(
A(f)

B(f)

)
C(fn1, . . . , fnJ

)t,

con:

C(fn1, . . . , fnJ
)C(fn1, . . . , fnJ

)t =
[
I F
X (fn1, . . . , fnJ

)
]−1

,

y la matriz hessiana muestral dada por:

H

(
A(f)

B(f)

)
= [hijkj′ (f)]

con f = (fn1 , . . . , fnJ
).

Además, la probabilidad de rechazar H0 bajo Ha converge a 1 cuando

nj → ∞ para todo j ∈ {1, . . . , J}.

Observación 2.3.1 Se debe mencionar que el test asintótico ANOVA (Teo-

rema 2.3.3) para J = 2 y el asintótico de dos muestras (Teorema 2.2.4) pre-

sentados en esta memoria no son equivalentes, ya que mientras el primero

tiene en cuenta la variabilidad, el segundo no va a tomarla en consideración.
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Ejemplo 2.3.1 Los alumnos de cierta diplomatura de la Universidad de

Oviedo han sido clasificados en tres poblaciones, Ω1, Ω2 y Ω3, atendiendo

a la frecuencia con la que practican deporte (nunca, esporádicamente y a

menudo respectivamente).

En dichas poblaciones se ha analizado el tiempo que dedican a ver la

televisión diariamente, x̃1 = aproximadamente 1 hora o menos, x̃2 = entre

1 y 2 horas aproximadamente y x̃3 = aproximadamente 3 horas o más.

Dichos valores se han descrito mediante los siguientes números difusos (con

escala de abscisas en minutos) (ver Figura 2.7):

x̃1 =


1 en [0, 60]

1 − S(60, 70) en [60, 70]

0 en otro caso

x̃2 =


S(50, 60) en [50, 60]

1 en [60, 120]

1 − S(120, 130) en [120, 130]

0 en otro caso

x̃3 =


S(110, 120) en [110, 120]

1 en [120, 1440]

0 en otro caso

Para las muestras consideradas, los datos difusos observados se han

recogido en la Tabla 2.7.

Para contrastar la hipótesis nula H0 de igualdad de los valores esperados

difusos del tiempo dedicado a ver la televisión en las poblaciones Ω1, Ω2

y Ω3, cuando W y ϕ se identifican con la medida de Lebesgue en [0, 1], y

aplicando las ideas de Pardo and Zografos (2000) para la aproximación de
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Fig. 2.4: Valores de la variable tiempo de TV

Tabla 2.7: Datos muestrales del tiempo dedicado a la TV

Ωj \ X x̃1 x̃2 x̃3

Ω1 20 12 4

Ω2 16 24 20

Ω3 14 12 2

los autovalores muestrales, se concluye que el p-valor vendrá dado (aproxi-

madamente) por p = 0.008, de modo que H0 se rechazaŕıa para los niveles

de significación usuales, por lo que podŕıa afirmarse que, en la población

genérica considerada, hay diferencias en el tiempo medio dedicado a ver la

televisión según la frecuencia con la que hacen deporte.
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2.3.3 Test ANOVA unifactorial bootstrap para

variables aleatorias difusas simples

Si se denota por X la media global (n1 + n2)
−1(n1 X1 ⊕ n2 X2), se puede

probar que

n1n2

n1 + n2

[
Dϕ

W (X 1,X 2)
]2

= n1

[
Dϕ

W (X 1,X )
]2

+ n2

[
Dϕ

W (X 2,X )
]2

y en consecuencia el bootstrap propuesto para dos muestras es válido como

test bootstrap para el ANOVA de dos muestras.

De esta forma, el modelo bootstrap se puede generalizar al caso de J

poblaciones de la siguiente manera. Sean (Ωj ,Aj, Pj) espacios de proba-

bilidad y Xj variables aleatorias difusas asociadas a ellos y que toman los

valores x̃j1, . . . , x̃jLj
con probabilidades pj1, . . . , pjLj

(j = 1, . . . , J). Se con-

sidera una muestra aleatoria de cada una de esas poblaciones de tamaño nj

y se denotan los vectores aleatorios de frecuencias por fnj
= (fnj1, . . . , fnjLj

)

(j = 1, . . . , J).

Para conseguir poblaciones bootstrap con media común a partir de las

muestras obtenidas, se suma a cada muestra la media de las restantes, es-

to es, X ∗
j tomará los valores x̃j1 ⊕ X−j, . . . , x̃jLj

⊕ X−j con distribución

fnj
= (fnj1, . . . , fnjLj

) (j = 1, . . . , J) donde X−j representa la media global

de las J − 1 muestras que se obtuvieron al excluir la j-ésima. Aśı, se re-

muestreará de esas poblaciones obteniendo de nuevo muestras de tamaño

nj y se denotarán los vectores aleatorios asociados las nuevas muestras por

f∗nj
= (f ∗

nj1
, . . . , f ∗

njLj
) (j = 1, . . . , J). El estad́ıstico del contraste será

T(n1,...,nJ) =

∑J
j=1 nj

[
Dϕ

W (Ẽ(X ∗
j |f∗nj

), Ẽ(X ∗|f∗))
]2

∑J
j=1 Ŝ2(X ∗

j |f ∗nj
)/nj

,

con Ẽ(X ∗|f∗) la media global de las J muestras bootstrap. La distribución

de T(n1,...,nJ) puede aproximarse por el método de Monte Carlo, y:
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Teorema 2.3.4 Para contrastar al nivel de significación nominal α ∈ [0, 1]

la hipótesis nula:

H0 : Ẽ(X1|p1) = . . . = Ẽ(XJ |pJ)

frente a la alternativa de que no todas esas medias difusas sean coincidentes,

H0 debe rechazarse siempre que∑J
j=1 nj

[
Dϕ

W (Ẽ(Xj|fnj
), Ẽ(X |f))

]2

∑J
j=1 Ŝ2(Xj|fnj

)/nj

> zα,

donde zα es el 100(1−α) percentil de la distribución de T(n1,...,nJ) y Ẽ(X |f)
es la media global de las J muestras.

Observación 2.3.2 Para una discusión detallada sobre la potencia del test

precedente se seguiŕıan ideas análogas a las de la Observación 2.1.2.

Ejemplo 2.3.2 Se consideran las poblaciones Ω1, Ω2 y Ω3 del Ejemplo

2.3.1 y los datos muestrales de la Tabla 2.7. Al aplicar la técnica bootstrap

para el test del Teorema 2.3.4 se obtiene un p-valor igual a 0.026. En

consecuencia, a nivel 0.05 se rechazaŕıa la igualdad de valores esperados en

esas tres poblaciones, pero podŕıa aceptarse si se considerara un nivel de

significación igual a 0.025 ó 0.01.

2.3.4 Estudios de simulación: comparación de técnicas

de contraste ANOVA para variables aleatorias

difusas

En este caso se han realizado únicamente simulaciones del test bootstrap,

ya que a la vista de los resultados previos no cabe esperar mejora con

el asintótico emṕırico y, de esta manera, se simplifican notablemente los

cálculos a realizar.
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Tabla 2.8: Simulación de los tests asintóticos. ANOVA

(n1, n2, n3) (30,30,30) (30,30,100) (30,100,100) (100,100,100)

A1 5.11 4.74 4.49 4.97

A2 5.09 4.69 4.48 5.01

Se han restringido las simulaciones al caso de 3 poblaciones con tamaños

muestrales 30 y 100 ya que únicamente se pretende realizar un análisis

introductorio. Se han realizado 40000 repeticiones en las mismas condiciones

que anteriormente. En la Tabla 2.8 se comparan los resultados obtenidos por

el test bootstrap para el ANOVA en el contexto difuso (A1) con el análogo

en el contexto real (A2) para el λ-promedio de las variables aleatorias difusas

originales.

2.4 Valoración final y problemas abiertos

Como valoración final del Caṕıtulo 2 cabe señalar las contribuciones reali-

zadas en cuanto a:

• el desarrollo de una metodoloǵıa de estad́ıstica inferencial para el

análisis y tratamiento de parámetros difusos a partir de datos ex-

perimentales con valores de conjunto difuso, basada en la noción

de variable aleatoria difusa y en la métrica generalizada Dϕ
W ; esta

metodoloǵıa se ha centrado fundamentalmente en los contrastes sobre

valores esperados (difusos) para una, dos y varias muestras, constru-

yéndose diferentes técnicas exactas y asintóticas de aplicación sencilla

en problemas reales;

• el empleo de técnicas bootstrap es especialmente interesante y nove-

doso en el caso estudiado en este caṕıtulo, por cuanto la falta de
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modelos que se ajusten bien a una parte importante de distribuciones

de variables aleatorias difusas en los problemas reales limita la apli-

cabilidad de los métodos exactos y suele mejorar la potencia de los

asintóticos;

• los métodos basados en el bootstrap se han comparado con los asintó-

ticos mediante procedimientos de simulación recientes (Colubi et al.,

2002) espećıficos para variables aleatorias difusas.

En relación con la investigación del Caṕıtulo 2, se plantean varios pro-

blemas de interés para un futuro próximo. Entre ellos cabe citar:

• Como en el caṕıtulo anterior, los estudios asintóticos del presente

caṕıtulo podŕıan desarrollarse siguiendo las ideas de Körner (2000)

para el contraste relativo al valor esperado de una variable aleatoria

difusa que, como ya se apuntó, no es muy realista puesto que obliga

a conocer ciertos parámetros poblacionales. Sin embargo, el empleo

de técnicas bootstrap permitiŕıa aproximar las ideas de Körner dando

lugar a un procedimiento útil y extensible a dos y más muestras.

• El problema de construir métodos de contraste para hipótesis uni-

laterales relativas a valores esperados de variables aleatorias difusas

conlleva un inconveniente añadido: la ausencia de un criterio de or-

denación de números difusos que esté universalmente aceptado y con-

duzca a un orden/preorden completo. En Montenegro et al. (2002)

se recoge un estudio de introducción a este problema, en el que se

establecen algunos procedimientos para tales contrastes en el caso de

una muestra. El principal punto débil de estos procedimientos reside

en la consideración de un criterio espećıfico de ordenación en Fc(R), de

modo que las conclusiones inferenciales sólo serán válidas para dicho

criterio, lo que supone una especial contrariedad cuando se acepta la
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“igualdad” entre valores difusos (ya que la mayoŕıa de los criterios de

ordenación consideran ’indiferentes’ números difusos no coincidentes).

Un problema abierto de interés en relación con estos estudios es el de

discutir la influencia del criterio de ordenación sobre las conclusiones

y la potencia de los tests.

• Por último, la metodoloǵıa iniciada en este caṕıtulo puede continuarse

involucrando otros parámetros difusos asociados a variables aleatorias

difusas y desarrollando para los mismos procedimientos de contraste

exactos, asintóticos y bootstrap. Aunque el empleo de la métrica Dϕ
W

seŕıa teóricamente válida para esos contrastes, cabe esperar que surja

una gran complejidad en su empleo cuando se trabaje con parámetros

difusos distintos del valor esperado, por lo que muy posiblemente deba

recurrirse a otras estrategias.
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En la presente memoria se han desarrollado procedimientos para el análisis y

tratamiento estad́ıstico de datos experimentales con valores de conjunto (de

intervalo o difuso). Los procedimientos se han basado en la consideración de

los modelos probabiĺısticos formalizados por los conjuntos aleatorios com-

pactos y convexos y por la extensión de éstos mediante las variables aleato-

rias difusas, aśı como en ciertas métricas sobre los espacios de valores de

conjunto considerados.

Los problemas abiertos espećıficos de cada caṕıtulo se han apuntado al

final del mismo, pero existen un buen número de problemas que afectan a

ambos y que se resumen en las tres ĺıneas siguientes:

• La conveniencia de disponer de modelos, operativos y ajustables a un

buen número de situaciones reales, para las distribuciones de conjun-

tos aleatorios y variables aleatorias difusas, en forma análoga a los

modelos tradicionales de Bernoulli, binomial, Poisson, gamma, etc.

para las variables aleatorias con valores reales.

Para ello, se determinarán situaciones habituales en la práctica en las

que el uso de conjuntos con valores de intervalo o difusos sea conve-

niente para formalizar los datos experimentales. Se elegirán los expe-

rimentos emṕıricos representativos y se determinarán los parámetros
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o caracteŕısticas que hacen que esos experimentos se puedan incluir

en clases generales.

Posteriormente, se establecerán modelos teóricos, examinando sus ca-

racteŕısticas principales (valor esperado, variabilidad etc.) y se inten-

tará caracterizar su distribución de la manera más sencilla posible.

Se validará la utilidad práctica de los modelos encontrados. Algunos

ejemplos metodológicos ayudarán a determinar su adaptación.

• La simulación de tipo Montecarlo a partir de los modelos de distribu-

ciones establecidos para conjuntos aleatorios y variables aleatorias di-

fusas.

Estos procedimientos de simulación serán útiles en relación con: la de-

terminación de los tamaños muestrales que garanticen buenas aprox-

imaciones al aplicar las técnicas asintóticas; la aproximación de la

potencia de aquellas técnicas para las que el cálculo de su expresión

exacta no es viable; la comparación de técnicas basadas en diferentes

aproximaciones para un mismo tipo de inferencia.

Para ello, se simularán los modelos establecidos con el fin de estudiar

la fiabilidad de las técnicas asintóticas y bootstrap de esta memo-

ria. Aśı, se podrán determinar (entre otros) los tamaños muestrales

idóneos para poder aplicar cada una de ellas fijados unos ĺımites de

error. Cuando sea posible, se intentarán justificar teóricamente las

conclusiones obtenidas para casos particulares.

• El análisis de la robustez de los métodos construidos en función de la

caracterización elegida para los datos difusos, o de los estad́ısticos que

sirven de base para tales métodos.

Para ello, se llevará a cabo un estudio teórico/práctico de la robustez

de las técnicas usuales sobre la base de los modelos paramétricos co-
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munes por perturbación bien de los parámetros que determinan las

clases, bien de las formas básicas de los valores difusos que compo-

nen esas clases. En este sentido, tiene especial interés comprobar si

un suavizado de las funciones que identifican los valores difusos (que

convierta, por ejemplo, un número difuso triangular en una π-curva)

puede afectar o no a ciertas conclusiones estad́ısticas.

Por otro lado, se estudiará el efecto de la elección de las medidas de

ponderación W y ϕ en la potencia de los procedimientos de contraste

basados en las métricas dependientes de ellas.
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duplicidad de las soluciones, 35

función objetivo del, 26, 27, 37

independencia estocástica, 38
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