
UNIVERSITAT POLITÈCNICA DE CATALUNYA

APRENDIZAJE CON MÁQUINAS
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Resumen

La propiedad de generalización de una máquina de aprendizaje, es decir

su capacidad para emitir una respuesta correcta ante una nueva entrada

semejante a aquellas con las que ha sido entrenada, es la caracteŕıstica

principal que se busca en los sistemas conexionistas supervisados y sirve

de justificación en la elección de los principios inductivos y el tipo de

estructuras de aprendizaje para elaborar el presente estudio.

La regularización o penalización es uno de estos principios que favorecen a

nivel teórico la generalización, sobre el cual se ha desarrollado un método

de cálculo directo de la matriz de regularización cuando se utiliza como es-

tabilizador un operador diferencial de segundo grado, precisamente aquel

que minimiza el grado de convexidad de la función solución, evitando aśı

el proceso iterativo de cálculo de la matriz hessiana y fijando el tipo de

núcleo a ser utilizado.

Los nexos de unión entre la regularización y el principio de minimización

del riesgo estructural aśı como las excelentes caracteŕısticas teóricas mos-

tradas por este último principio trabajando, por definición, sobre conjun-

tos finitos de datos y expandiendo su solución sobre un número pequeño

de núcleos, han llevado a desplazar el foco de trabajo de numerosos in-

vestigadores hacia las máquinas de soporte vectorial, su materialización

procedimental. En este contexto, se ha desarrollado una máquina que

permite extender de forma natural el comportamiento binario de estas

máquinas núcleo de margen máximo sobre problemas de clasificación ha-

cia una solución ternaria más acorde con la estructura geométrica de los

datos, en especial en las situaciones habituales de espacios de salida que

poseen más de dos clases. El uso de la nueva arquitectura, bautizada K-

SVCR, en problemas de multiclasificación resulta más adecuado que las

reducciones estándares de problemas multiclase sobre máquinas biclasifi-

cadoras en estructuras en paralelo o arbóreas puesto que cada nodo de
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dicotomı́a considera todo el espacio de entrenamiento y se fuerza al hiper-

plano de separación a considerar la estructura geométrica de los patrones

de entrenamiento. En especial, se demuestra la robustez del nuevo método

ante fallos en las predicciones de algunos de sus nodos de trabajo cuando

se considera un tipo especial de combinación de estas respuestas.

La nueva arquitectura de multiclasificación ha sido modificada con pos-

terioridad para ser implementada sobre un problema de clasificación con

caracteŕısticas independientes, la ordenación o problema de aprendiza-

je de preferencias. Sus prestaciones son evaluadas sobre una aplicación

financiera en la determinación de riesgos crediticios. Finalmente, una

aplicación de categorización o discriminación de escenarios de depuración

donde incide el efecto de la temporalidad sirve también como ejemplo de

funcionamiento.
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dreu Català, Xavier Parra, Pere Ponsa y Joan Aranda, con los que he

mantenido provechosas discusiones y se ha establecido unos lazos de es-
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Lista de Abreviaciones

1-v-1 SVMC Nodo de dicotomı́a uno contra el resto usando SVMC

1-v-r SVMC Nodo de dicotomı́a uno contra uno usando SVMC

1,1-v-r SVMC Nodo de dicotomı́a usando K-SVCR

ANN Red neuronal artificial

BPM Máquina del punto de Bayes

DAGSVM Grafo Aćıclico Dirigido con nodos SVMC

DDAG Grafo Aćıclico Dirigido de Decisión

ECOC Técnica de códigos de salida de corrección de error

ECOC K-SVCR Nodo de dicotomı́a K-SVCR con tratamiento ECOC de las salidas

ERM Principio inductivo de minimización del riesgo emṕırico

F Espacio de caracteŕısticas

k-RLP Problema de programación lineal robusta para multiclasificación

K-SVCR Máquina de soporte vectorial triclasificadora orientada a

multiclasificación

KSVMC Máquina de soporte vectorial para multiclasificación considerando

todas las clases a la vez

LM Máquina general de aprendizaje

LM Espacio de aproximación generado por la arquitectura de las LMs

M-SVM Máquina de aprendizaje para multiclasificación h́ıbrida de k-RLP

con SVM

MLP Máquina de aprendizaje Perceptrón multicapa

MSE Error mı́nimo-cuadrático

PGAE Problema general de aprendizaje a partir de ejemplos

QP Problema de programación cuadrática

R (ω) Funcional de riesgo teórico

Remp (ω) Funcional de riesgo emṕırico

RL2
emp (ω) Funcional de riesgo emṕırico estándar

Rreg
emp (ω) Funcional de riesgo emṕırico regularizado
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Rpref (ω) Funcional de riesgo ordinal

Rpref
emp (ω) Funcional de riesgo emṕırico ordinal

Rpref
K−SV CR

(
ω, ξ, ϕ(∗)) Funcional de riesgo ordinal asociado a una K− SV CR

Rreg (ω) Funcional de riesgo regularizado

Rsrm (ω) Funcional de riesgo estructural

RK−SV CR

(
ω, ξ, ϕ(∗)) Funcional de riesgo general asociado a una K− SV CR

RKSVMC (ω, ξ) Funcional de riesgo asociado a una KSVMC

RM−SVM (ω, ξ) Funcional de riesgo asociado a una KSVMC combinación de RLP

con SVMC

RSVMC (ω, ξ) Funcional de riesgo asociado a una SVMC

RSVMR

(
ω, ϕ(∗)) Funcional de riesgo asociado a una SVMR

RUnif (ω, ξ) Funcional de riesgo asociado a una KSVMC resultado de convergencia

uniforme

RBF Función de base radial

RBFNN Red neuronal artificial de función de base radial

RKHS Espacio de Hilbert generado por núcleo

RLP Problema de programación lineal robusta

RN Red de regularización

RVM Máquina de vectores relevantes

SLT Teoŕıa del aprendizaje estad́ıstico

SRM Principio inductivo de minimización del riesgo estructural

SVDT Árbol de decisión basado en vectores soporte

SVM Máquina de soporte vectorial

SVMC Máquina de soporte vectorial para clasificación

SVMR Máquina de soporte vectorial para regresión

T Conjunto de entrenamiento

X Espacio de entrada

Y Espacio de salida
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4.2.3 Arquitecturas en árbol . . . . . . . . . . . . . . . . . . . . . . 73

4.3 Esquemas “Todas las Clases a la Vez” . . . . . . . . . . . . . . . . . . 75

4.3.1 Generalización de una SVMC . . . . . . . . . . . . . . . . . . 75

4.3.2 KSVMC sobre Resultado de Convergencia Uniforme . . . . . . 76

4.3.3 Combinando RLP con SVMC . . . . . . . . . . . . . . . . . . 78

4.4 Estudio de la Robustez . . . . . . . . . . . . . . . . . . . . . . . . . . 79

4.5 En Resumen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 81
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6 Máquinas de Aprendizaje K-SVCR en Multiclasificación 107

6.1 Esquema de Descomposición para Multiclasificación . . . . . . . . . . 108

6.2 Método de Reconstrucción . . . . . . . . . . . . . . . . . . . . . . . . 111

6.2.1 Interpretación de las Predicciones . . . . . . . . . . . . . . . . 111

6.2.2 Elemento de Combinación y Análisis de Robustez . . . . . . . 113
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polinomiales para diferentes elecciones de etiqueta de clase. . . . . . . 103

5.9 Resultados del entrenamiento sobre el conjunto T6 utilizando núcleos
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14 ÍNDICE DE TABLAS
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