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Proélogo

. Qué es lo que determina que los objetos caigan sobre la tierra? ;Por qué los planetas
giran alrededor del sol? ;Qué circunstancia mantiene a las galaxias juntas? Si una per-
sona viajara a otro planeta, jpor qué cambiarfa su peso? Todas estas preguntas estan
relacionadas con un aspecto de la fisica: la gravedad.

Pero... jcémo empez6 a gestarse la Ley de Gravedad Universal de Newton?

Galileo Galilei demostré que todos los objetos caen sobre la superficie de la tierra con la
misma aceleracién y que esta aceleracion es independiente de la masa del objeto que cae.

Sin duda, Isaac Newton conocia este concepto, de ahi que formulara una teorfa de la
gravedad mas amplia y extensa. A pesar de que Newton identificé correctamente la
relacién entre fuerza, masa y distancia, s6lo fue capaz de estimar el valor de la cons-
tante gravitacional entre dichas cantidades.

El mundo debi6é esperar més de un siglo para que Henry Cavendish re-confirmara la
teoria de Newton y estableciera la constante de la proporcionalidad con una exactitud de
aproximadamente el 1%.

Mucho tiempo después Albert Einstein demostré que la ley era s6lo aproximadamente
correcta y que no funcionaba cuando la gravedad se convertia en demasiado fuerte.

Desde entonces la constante gravitacional es un tema de estudio y debate que los cientificos
atn intentan determinar con exactitud.

En ciencias de la computacién, jqué es evaluar el rendimiento en aplicaciones no deter-
ministas? En las aplicaciones dependientes de los datos, jpor qué los tiempos de ejecucién
pueden variar tanto segtn el conjunto de datos de entrada usado, incluso manteniendo
constante su tamafio? ;Es el problema del viajante un buen representante de esta clase
de problemas?

Estas cuestiones, entre otras, marcaron nuestro desafio de intentar predecir el rendimien-
to en programas paralelos no deterministas. El ejemplo de Galileo, Newton, Cavendish,
Einstein y el camino que ellos crearon para hacer ciencia, lo hemos aplicado a nuestro
problema de prediccién, en un intento de hacer ciencia segn ese modelo.

Todos usamos un conjunto de métodos y técnicas para la adquisicién, refinado y or-
ganizacién de conocimientos sobre la estructura de un conjunto de hechos objetivos y

XI



XII PROLOGO

accesibles a varios observadores. La aplicacion de estos métodos y conocimientos conllevé
la generacién de més conocimiento objetivo en forma de predicciones concretas, cuantita-
tivas y comprobables referida a hechos observables. Esto no es ni més ni menos lo que hoy
en dfa se conoce como método cientifico; el proceso mediante el cual una teoria cientifica
es aceptada por la comunidad cientifica o bien descartada.

Concretamente, nuestra propuesta parti6é de ciertas premisas y utiliz6 la ciencia computa-
cional para extraer conocimiento de los experimentos disefiados. A medida que se fueron
corroborando ciertas conjeturas, los experimentos fueron guiados hacia nuevos objetivos,
los cuales a su vez dieron fruto a otros nuevos planteamientos. Las predicciones se fueron
cumpliendo una a una.

Cualquier aporte en el 4rea no determinista por minima que sea representa un gran
avance ante la falta de conocimiento general. Desde ya, todavia queda mucho por hacer.
Sélo esperamos haber sumado un granito de arena en una gran montafa.



Capitulo 1

Introduccion

;Podemos predecir en algoritmos paralelos no deterministas? S, es posible. A lo largo de
este documento se demostrara esta afirmacion.

La evaluacién cientifica de algoritmos para solucionar todo tipo de problemas es uno de
los puntos claves en ciencias de la computacién. En el terreno de ciencia computacional
(una disciplina emergente) continuamente surgen nuevos desafios.

Dentro del método cientifico, con frecuencia se menciona la ciencia computacional como el
tercer paradigma cientifico, que complementa la ciencia teérica y la ciencia experimental
(de laboratorio). La ciencia computacional como paradigma implica la cooperacion entre
los conocimientos en una disciplina cientifica o tecnolégica (biologia, medio ambiente,
ingenierfa) con el soporte de la matematica (modelado, anélisis numérico, simulacién) y
la informatica (la capacidad de computo) para la resolucién de problemas en esa disciplina.

Por otra parte, la ciencia computacional logra ventaja no sélo a partir de las mejoras de
hardware sino, lo que es méas importante atn, en funcién de las mejoras de los algoritmos
y en las técnicas mateméticas. También permite construir un modelo para hacer predic-
ciones sobre qué puede pasar en un determinado momento, de modo tal de estar mejor
preparados para hacer observaciones convenientes o entender en forma més adecuada lo
que se estd viendo. Asimismo, se puede usar la técnica computacional para satisfacer re-
querimientos que son demasiado costosos [1]. Por consiguiente, todos estos trabajos multi
disciplinarios necesitan algoritmos mas rapidos y eficientes que se ejecuten en computa-
dores (por lo general paralelos) con el objeto de generar los modelos de c6mputo y/o las
simulaciones.

La computacién paralela es una alternativa que permite alcanzar una soluciéon en una
fraccién del tiempo original que emplearfa un Gnico computador. Es decir, mas de un
computador, o procesador, interconectados por una red trabajan en conjunto para re-
solver un problema comin. Los objetivos de la computacion paralela se pueden cumplir
de diversas maneras y éstos difieren basicamente en la estrategia de comunicacién de
los procesos (memoria compartida, memoria distribuida), en el modelo de programacion
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paralelo (paso de mensajes, procesos ligeros -threads-, variables compartidas) y /o en
el paradigma de programacién (pipeline, maestro / trabajador, SPMD -Single Program
Multiple Data-, divide y venceras).

Como consecuencia de todo lo expresado, el incremento del uso de computadores paralelos
y distribuidos para solucionar problemas cientificos de gran escala o criticos en tiempo, ha
generado la necesidad de predecir el rendimiento de aplicaciones tanto deterministas como
no deterministas con el fin de aprovechar mejor los recursos disponibles. El rendimiento,
también llamado prestaciones, es el grado de satisfaccién que una aplicacién encuentra de
acuerdo con las expectativas de la persona involucrada en ésta [2]. Una manera sencilla
de comparar sin subterfugios el rendimiento de diversos sistemas informéaticos es utilizar
el tiempo de ejecucion de un programa o, méas habitualmente, un conjunto de programas
[3].

La prediccion de rendimiento plantea cuestiones de tipo cuantitativo sobre el funcionamien-
to de una aplicacién: jcudn rapidamente realiza las tareas?, jcon qué aprovechamiento
utiliza los recursos?, o, en el caso en que el sistema no funciona, jcon qué probabilidad
falla?, jcuanto tiempo tarda en fallar? Estas cuestiones acerca de la aplicacién deben
concretarse en el calculo de ciertos indices de rendimiento. Los indices de rendimiento son
indicadores cuantificables usados para representar algin aspecto del rendimiento del sis-
tema. Pueden representar medidas de ejecucién, de eficiencia, de utilizacion, de fiabilidad,
de disponibilidad. Los disehadores de computadores, los investigadores en general y los
usuarios finales son los principales interesados en obtener valores reales del rendimiento
esperado [2].

En este trabajo, el indice de rendimiento que se desea evaluar es el tiempo de ejecucion,
por lo cual en lo que sigue del texto se hablard de manera indistinta de rendimiento y
tiempo de ejecucion.

En particular, la prediccién de rendimiento de aplicaciones dependientes de los datos es
un problema extremadamente desafiante porque para un evento especifico, conjuntos de
datos de entrada similares (en apariencia) pueden causar variabilidad en los tiempos de
ejecucion. Por ende, el rendimiento en estos casos no depende tinicamente del tamaiio del
problema (N) y del namero de procesadores (P). Otros parametros, como el valor que
mide la dependencia de los datos, deben tenerse en cuenta.

Entre las aplicaciones dependientes de los datos de entrada mé&s conocidas se pueden
mencionar los algoritmos de ordenacién, los algoritmos de busqueda, el problema de sa-
tisfacibilidad booleana (satisfiability problem - SAT) [4], el problema de la particion de
grafos (graph partition) [4], el problema de la mochila (knapsack problem) [5], el problema
de empaquetar un conjunto de objetos (bin packing) [5], el problema de la planificacion
de movimiento (motion planning) [6], el problema del viajante (traveling salesman prob-
lem - TSP) [7] y los problemas préacticos que pueden ser formulados como alguno de los
problemas mencionados.

Algunos ejemplos de problemas practicos que requieren prediccién del rendimiento, im-
prescindibles para ciencias de la computacién, son la planificacién de trabajos en un
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computador [8], la asignacién fisica de recursos [9] y la minimizacién de la cantidad de
tiempo empleado por un trazador grafico para dibujar una figura [4].

1.1. Prediccién de rendimiento

El rendimiento de las aplicaciones puede estudiarse a muchos niveles de detalle. Cualquier
analisis de una aplicacién es sélo un analisis de un cierto modelo de ella. Un modelo es
una abstracciéon que contiene sélo las variables significativas y sus relaciones, permitiendo
al analista concentrarse en los puntos que él considera de interés [10]. En este trabajo, se
estudia la prediccién del tiempo de ejecucion de aplicaciones dependientes de los datos
de entrada en un computador paralelo.

La ejecucién de toda aplicacién paralela est4 influida por un namero de factores no deter-
ministas. Para estimar el rendimiento de tales aplicaciones existen dos lineas, la prediccién
estéatica y la prediccién dinamica. La eleccion entre una u otra representa un compromiso
fundamental entre el costo y la exactitud de la predicciéon que se desea [11].

Las técnicas que existen para la prediccién dinamica, tal como la simulacién, pueden
proveer valores de prediccién pero estan limitadas a trabajar con pardmetros y/o datos
de entrada muy especificos.

Las técnicas que existen para la prediccion estatica producen informacién analitica e
informacién de diagnéstico sobre cémo los parametros simbélicos del programa / com-
putador (el tamafio del problema, el nimero de procesadores, el ancho de banda cé6mputo
/ comunicacién, entre otros) afectan el rendimiento, sin requerir ejecuciones costosas o
multiples simulaciones para cada parametro o conjunto de datos de entrada diferente. Sin
embargo, estas técnicas sélo pueden modelar el comportamiento dindmico del programa
en un grado limitado, por lo cual la prediccién puede resultar algo inexacta.

Algunas fuentes de comportamiento variable de un programa son el no determinismo
introducido por [12]:

= La planificacién de tareas en forma dinadmica sobre un nimero limitado de proce-
sadores.

» La comunicacién entre procesos.

» La contencién de recursos hardware y software (enlaces de comunicacién, discos,
memorias).

» La dependencia de un programa sobre el conjunto de datos de entrada. Espe-
cialmente en las aplicaciones de procesamiento de datos, tales como ordenacion
y busqueda, los tiempos de ejecucion pueden variar demasiado segin el conjunto de
datos de entrada usado, incluso manteniendo constante el pardmetro que representa
el tamafio del conjunto de datos.
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A su vez, las técnicas estaticas se extienden desde las técnicas simbélicas de bajo costo a
técnicas numeéricas analiticas basadas en las cadenas de Markov [13], en las redes de Petri
estocasticas [14, 15, 16], en las redes de cola [17, 18], en las 4lgebras de proceso [19, 20],
en los grafos de tareas [21] o en hibridos (una combinacién de grafos de tareas y redes de
cola) [22, 23].

Brevemente, las cadenas de Markov son un caso particular de los procesos estocésticos
y resultan adecuadas para el modelado y anélisis de sistemas con espacio de estados
discreto y que evolucionan en el tiempo. Sin embargo, su pobre capacidad de abstraccion
hace que desde un punto de vista préctico resulten inadecuadas. Las redes de cola se usan
para el modelado y el anélisis de sistemas informéaticos. Su mayor nivel de abstraccion,
en comparaciéon con las cadenas de Markov, las hicieron preferibles frente a ellas. Su
principal problema, es la carencia de una primitiva para modelar la sincronizacién. Las
dlgebras de proceso trabajan con un lenguaje textual mientras que las redes de Petri usan
una notaciéon grafica. Ambos formalismos son enfoques que prevalecen en el modelado
de sistemas de eventos discretos concurrentes, tanto en los aspectos de validacién de
propiedades légicas como en los de andlisis de prestaciones.

Mientras que en las técnicas numeéricas analiticas la complejidad del tiempo de resolucién
puede ser exponencial debido a la explosién del espacio de estados, en las técnicas sim-
bolicas el tiempo de ejecuciéon se estima en términos de una expresién que conserva todos
los pardmetros de interés del algoritmo analizado. Por ese motivo, las técnicas simbélicas
proveen méxima informacion de diagnoéstico sobre el rendimiento de un programa.

En la literatura, hasta donde se ha podido relevar, no existen muchos trabajos de predic-
cién de tiempo de ejecucion de aplicaciones paralelas dependientes de los datos de entrada.
Una manera en que se ha abordado este tema, es la descomposicién de un algoritmo en
secuencia de bloques donde un bloque es una operacién de cémputo, de comunicaciéon o
de sincronizacion [24]. Otra, es el uso del modelado de rendimiento simboélico donde la
carga de trabajo se representa en términos de un nimero de momentos estadisticos [11].

1.2. Enfoque

Esta Tesis intenta dar un paso adelante en un &mbito poco explorado. La misma pre-
senta una nueva metodologia practica para la prediccién de rendimiento de aplicaciones
dependientes de los datos en un computador paralelo, lo cual refleja un comportamiento
no determinista.

Dichas aplicaciones deben cumplir con determinadas caracteristicas tales como requerir el
calculo masivo y estar preparadas para trabajar en paralelo con todo lo que esto involucra
(sincronizacion, comunicacion). La idea de trabajar en este sentido surge de la necesidad
de dar respuesta a un nimero de aplicaciones paralelas frecuentes que normalmente son
dejadas a un lado. Cualquier aporte en el 4rea no determinista por minima que sea
representa un gran avance ante la falta de conocimiento general. No sélo hay que pensar
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en el problema que se resuelve sino en el beneficio que representa para la familia de
problemas que contiene al problema resuelto.

La propuesta parte de ciertas premisas y utiliza la ciencia computacional para extraer
conocimiento de los experimentos disefiados (datos de entrada), en una primera fase, y
luego proporciona un mecanismo de prediccién que resulta bastante prometedor, en una
segunda fase. El desarrollo se centra en aplicaciones paralelas (P procesadores), pero
naturalmente todo lo expresado puede emplearse en aplicaciones series (P = 1).

La formulacién de las hipétesis, la composicién de los experimentos, la ejecucién de la
aplicacién estudiada, el proceso de descubrir conocimiento, la interpretacién del modelo
y la evaluacién de calidad son las etapas que forman parte de la fase de extraccién del
conocimiento, mientras que la etapa de comparacién de datos pertenece a la fase de
prediccién.

Si bien las etapas més importantes, una vez que se conoce a fondo la aplicacién estudiada,
son la formulacién de las hipétesis y la comparacién de nuevos datos con datos histori-
cos para dar una prediccion del orden de rendimiento, no por ello las otras etapas son
menos relevantes para la satisfaccion general de la metodologia. Es més, sin el proceso de
descubrir conocimiento, involucrando la técnica y el algoritmo de mineria de datos como
apoyo fundamental, dificilmente se puedan plantear las suficientes y adecuadas hipotesis.

Una aplicacién representativa dependiente de los datos de entrada es el problema del
viajante (TSP), donde es dificil predecir el tiempo de ejecucién por depender fuertemente
del conjunto de ciudades de entrada. Este problema es de considerable significacion no
s6lo desde el punto de vista teérico. Hay muchos casos importantes de problemas prac-
ticos que pueden ser formulados como problemas TSP y muchos otros problemas son
generalizaciones de este problema.

Ademas de utilizarse en la soldadura de conexiones en los circuitos impresos [25], en las
4reas del transporte y en la logistica [7], problemas que tienen la estructura TSP ocurren
en el analisis de la estructura de cristales [26], en el manejo del material en un almacén
[27], en la planificacién de trabajos en un maquina [8], en los problemas de asignacion
fisica en computacioén [9], en la re-disposicién del genoma [28], en la construccién del drbol
filogenético [29], en la minimizacién de la cantidad de tiempo empleado por un trazador
grafico para dibujar una figura [4], entre otros tépicos.

Una variante TSP relacionada incluye el problema, del viajante con un tiempo limite [30].
A su vez, el problema de orientacién [31] es un caso especial del anterior. En MAX TSP
el objetivo es encontrar el camino mas largo [32]. El problema TSP de maximo envio
(maximum scatter TSP problem) se usa en algunos procesos de manufactura donde es
importante tener una separacién sustancial entre consecutivas operaciones sobre una pieza
y en aplicaciones que trabajan con im4genes médicas [33]. También existen problemas TSP
més relevantes que surgen como sub- problemas de problemas combinatorios complejos.
De éstos el mas conocido e importante es el problema de rutas de vehiculos; es decir, el
problema de determinar para una flota de vehiculos qué clientes deben ser servidos por
cada vehiculo y en qué orden cada vehiculo debe visitar a los clientes asignados [34]. Por
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todo lo antes expuesto, se puede decir que hay una tremenda necesidad de contar con
algoritmos TSP.

Teniendo en cuenta lo expresado anteriormente y sumado a la aparente simplicidad de su
formulacion se eligié al TSP como problema de estudio. Tres algoritmos paralelos de TSP
euclideano (el algoritmo exhaustivo, el algoritmo de poda local y el algoritmo de poda
global) son presentados y luego estudiados minuciosamente para mostrar la utilidad y el
beneficio de la metodologia presentada.

Los algoritmos TSP tienen como entrada el ntmero de ciudades y sus coordenadas, la
ciudad de inicio y el nimero de procesadores entre otros datos, procesan los mismos y
generan un gran volumen de informacién entre los cuales estan el camino minimo y su
distancia (solucién 6ptima). Los algoritmos fueron desarrollados con el objeto de analizar
la influencia de distintos grados de indeterminismo en la prediccién de rendimiento. Todos
siguen el paradigma de programacién maestro / trabajador, uno de los paradigmas mas
extensamente usado en el 4mbito del paralelismo.

Asimismo, es importante mencionar que los algoritmos TSP buscan recursivamente todos
los posibles caminos (permutaciones) a través de un proceso de ramificacién y sélo difieren
en la estrategia de poda usada. Especificamente, en el algoritmo exhaustivo no hay poda y
el tour minimo se calcula entre todas las posibles permutaciones, por lo cual la prediccién
resulta muy exacta. En el algoritmo de poda local, cada trabajador poda segun una
distancia minima que va encontrando a medida que va procesando una tarea. Por otro
lado, en el algoritmo de poda global, los trabajadores podan siempre que sea posible de
acuerdo con un valor de distancia global minima [35, 36].

Es indudable, que el orden del tiempo de ejecucién de los algoritmos paralelos TSP de
poda local y de poda global depende del ntamero de ciudades (C), del namero de proce-
sadores (P) y de otros parametros relacionados con los datos de entrada, O(C, P, 7).
Encontrar estos otros pardmetros es la clave para obtener una buena o aceptable predic-
cién de rendimiento. Actualmente, las hip6tesis que se trabajan son que la suma de las
distancias (SD) de una ciudad a las restantes ciudades y la desviacién media de estas
sumas (M DSD), juegan un papel preponderante en los tiempos de ejecuciéon de los al-
goritmos mencionados, O(C, P,SD, MDSD). En cambio, ni la suma de las distancias
de una ciudad a las restantes ciudades ni la desviacién media de estas sumas, afectan el
tiempo final de ejecucion en el algoritmo exhaustivo, O(C, P).

En un principio, los experimentos para el problema TSP fueron paulatinamente creados de
forma tal de extraer conocimiento intrinseco con un determinado fin. Durante el desarrollo
del trabajo, al irse corroborando ciertas conjeturas, los experimentos fueron guiados hacia
nuevos objetivos, los cuales a su vez dieron fruto a otros nuevos planteamientos. Esto
significo, en una primera aproximacion, agrupar las ciudades siguiendo patrones graficos
para finalmente terminar agrupando las ciudades segin la combinacién de dos variables,
la suma de las distancias de una ciudad a las restantes més la desviacién media de esta
suma. La idea es que si una ciudad en particular estd muy alejada de las otras ciudades,
su suma de distancias a las otras ciudades ser4 considerablemente mayor a la suma de
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las distancias de las otras ciudades y, en consecuencia, su tiempo de ejecucién también
ser4 bastante mayor al resto si se comienza el tour por esta ciudad. Es decir, la ubicacién
de la ciudad distante en el proceso de ramificacién es determinante de la cantidad que se
poda.

Como ya se expresé, los algoritmos TSP reciben el namero de ciudades y sus coordenadas,
la ciudad de inicio y el ntmero de procesadores entre otros datos, procesan los mismos
y, en contrapartida, generan un gran volumen de informacién que debe examinarse por
medio de un proceso de descubrir conocimiento en bases de datos (knowledge discovery
in databases - KDD).

Para el problema TSP la técnica de mineria de datos llamada clustering (agrupamiento) es
la elegida para obtener una particién del conjunto de datos en grupos de datos distintivos,
de forma tal que los datos en cada grupo compartan unas ciertas caracteristicas comunes
que a la larga significan tiempos de ejecuci6n similares. En particular, se aplica el algorit-
mo matemaético particionado de aprendizaje no supervisado conocido como k-means [37],
embebido en un ambiente dindmico y abierto de agrupamiento llamado Cluster-Frame
[38]. En Cluster-Frame los resultados alcanzados aplicando diferentes parémetros pueden
estudiarse desde distintos dngulos y compararse.

Por otro lado, las herramientas de visualizacién resultan de gran ayuda en esta instancia ya
que dan soporte a la toma de decisiones. La acumulacién de experimentos, el conocimiento
y la experiencia analizada por medio de instrumentos graficos permiten llevar a cabo
investigaciones y proyectos de analisis de datos de forma més 6ptima en un menor tiempo.

La evaluacién de calidad envuelve la validacion de las hipotesis realizadas para el problema,
TSP. En la evaluacién se observa si los experimentos en los clusters se reasociaron segin
las hipétesis planteadas. El porcentaje de aciertos en este sentido expresa la capacidad
de prediccién.

Los resultados experimentales para los algoritmos TSP son bastante prometedores; la
capacidad de prediccién fue mayor al 75% para todos los casos desde el comienzo de la
investigacion. Luego este valor fue mejorando.

En general, de cada evaluacién surgen nuevas conjeturas / ideas que, en una primera
instancia, son analizadas con los datos existentes en la base de datos histérica y, mas
adelante si persisten como promesas, son procesadas del principio al fin por toda la
metodologia para su corroboracién. Algunos experimentos sintéticos y ciertos experimen-
tos que involucran transformaciones geométricas han servido para confirmar unas cuantas
suposiciones.

En cuanto a la fase de prediccién de la metodologia para el TSP, se puede decir que
para un nuevo conjunto de ciudades es posible dar un orden de prediccién de rendimiento
midiendo las diferencias entre este conjunto de ciudades (su patrén) y los patrones gréaficos
historicos.

Para, esta operacién de comparacién se usan conceptos de geometria de reconocimiento
de patrones bajo movimiento euclideano. Si el mayor valor de similitud de todos los
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calculados resulta ser menor al nimero aceptable, con el nuevo conjunto de ciudades se
compone un nuevo experimento que retroalimentara la base histérica una vez aplicada la
fase de extraccién de conocimiento. En caso contrario, el tiempo de ejecucién estimado
para el nuevo conjunto es el tiempo de ejecucion registrado para el patrén histérico con
el que se obtuvo el mayor valor de similitud.

Las estimaciones del orden de rendimiento para nuevos conjuntos de datos fueron bas-
tante buenas (en el orden del 90 %). Estas fueron comparadas con los tiempos reales de
ejecucion.

1.3. Organizacién de la Tesis

En las secciones previas se ha expuesto el contexto de la investigacién realizada como asf
también se han especificado los desafios. Esta Tesis estd organizada como sigue:

En el capitulo 2 se presenta el marco tedrico necesario para entender ciertos conceptos que
se iran usando a lo largo de todo este documento. Dentro de este marco, se introducen
ciertas nociones generales de algoritmos, se exhibe la razén de crecimiento de diversas
funciones con el fin de observar el orden de sus tiempos y se muestra la clasificacién de
los problemas de decisién. Asimismo, se plantea un problema no determinista concreto:
el problema del viajante. De este problema, se da a conocer la historia de su evolucién
desde sus comienzos hasta el dia de hoy y su complejidad computacional.

En el capitulo 3 se ofrece una introduccién a las ciencias computacionales y a la evaluacién
de rendimiento en programas paralelos para luego presentar la metodologia practica que
permite predecir el orden del tiempo de ejecucién de aplicaciones paralelas dependientes de
los datos. Se enuncian las fases y dentro de éstas las etapas que componen la metodologia
al mismo tiempo que se explican concienzudamente.

En el capitulo 4 se plantea como caso de estudio el problema del viajante. En una primera
parte, se introducen los algoritmos paralelos TSP desarrollados y se brindan detalles
de cada una de las implementaciones. En una segunda parte, se aborda el proceso de
experimentacion llevado a cabo que permitié definir 1a complejidad asintética en tiempo
para cada uno de los algoritmos TSP.

En el capitulo 5 se exhiben las validaciones experimentales del TSP realizadas con el
objeto de mostrar la robustez de la metodologia. Mediante experimentos sintéticos se
respaldan las hipotesis definidas. Otros experimentos procuran demostrar la escalabilidad
del problema tanto a nivel de procesadores como tamafio del problema. También, se
investiga la prediccion del tiempo de ejecucién para nuevos conjuntos.

En el capitulo 6 se resumen y se delinean en forma general las conclusiones de la Tesis
junto con las contribuciones y los caminos a seguir. Ademés para terminar, se exponen
diversos problemas donde seria factible la aplicacién de la metodologia expuesta.

Finalmente, en el apéndice A se muestra un estudio del proceso de descubrir conocimiento
en base de datos. En particular, se hace hincapié en la técnica de minerfa de datos conocida
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como clustering y en el algoritmo particionado de aprendizaje no supervisado k-means
por ser los utilizados.

En el apéndice B se ensefia el ambiente de clustering dindmico y abierto llamado Cluster-
Frame. El mismo permite la evaluacién de diversos algoritmos como k-means, fuzzy k-
means, k-prototypes, k-modes, k-medoid, k-means* y k-means™*, entre otros.

En el apéndice C se exponen todos los experimentos llevados a cabo a lo largo de la
investigacion y se resume graficamente el volumen de informacién procesado.

La Tesis desarrollada en esta memoria es el resultado de un estudio cientifico realizado
en el Departamento de Arquitectura de Computadores y Sistemas Operativos (DACSO-
CAOS) de la Universidad Auténoma de Barcelona. El trabajo se enmarca en una de las
lineas de investigaciéon de nuestro grupo “Procesamiento Paralelo y Distribuido: desde la

Especificacién y Sintonizacién de Aplicaciones hasta la Arquitectura” L

'Referencia: MEyC-Espaiia bajo contrato TIN 2004-03388



10

CAPITULO 1. INTRODUCCION



Capitulo 2

Algoritmos

Este capitulo tiene por objeto brindar el marco tedrico necesario para entender ciertos
conceptos que se irdn usando a lo largo del trabajo. Es imprescindible definir qué es un
algoritmo y qué significa el término complejidad computacional, al mismo tiempo que
se deben tener en cuenta las razones de crecimiento de ciertas funciones. Asimismo, se
plantea un problema no determinista representativo que depende de los datos de entrada:
el problema del viajante. La importancia del problema escogido se refleja no sélo desde el
punto de vista teérico sino que también desde la perspectiva de los problemas practicos
que se presentan.

2.1. Problematica algoritmica

A continuacién se brinda una introduccién breve a las nociones generales de algoritmos.

2.1.1. Definicién de algoritmo

Un algoritmo es un proceso que efectia una tarea especifica para resolver un problema
general. Un problema algoritmico se especifica describiendo el conjunto completo de ins-
tancias que éste debe trabajar y las propiedades que la salida debe tener como resultado
de ejecutar alguna de estas instancias. Formalmente, un algoritmo es una secuencia de
instrucciones que determina completamente el comportamiento de una méaquina de Turing
(MT / modelo de computacion).

2.1.2. Correccién

Los objetivos deseables en todo algoritmo son la correccién, la eficiencia (como se vers mas
adelante, seccion 2.1.6) y la facilidad de implementacién. Un algoritmo es correcto si re-
suelve un problema dado. Generalmente, todo algoritmo correcto tiene una demostracion

11
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de correccidén, que es una explicacién del por qué se sabe que el algoritmo para todas las
instancias de entrada produce el resultado deseado [4].

2.1.3. Comparacion de algoritmos

Los algoritmos son la parte més importante, durable y original de las ciencias de la
computaciéon porque pueden ser estudiados independientemente de un lenguaje o de una
maquina.

Esto significa que se necesitan técnicas capaces de comparar algoritmos sin estar éstos
implementados. Las herramientas m4s importantes son el modelo RAM de computacién
para algoritmos series [4], el modelo PRAM para algoritmos paralelos [39] y el an4li-
sis asintético de la complejidad del peor caso tanto para algoritmos series como para
algoritmos paralelos [4].

2.1.3.1. Modelo RAM de computacién

El disenio de un algoritmo depende de un computador hipotético llamado maquina de
acceso al azar (random access machine - RAM), que es el tradicional modelo secuencial
de computacién, también conocido como el modelo de von Neumann, Figura 2.1.

La RAM tiene M posiciones de memoria (direcciones), donde M es un nimero grande
finito. En una posiciéon de memoria se puede almacenar un dato y el acceso a ésta con-
sume una unidad de tiempo. Adema4s la RAM, contiene un tnico procesador, que opera
bajo el control de un algoritmo secuencial. Cada instruccién es ejecutada antes de que
el procesador continte con la préxima instruccion. La unidad de acceso a memoria se
usa para crear un camino (una conexién directa) entre el procesador y una posicién de
memoria. Bajo este modelo:

. cada operacién simple (+, -, * = if, ...) consume exactamente una unidad de tiempo.
p Y b ? ? )

. los ciclos y subrutinas no son considerados operaciones simples sino la composicién de
varias operaciones simples.

. cada acceso a memoria invierte exactamente una unidad de tiempo y se tiene cuanta
memoria se necesita.

En consecuencia, en este modelo se mide el tiempo de ejecucion de un algoritmo contando
el niimero de unidades de tiempo que toma una instancia del problema.

2.1.3.2. Modelo PRAM de computacién

La maquina paralela de acceso al azar (parallel random access machine - PRAM) es
el modelo paralelo de computacién mas extensamente utilizado. La PRAM fue desa-
rrollada para proveer una plataforma de disefio de algoritmos teéricos que predeciria
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l Procesador '
Unidad de acceso
a memoria

Memoria

Figura 2.1: Maquina de acceso al azar (RAM).

el funcionamiento de dichos algoritmos en computadores paralelos reales. La ventaja (o
desventaja segin como se mire) de PRAM es que ignora las comunicaciones para permi-
tir a los usuarios focalizarse en el paralelismo potencial disponible en el disefio de una
solucién a un problema dado.

La Figura 2.2 muestra las caracteristicas de una PRAM donde mantiene n procesadores
Py, ..., P, cada uno idéntico a un procesador RAM. Se tiene una memoria comin (global).
La unidad de acceso a memoria de la PRAM es similar a la de RAM en el sentido que
ésta asume que cada procesador consume una unidad de tiempo en acceder a cualquier
posicién de memoria.

Unidad de
(Programa l l control )

Memoria Memoria Memoria
local local local
PZ Pn

Py

Unidad de acceso
a memoria

( Memoria comiin ]

Figura 2.2: M4quina paralela de acceso al azar (PRAM).

Hay que observar que los procesadores no estan directamente conectados entre si, por lo
cual, si un procesador desea comunicar algo, lo debe hacer a través de la memoria comin.
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Al acceder a memoria, tanto para una operacién de lectura como para una operacién de
escritura, se deben resolver posibles conflictos mediante alguna politica.

2.1.3.3. Complejidad del mejor y del peor caso

La complejidad del peor caso de un algoritmo es la funcién definida por el méximo ntimero
de unidades de tiempo que toma una instancia de tamafio N. En la Figura 2.3, la funcién
mencionada estd representada por la curva que pasa por los puntos més altos en cada
columna. En la practica, la complejidad del peor caso es la medida més atil.

La complejidad del mejor caso de un algoritmo es la funcién definida por el minimo
namero de unidades de tiempo que toma una instancia de tamano N. En la Figura 2.3,
la funcién mencionada esta representada por la curva que pasa por los puntos mas bajos
en cada columna.

Finalmente, la complejidad del caso promedio de un algoritmo es la funcién definida por
el promedio de unidades de tiempo que toma una instancia de tamafio N.

5 T T T ‘?
—v— Peor caso - £
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4t “
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”
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Figura 2.3: Complejidad del mejor y del peor caso; también se grafica el caso promedio.

2.1.4. La notacién O

Las complejidades peor caso, mejor caso y caso promedio para un algoritmo son funciones
numéricas del tamaio de las instancias. Como es dificil trabajar con ellas, se habla de
limite superior e inferior de tales funciones. La Figura 2.4(a) y la Figura 2.4(b) ilustran
el limite superior O y el limite inferior 2, respectivamente [4].
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Figura 2.4: Notaciones O y Q.

. f(n) = O(g(n)) significa que c * g(n) es un limite superior de f(n). Asf, existe una cons-
tante c tal que f(n) es siempre menor o igual que ¢ * g(n), para n suficientemente
grande.

. f(n) = Q(g(n)) significa que ¢ * g(n) es un limite inferior de f(n). Asf, existe una cons-
tante ¢ tal que f(n) es siempre mayor o igual que c * g(n), para n suficientemente
grande.

. f(n) = ©(g(n)) significa que c; * g(n) es un limite superior de f(n) y c2 * g(n) es un
limite inferior de f(n), para n suficientemente grande. Asi, existen las constantes c;
y ¢z tal que f(n) es menor o igual que ¢; * g(n) y f(n) es mayor o igual que cz *
g(n). Esto significa que g(n) es un limite hermético de f(n).

2.1.5. Razdén de crecimiento

La razén de crecimiento de funciones conocidas que se utilizan en distintos algoritmos
medidas en nanosegundos se puede observar en la Tabla 2.1, significando s: segundos, d:
dias, m: meses y a: anos.

Estudiando la Tabla 2.1, se pueden sacar unas cuantas conclusiones:
. Casi todos estos algoritmos insumen la misma cantidad de tiempo para n igual a 10.
. El algoritmo cuyo tiempo de ejecucién es n! no resulta atil cuando n se acerca a 20.

. El algoritmo cuyo tiempo de ejecucién es 2" tiene un mayor rango de operacién pero
no resulta practico cuando n es mayor a 40.
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Tabla 2.1: Razén de crecimiento de funciones conocidas medidas en nanosegundos.

[ n | lgn | n | nlgn | n? | 2 | n! |
10 0.003 us | 0.01 us | 0.033 us | 0.1 us 1 ps 3.63 ms
20 0.004 ps | 0.02 us | 0.086 pus | 0.4 us 1 ms 7.l a
30 0.005 us | 0.03 us | 0.147 us [ 09 us || 1s 8,4 %100 g
40 0.005 s | 0.04 us | 0.213 us | 1.6 us 18.3 m
50 0.006 us | 0.05 us | 0.282 us | 2.5 us 13d
100 0.007 us | 0.1 us | 0.644 ps | 10 us 4%10%° a
1000 0.010 s | 1.00 ps | 9.966 us | 1 ms
10000 0.013 us | 10 us 130 ps 100 ms
100000 0.017 us | 0.10 ms | 1.67ms | 10 s
1000000 0.020 s | 1 ms 19.93 ms | 16.7 m
10000000 0.023 pus | 0.01 s 0.23 s 1.16 d
100000000 || 0.027 us | 0.10 s 2.66 s 115.7 d
1000000000 || 0.030 us | 1 s 29.90 s 31.7a

. El algoritmo cuyo tiempo de ejecucién es n? es perfectamente razonable hasta n igual
a 100, pero éste rapidamente se va deteriorando con entradas méas grandes, tal que
si n es mayor a 1000000 deja de tener sentido.

. Los algoritmos n y nlgn son utiles con entradas de hasta un 1000000 de datos.
. Cuando se trabaja con algoritmos O(lgn) no se puede esperar encontrar un problema.

. Es un error pensar que basta esperar algunos afios para que ciertos algoritmos costosos
se puedan ejecutar en un tiempo razonable.

La Figura 2.5 muestra los 6rdenes de complejidad para las funciones lgn,n,nlgn, n?,nd

y 2™,

2.1.6. Eficiencia

Un algoritmo es eficiente si su complejidad es polinémica, es decir, O(n*), donde k € N.
También se puede decir que es tratable.

O(1) C O(Ign) € O(n) C O(nlgn) C O(n?) C ... C O(n¥)c ... O(2") C O(n!)

Razonables en la practica Intratables

- "]

Tratables

Un buen disefiador de algoritmos es un experto de eficiencia; el diseflador siempre debe
tener en mente los beneficios de un algoritmo eficiente.
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Figura 2.5: Ordenes de complejidad.

2.1.7. Determinismo vs. no determinismo

La palabra determinista denota la ausencia de eleccion. En un evento determinista se
conoce precisamente qué pasaré para cada conjunto de entrada. En contraste, el término
no determinista se usa para expresar un evento cuyo resultado depende de los datos de
entrada o de las elecciones realizadas por sus participantes.

El término no determinista se usé por primera vez en ciencias de la computacién en
conexién con la teoria de autématas. En este campo, el término se refiere a un cierto tipo
de miquina abstracta que obedece a un conjunto de instrucciones ambiguas en el sentido
de que dos o m4s instrucciones pueden aplicarse en un determinado momento. Por otro
lado, la expresién algoritmos no deterministas fue usada por Floyd, en primera instancia,
para indicar aquellos programas que contenian instrucciones de eleccion [40].

2.1.8. Clasificacion de problemas de decisién

Un problema, de decisién es un problema en donde las respuestas posibles son si 0 no. Un
problema de decisién se puede clasificar como de clase P, clase NP, clase NP-completo o

clase NP-duro [41].
NP
completo

Figura 2.6: Clasificaciéon de problemas de decision.

NP duro
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Clase P: La clase P contiene aquellos problemas que pueden ser resueltos en tiempo
polinémico por una maquina de Turing (MT) determinista. Esto indica a aquellos
en los que, para cada par, estado / simbolo, existe a lo sumo una posibilidad de
ejecucion. Los problemas de complejidad polinémica resultan tratables, es decir, en
la practica se pueden resolver en un tiempo razonable.

Clase NP: La clase NP incluye los problemas que son resueltos por una MT no deter-
minista en tiempo polinomial (de ah{ su nombre, non-deterministic polynomial).

Clase NP-completo: La clase NP-completo abarca los peores problemas posibles de
la. clase NP y éstos se caracterizan por ser todos iguales en el sentido de que si
se descubriera una solucién P para alguno de ellos, esta solucién seria facilmente
aplicable a todos ellos. Graficamente se puede decir que estos problemas estan en
la frontera externa de la clase NP.

Clase NP-duro: La clase NP-duro involucra los problemas de decisién que son tan
dificiles como un problema NP. Ademas, si se encontrara un algoritmo que resolviera
uno de los problemas NP-duro en tiempo polinomial, entonces serfa posible construir
un algoritmo que trabajara en tiempo polinémico para cualquier problema de NP.

La clase NP-completo puede definirse alternativamente como la interseccién entre la clase
NP y la clase NP-duro.

2.1.8.1. La cuestion de si P = NP

La cuestién de si P = NP es una de las mas misteriosas e importantes en informatica
tedrica [42].

Naturalmente, cualquier problema de P también se encuentra en NP. Si una MT deter-
minista resuelve un problema, una no determinista también lo har4 y en igual tiempo.
Ahora, para mostrar que P # NP se tendria que encontrar un problema en NP que no
esté en P, mientras que para probar que P = NP, en principio, se tendria que encontrar
un algoritmo polinémico para cada problema en NP.

Esta tarea en realidad se puede simplificar considerablemente. Es suficiente encontrar
un algoritmo de tiempo polinémico para uno sélo de los problemas en la clase de los
problemas llamados NP-completos.

2.2. Un problema no determinista: el TSP

El problema del viajante (TSP) es uno de los més famosos problemas (y quizas uno de los
m4s estudiados) en el campo de la optimizacién combinatoria. A pesar de la aparente sim-
plicidad de su formulacién, el TSP es un problema de resolucién compleja y la complejidad
de su solucién ha sido un continuo desafio para los matematicos durante siglos [43, 44, 7).
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No sélo el estudio de este problema ha atrapado a personas del area de matemaéticas sino
también a muchos investigadores de otros campos como investigacion operativa, fisica,
biologfa e inteligencia artificial que se han visto eclipsados por el mismo. En consecuen-
cia, acerca de este problema se puede encontrar una gran cantidad de literatura. Por otro
lado resulta llamativo que, aun para el caso general, no se conozca todavia un algorit-
mo efectivo que halle la solucién en tiempo polinomial. Deben considerarse atn muchos
aspectos del problema y algunas cuestiones que plantea estan lejos de ser contestadas sat-
isfactoriamente. Ciertamente, la resolucion del TSP daria solucién al problema P versus
NP 1, el cual tiene un premio de 1000000 del Clay Mathematics Institute [45].

2.2.1. Planteamiento del problema

El TSP para C ciudades consiste en encontrar un tour que visite todas las ciudades
exactamente una vez y que retorne a la ciudad inicial, de modo tal que sea minima la
suma total de las distancias entre las ciudades consecutivas. El requerimiento de retornar
a la ciudad inicial no cambia la complejidad computacional del problema.

Una formulacién equivalente en términos de teoria de grafo es: dado un grafo completo con
pesos (los vértices son las ciudades, los ejes son los caminos y los pesos son los distintos
costos) encontrar un circuito Hamiltoneano con el menor peso [46].

En el TSP euclideano, el peso de un camino entre dos ciudades es la distancia euclideana.
Aunque se ha demostrado teéricamente que el TSP euclideano es igual de riguroso com-
parado con la forma general de TSP [47, 48], se sabe que existe un algoritmo de tiempo
sub-exponencial para éste y ademés que muchas heuristicas trabajan mejor. De ahi que se
exponga mayoritariamente en investigaciones de diversos 4mbitos, ademés de ser bench-
mark para muchas areas.

2.2.2. Problemas practicos

El problema TSP es de considerable significacién no sélo desde el punto de vista tedrico.
Hay muchos casos importantes de problemas préacticos que pueden ser formulados como
problemas TSP y muchos otros problemas son generalizaciones de este problema. Ademés
de utilizarse en la soldadura de conexiones en los circuitos impresos [25], en las 4reas del
transporte y en la logistica [7], problemas que tienen la estructura TSP ocurren en el
anélisis de la estructura de cristales [26], en el manejo del material en un almacén [27],
en la planificacién de trabajos en una maquina [8], en los problemas de asignacién fisica
en computacién [9], en la re-disposicién del genoma [28], en la construccién del arbol
filogenético [29], en la minimizacién de la cantidad de tiempo empleado por un trazador
grafico para dibujar una figura [4], entre otros tépicos.

Existen una cuantas variantes del problema TSP. Una de éstas incluye el problema del
viajante con un tiempo limite [30]. A su vez, el problema de orientacién [31] es un caso

1Sobre el problema P versus NP referirse a la seccién 2.1.8 pagina 17
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especial del anterior. En MAX TSP el objetivo es encontrar el camino més largo [32].
El problema TSP de méximo envio (maximum scatter TSP problem) se usa en algunos
procesos de manufactura donde es importante tener una separacién sustancial entre con-
secutivas operaciones sobre una pieza y en aplicaciones que trabajan con imégenes médicas
[33]. También existen problemas TSP més relevantes que surgen como sub-problemas de
problemas combinatorios complejos. De éstos el méas conocido e importante es el problema
de rutas de vehiculos, es decir, el problema de determinar para una flota de vehiculos qué
clientes deben ser servidos por cada vehiculo y en qué orden cada vehiculo debe visitar
a los clientes asignados [34]. Por todo lo antes expuesto, se puede decir que hay una
tremenda necesidad de contar con algoritmos TSP.

2.2.3. Historia

Los primeros problemas matemaéticos relacionados con TSP fueron tratados en el 1800 por
el matemético irlandés William Rowan Hamilton y por el matematico britdnico Thomas
Penyngton Kirkman [43].

El primer estudio sobre la forma general de TSP fue realizado por el matematico Karl
Menger en Viena y luego en Harvard hacia 1930. Méas tarde, el problema fue promovido
por Hassler Whitney y Merrill Flood en Princeton [44].

La Figura 2.7(a) exhibe el primer gran TSP, un tour éptimo de 42 ciudades en los Estados
Unidos resuelto en 1954. George Dantzig, Ray Fulkerson y Selmer Johnson publicaron la
descripcién de su método TSP e ilustraron la potencia de éste resolviendo una instan-
cia para 49 ciudades, un tamafio imprevisible en aquel momento. La instancia consistia
en elegir una ciudad de cada uno de los 48 estados de Estados Unidos (Alaska y Hawai
fueron declarados estados solamente en 1959) mas Washington D.C.; el costo de viajar
entre estas ciudades fue definido por la distancia de las carreteras. Pero, en lugar de re-
solver este problema, ellos solucionaron el problema de 42 ciudades eliminando Baltimore,
Wilmington, Philadelphia, Newark, New York, Hartford, y Providence. La ruta mé&s corta.
entre Washington D.C. y Boston pasaba a través de las siete ciudades descartadas; en
consecuencia, la solucién para 42 ciudades derivaba en la resolucién del problema para 49
ciudades [7].

En 1962, Proctor y Gamble originan una competencia cuyo anuncio publicitario se puede
ver en la Figura 2.7(c). La competencia requerfa resolver un TSP para 33 ciudades es-
pecificas. Existi6 un empate entre las varias personas que encontraron el tour 6ptimo. El
profesor Gerald Thompson de Carnegie Mellon University fue uno de los tantos ganadores
[7].

Applegate, Bixby, Chvatal, y Cook (1998) encontraron el tour 6ptimo para 13509 ciudades
en los Estados Unidos cuya poblacién superaba los 500 habitantes, Figura 2.7(b).

En el 2005 se dio el tltimo salto en la evolucién de la historia del TSP. La visita de 33810
puntos en un circuito impreso fue resuelto usando Concorde [7].

Una completa y breve historia de la evolucién del TSP se presenta en la Tabla 2.2.
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Figura 2.7: Tour 6ptimo de 42(a) & 13509(b) ciudades en Estados Unidos. (c) Anuncio
publicitario de una competencia para resolver el TSP para 33 ciudades (1962).

Tabla 2.2: Historia de la evolucién del TSP.

| Afio | Méx | Investigador/es | Ciudades / puntos / etc.
1954 49 | Dantzig, Fulkerson y Johnson Ciudades de los Estados Unidos
1962 33 | Gerald Thompson Una ruta de 33 localidades
1977 120 | Groetschel Ciudades alemanas del oeste
1987 532 | Padberg y Rinaldi Ciudades de los Estados Unidos
1987 666 | Groetschel y Holland Ciudades alrededor del mundo
1987 | 2392 | Padberg y Rinaldi Puntos de Tektronics Inc.
1994 | 7397 | Applegate, Bixby, Chvatal y Cook | Ciudades varias
1998 | 13509 | Applegate, Bixby, Chvatal y Cook | Ciudades de los Estados Unidos
2001 [ 15112 | Applegate, Bixby, Chvatal y Cook | Ciudades de Alemania
2004 | 24978 | Applegate, Bixby, Chvéatal y Cook | Ciudades de Suecia
2005 | 33810 | Concorde Puntos en una tarjeta de circuitos
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2.2.4. Complejidad computacional

Se ha demostrado que el TSP es NP-duro [49]. M4s precisamente, éste es completo para
la clase complejidad (FPNF) 2|y el problema de decisién (dado el costo y un ntimero ,
decidir si hay una ruta de ida y de vuelta méas barata que z) es NP-completo. Especifi-
camente, si se encuentra un algoritmo eficiente (por ejemplo un algoritmo que garantice
encontrar una solucién 6ptima en un namero de pasos polinomial) para el problema del
viajante, esto implicara que también podrian encontrarse algoritmos eficientes para todos
los problemas pertenecientes a la clase NP-completo (ver seccién 2.1.8).

La solucién més directa para el problema TSP es calcular el nimero de tours diferentes
a través de las C ciudades. Dada una ciudad inicial, esta tiene C' — 1 elecciones para la
segunda ciudad, C — 2 elecciones para la tercera ciudad, etc. Multiplicando estos valores
se tiene (C —1)! = (C—1)*(C —2) x...x2%1 para una ciudad y (C)! para las C ciudades.
Otra solucién sencilla es intentar todas las permutaciones (combinaciones ordenadas) y
ver cudl es 1a menos costosa. Al final, el orden es también factorial del nimero de ciudades.
Las dos soluciones presentadas son bastante similares y ellas resultan imprécticas porque
el nimero de operaciones crece rapidamente.

La complejidad factorial del algoritmo motiva la investigacién en dos lineas para atacar el
problema: el algoritmo exacto (cuyo seudoc6digo se exhibe en Algoritmo 1) y el algoritmo
con la aplicacién de heurfsticas. Los algoritmos exactos buscan la solucién 6ptima a través
del uso de la técnica de ramificacién y poda (branch-and-bound, 40 a 60 ciudades), de la
programacion lineal (120 a 200 ciudades) o ramificacién y poda més cortes tomados de
la programacion lineal (5000 ciudades) [50].

Algoritmo 1 : TSP éptimo.

TSP_Optimo (Ch,...,Cc) {
d=o00
Para cada una de las permutaciones C; de (Cy,...,C¢)
S1 costo(C;) < d entonces d = costo(C;) y Crin = C;
Retornar Cpin

Las soluciones heuristicas para TSP son algoritmos de aproximacién que en una fraccién
del tiempo del algoritmo exacto alcanzan una solucién aproximada, cercana a la 6ptima.
Los algoritmos heuristicos para resolver el TSP estan basados originalmente en algorit-
mos genéticos o evolutivos® [51, 52], en temple simulado (simulated annealing)* [53], en
btsqueda tabt (tabu search)® [54], en redes neuronales [55] o en colonias de hormigas [56].

2FP significa problemas de funcién (function problems)

3Los algoritmos genéticos son técnicas de biisqueda inspirados en los mecanismos de seleccion y genéti-
ca natural, que combinan la capacidad de supervivencia de individuos con operadores genéticos.

“4El temple simulado es una técnica basada en las observaciones del proceso de enfriado de metales; se
puede decir que este algoritmo enfria la solucién lentamente hasta alcanzar el objetivo més bajo posible.

SEl procedimiento btsqueda tabd guia una heuristica de escalamiento descendente con el objetivo de
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2.3. Sumario

En este capftulo se ha cubierto una introduccién a las nociones generales de algoritmos,
desde su definicién hasta las técnicas que permiten comparar tanto algoritmos series como
algoritmos paralelos. Con el objeto de mostrar la racionabilidad de trabajar con cierto
tipo de funciones se ha expuesto la razén de crecimiento de cada una de las funciones
enunciadas. En particular, se ha planteado un problema no determinista representativo: el
problema del viajante. La importancia del algoritmo escogido se ha reflejado no sélo desde
el punto de vista teérico sino que también desde el punto de vista practico. Asimismo,
se defini6 la complejidad del TSP d4ndose a conocer previamente las distintas clases de
problemas de decisién que existen y se expuso la historia de su evolucién.

continuar la exploracién evitando un retroceso a un 6ptimo local desde el cual ya se ha salido. En cada
iteracién se aplica un movimiento admisible a la soluci6n actual, transformandola de esta manera en una
soluci6n vecina con menor costo. Se permiten las soluciones que incrementan la funcién de costo, mientras
que el movimiento inverso est4 prohibido para algunas iteraciones con el objetivo de evitar la ocurrencia
de ciclos.
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Capitulo 3

Evaluacion de rendimiento

En este capitulo se presenta la ciencia computacional, un paradigma emergente, donde
continuamente surgen nuevos desafios. También se introducen una serie de nociones
para la evaluacién de rendimiento en computacién paralela. Finalmente, se expone la
metodologia de prediccién de rendimiento de aplicaciones dependientes de los datos com-
puesta por las fases de extracciéon de conocimiento y de prediccién.

3.1. Ciencia computacional

Dentro del método cientifico, con frecuencia se menciona la ciencia computacional como el
tercer paradigma cientifico, que complementa la ciencia teérica y la ciencia experimental
(de laboratorio); la Figura 3.1 esquematiza esta complementacion.

La ciencia computacional como paradigma implica la cooperacién entre los conocimien-
tos en una disciplina cientifica o tecnolégica (biologfa, medio ambiente, ingenieria) con
el soporte de la mateméatica (modelado, anélisis numérico, simulacién) y la informética
(la capacidad de cémputo) para la resolucién de problemas en esa disciplina. En este
trabajo, la ciencia computacional implica la colaboracién de la disciplina informética, del
soporte matematico representado por el proceso de descubrir conocimiento (involucrando
la mineria de datos) y por el modelo, y de la informética a través de la capacidad de
cémputo paralelo.

Por otra parte, la ciencia computacional logra ventaja no sélo a partir de las mejoras
de hardware sino, lo que es més importante atn, en funcién de las mejoras de los algo-
ritmos y en las técnicas matematicas. También permite construir un modelo para hacer
predicciones acerca de lo que puede pasar en un determinado momento, de modo tal
de encontrarnos preparados para hacer observaciones convenientes o entender de manera
més adecuada lo que se est viendo. Asimismo, se puede usar la técnica computacional
para satisfacer requerimientos que son demasiado costosos [1]. Por consiguiente, todos
estos trabajos multi disciplinarios necesitan algoritmos més répidos y eficientes que se
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rendimiento del sistema. Pueden representar medidas de ejecucién, de eficiencia, de uti-
lizacién, de fiabilidad, de disponibilidad [2].

3.2.2.1. Algunos indices de rendimiento

Si se quiere medir la capacidad de respuesta de la aplicacién, el indice tiempo de respuesta
o de ejecucién (tiempo transcurrido desde que se efecttia una entrada de datos al sistema
hasta que se produce la respuesta correspondiente) es el que se debe utilizar, Ecuacion 3.2.

TEjecucién = Trinal — Trnicial = TC’émputo + TGomunicacién (32)

Para estimar el tiempo de cdmputo paralelo se debe tener en cuenta si los procesadores
operan a una misma velocidad; la heterogeneidad trae aparejado el balanceo de carga (dis-
tribucion del trabajo a realizar). El tiempo de comunicacion depende entre otras variables
del tamafio del mensaje, de la estructura de interconexién y del modo de transferencia.
La Ecuacién 3.3 puede representar lo anteriormente expresado:

TComunicacién . TI nicializacion 1 7 TDatos (33)

Asimismo, si se quiere ser estricto hay que considerar si el tiempo de comunicacién se
puede o no ocultar con el tiempo de computo total o parcialmente.

Si se quiere hablar de rendimiento de un computador se puede definir como el inverso del
tiempo que tarda en ejecutar una aplicacion, Ecuacién 3.4. De esta manera, cuanto més
répido ejecute la aplicacién, més alto sers su rendimiento [3].

1
Rendimiento de un computador = ———— (3.4)

Ejecucion
Un indice de productividad seria el throughput, definido como el volumen de informacién
procesado por la aplicacién por unidad de tiempo.

Si la faceta de interés es la utilizacién de un componente concreto de la aplicacién, el
indice de utilizacion es aquel al que se debe hacer referencia. El indice de utilizacién es
el porcentaje de tiempo en que dicho componente se usa.

Una medida de rendimiento entre un procesador y varios multiprocesadores es el factor
speedup definido por el cociente entre €l tiempo de ejecucién en un procesador y el tiempo
de ejecucion en P procesadores, Ecuacién 3.5.

TEjecucis
Speedup = —2iecucions. (3.5)

TE jecuciénp

Otra métrica interesante que permite medir la efectividad con que un algoritmo usa los
recursos computacionales de un computador paralelo, independientemente del tamaiio del
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problema, es la eficiencia definida por el cociente entre speedup y P procesadores [59],

Ecuacién 3.6:

Speedup _ TEjecuciénl
P P x TEjecuciénp

(3.6)

Eficiencia =

El valor de la eficiencia puede estar comprendido entre 0 y 1.

Una vez precisados cuales son los indices de rendimiento que se desean evaluar, una téc-
nica de evaluacién tiene por objeto el calculo de dichos indices a partir de la observacién
/ monitorizacién de la aplicacién real (herramientas de medida) o bien mediante la uti-
lizacién de un modelo simplificado del sistema que reproduzca el comportamiento y una
cantidad de carga del mismo cercana a la prevista (técnicas de simulacién o técnicas de
modelado analitico) o bien por punto de referencia (benchmarking) con aplicaciones reales
o modeladas.

Cabe enfatizar que, el indice de rendimiento que se trabaja a lo largo de esta Tesis es el
tiempo de respuesta o de ejecuciéon que, valga la redundancia, se obtiene a partir de la
ejecucion de la aplicacién real. La utilidad de este indice estd presente en un sinfin de
tareas tales como la planificacién y / o reserva de recursos, la administracién del #imeout,
el escalamiento tanto a nivel de procesadores como a nivel de tamafo del problema, entre
otras. Por lo tanto, la prediccién del tiempo de ejecucién resulta ser sumamente atil y a
la vez complicada cuando se trata con aplicaciones no deterministas, como por ejemplo
las aplicaciones dependientes de los datos.

Los disefiadores de computadores, los investigadores en general y los usuarios finales son
los principales interesados en obtener valores reales del rendimiento de una aplicacién en
general.

En particular, la prediccion de rendimiento de aplicaciones dependientes de los datos
es un problema extremadamente desafiante porque para un evento especifico, conjuntos
similares (en apariencia) de datos de entrada pueden causar tiempos de ejecucién muy
variables. En consecuencia, el rendimiento en estos casos no depende tGnicamente del
tamafio del problema (IN) y del ntimero de procesadores (P). Otros pardmetros, que
midan la dependencia de los datos deben tenerse en cuenta.

Entre las aplicaciones dependientes de los datos de entrada imprescindibles para ciencias
de la computacién estan la planificacién de trabajos en un computador [8], la asignacién
fisica de recursos [9] y la minimizacién de la cantidad de tiempo empleado por un trazador
grafico para dibujar una figura [4]. Por otro lado, como ya se mencioné, existen otras
aplicaciones generales dependientes de los datos de entrada: los algoritmos de ordenacién,
los algoritmos de biisqueda, el problema de satisfacibilidad booleana (satisfiability problem
- SAT) [4], el problema de la particion de grafos (graph partition) {4], el problema de la
mochila (knapsack problem) [5], el problema de empaquetar un conjunto de objetos (bin
packing) [5], el problema de la planificacién de movimiento (motion planning) [6], el
problema del viajante (traveling salesman problem - TSP) [7] y los problemas précticos
que pueden ser formulados como alguno de los problemas mencionados.
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3.3. Metodologia de predicciéon

La metodologia de prediccién propuesta en esta Tesis estima el tiempo de ejecucién de
aplicaciones paralelas dependientes de los datos. Dichas aplicaciones deben cumplir con
determinadas caracteristicas tales como ser complejas computacionalmente requiriendo
el célculo masivo, es decir deben llevar aparejado un elevado tiempo de cémputo en
su resolucion. La metodologia es un proceso disefiado para explorar conjuntos de datos
de entrada en biisqueda de patrones y / o relaciones y para predecir luego el orden
de rendimiento destinado a nuevos conjuntos aplicando el conocimiento que se tiene de
patrones almacenados en la base histérica.

De ahi que se hable de dos fases bien marcadas, la extraccién del conocimiento desde
los mismos datos mediante el uso de técnicas computacionales y la prediccién en si
misma. La Figura 3.5 muestra las fases de la metodologia de trabajo con sus entradas y
salidas.

Extraccién
del

Espacio de

posibles hipdtesis A
conocimiento
Conocimiento
v
)
Nuevo conjunto 3 o Prediccién del orden
de datos Prediccion *  de rendimiento

Figura 3.5: Fases de la metodologia de trabajo.

3.3.1. Extraccion del conocimiento

La fase de extraccién del conocimiento de la metodologia, Figura 3.6, se compone de los
siguientes pasos:

» La formulaciéon de hipotesis.

» La composicién de experimentos.

La ejecucién de la aplicaciéon estudiada.

El proceso de descubrir conocimiento en bases de datos.

La interpretaciéon del modelo.

La evaluacion de calidad.
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Figura 3.6: Extraccién del conocimiento.
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3.3.1.1. Formulacién de las hipo6tesis

La formulacién de hipétesis consiste en definir los parametros claves que pueden afectar
el tiempo de ejecucion de la aplicaciéon estudiada. En un principio, es importante entender
el dominio de la aplicacién y el conocimiento relevante a priori, para luego analizar su
funcionamiento paso a paso, de una manera profunda. Es un trabajo arduo donde los
especialistas deben identificar manualmente o automaticamente los puntos importantes.

Encontrar las hipétesis correctas es la base fundamental para construir grupos represen-
tativos de datos de entrada ya que, una vez ejecutados todos los pasos de la metodologia,
los resultados alimentan la base histérica con el objeto de tener en el futuro una buena
capacidad de prediccién. Esta prediccion surgira del cotejo de los nuevos datos con datos
ya conocidos.

Es necesario aclarar que, la inclusién de demasiados pardmetros puede derivar en un
modelo méas preciso pero al mismo tiempo complicado de entender o, més aln, irresoluble
por la diversidad de variables. En consecuencia, se debe tener sumo cuidado en la seleccién
de parametros realizdndose un compromiso razonable entre cantidad y precision deseada.

3.3.1.2. Composicién de experimentos

Definir un experimento implica la articulacién de un objetivo, la eleccién de una salida
que caracterice un aspecto del objetivo y la especificacién de los campos que seran usados
en el estudio (parametros de la aplicacién).

La creacién de los experimentos debe hacerse con suma atencién, teniendo en cuenta
las hip6tesis formuladas en la etapa previa. La cantidad de experimentos debe tratar
de abarcar cada una de las clases representativas que surgen de combinar las distintas
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hip6tesis con las variables conocidas que pesan en el tiempo de resolucién (tamafo del
problema, cantidad de procesadores).

Se debe advertir que la necesidad de comprobar nuevas ideas ir4 estableciendo nuevos
experimentos como asi también el surgimiento espontaneo de experimentos singulares.

3.3.1.3. Ejecucioén de la aplicacién estudiada

Antes de tenerse la aplicacién paralela, se deben realizar una serie de elecciones entre las
cuales se encuentran la manera de compartir la informacién, el modelo de programacién
a trabajarse y el paradigma de programacion a usarse. Hay que tener en cuenta que cada
decisiéon adoptada, puede impactar en la forma en que deben recibirse los experimentos,
pudiendo ser necesario un preprocesamiento de los mismos.

Asimismo, para un adecuado examen del rendimiento entre el uso de un procesador y
varios multiprocesadores destinados a una aplicacién, se puede calcular el factor speedup.

También, es interesante llevar un control de la escalabilidad en cuanto al nimero de
procesadores para, saber hasta qué punto se mejora el rendimiento agregando méaquinas.
En este sentido, una meétrica interesante es la eficiencia.

En general, existen diversas variantes para resolver un problema. Una vez que el estudio
ha sido definido y tanto el tamaifio del problema (N) como el nimero de procesadores
(P) se han establecido, la aplicacién paralela lee un experimento, procesa éste y obtiene
los resultados. Estas acciones son repetidas con cada uno de los experimentos creados.

La obtencién del tiempo de ejecucién es el objetivo primordial de esta etapa. El fijar
valores de N y de P permite analizar la influencia de otras variables que pesan en el
tiempo de ejecucion, las que estan relacionadas con la dependencia de datos.

3.3.1.4. Proceso KDD

El proceso de descubrir conocimiento en bases de datos (knowledge discovery in databases
- KDD) analiza los datos desde diferentes perspectivas y sumariza éstos en informacién
util. Esta tarea se desarrolla en diversas etapas entre las que se debe destacar la relaciona-
da con la definicién de un estudio y con la construccién de un modelo de conocimiento.

En la definicién de un estudio se selecciona la técnica de mineria de datos (también
llamada exploracién de datos) a aplicar. Una vez escogida la técnica, se debe seleccionar
el algoritmo / método con el cual se trabajara para la busqueda de estructuras.

La construccién de un modelo que sea realmente til al problema requiere de muchas
consideraciones y supone un importante trabajo objetivo. El modelo representa patrones
de comportamiento observados en los valores de las variables del problema o en las rela-
ciones de asociacién entre dichas variables. Las variables del problema son las entradas
de la aplicacion dependiente de los datos estudiada.

El apéndice A contiene una descripcién més amplia de todas las etapas que involucra un
proceso KDD.
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3.3.1.5. Interpretacién del modelo

Una vez que los datos han sido minados, el proceso de interpretacion del modelo creado
desde los experimentos involucra distintos aspectos. El modelo resultante muestra prin-
cipalmente Ias conjunciones que se consideran relevantes para describir el objetivo. Las
herramientas de visualizacién constituyen una gran ayuda en esta instancia ya que otor-
gan soporte a la toma de decisiones. La acumulacién de experimentos, el conocimiento
y la experiencia analizadas por medio de instrumentos graficos permiten llevar a cabo
investigaciones y proyectos de analisis de datos de una forma més 6ptima en un menor
tiempo.

3.3.1.6. Evaluacién de calidad

En general, la precisién de los resultados obtenidos varfa para cada uno de los algoritmos
dependiente de los datos que se estudian. Esto se debiera tener presente en todo momento
ya que lo esperado para un caso puede ser considerado no adecuado en otra circunstancia.

La validacion de las hipé6tesis planteadas en un comienzo implica el cotejo de los resultados
obtenidos con suposiciones conocidas, verificindose que las conclusiones que se arrojan
sean validas y suficientemente satisfactorias.

La evaluacién de calidad, también debe proporcionar medidas de utilidad, de novedad y
de interés para un analisis profundo de los datos. Es importante medir cualitativamente
y cuantitativamente las caracteristicas de los grupos obtenidos. Para esto se debe tener
en mente el objetivo a alcanzar ya que las medidas cualitativas y cuantitativas no son
mutuamente excluyentes. Cuando el objetivo reside en identificar cualitativamente tipos
distintos, entonces lo importante es determinar el nimero correcto de tales tipos. En
cambio si el objetivo es cuantitativo, se debe medir cuan buena es una particién (agru-
pamiento) y luego juzgar si la misma es suficientemente buena. Existen medidas internas
y externas que permiten determinar la calidad de un grupo.

Esta etapa puede determinar un retorno a pasos previos con el fin de obtener informaci6n
extra o mas precisa.

3.3.2. Predicciéon

La fase de prediccién se compone de la etapa de comparacién de datos.

3.3.2.1. Comparacion de datos

De la comparacién entre un nuevo conjunto de datos con otros conjuntos de datos ya
procesados, es posible predecir el orden del tiempo de ejecucién para este nuevo conjunto.
Si de las comparaciones surge que no existe un representante histérico para el nuevo
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Figura 3.7: Médulo de comparacién de datos.

conjunto, serd necesario volver a la etapa de composicién de experimentos para ampliar
el modelo.

El nuevo conjunto de datos se coteja con cada conjunto histérico obteniéndose una medida
de semejanza (habra tantos valores de semejanza como conjuntos histéricos). El orden del
tiempo de ejecucién del conjunto histérico perteneciente al par asociado a la mayor medida
de semejanza, resulta ser la prediccién candidata del orden de rendimiento para el nuevo
conjunto. Se habla de candidata porque el valor de semejanza puede no ser aceptable y,
en consecuencia, €l nuevo conjunto pasa a formar parte de un nuevo lote de experimentos
al que se le deberan aplicar todos los pasos de la metodologia. La Figura 3.7 exhibe el
proceso completo del médulo de comparacién y la interaccién con la fase de extraccion
de conocimiento.

El Algoritmo 2 describe el procedimiento que se sigue en el médulo de comparacion; donde
SA es la similitud aceptable, D1, ..., D, son los datos particulares del nuevo conjunto, d
va almacenando la maxima medida de similitud encontrada o en su defecto se inicializa
con la similitud aceptable, BDH es la base de datos histérica, BDH; es la instancia i de
la base de datos histérica y max es el indice de la instancia en BHD que tiene la méxima,
medida de similitud de la base de datos histérica.
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Algoritmo 2 : Similitud aceptable.

Similitud_Aceptable (Dy,...,D,,, BDH,SA) {
d=SA
max = —1
Para cada uno de los datos historicos BDH; de BHD {
avz = Calcular MedidaSimilitud(D1, ..., D,,, BDH;)
St aux > d {
d = auzx
max =1

}
}
Simazr = —1
Retornar —1
Sino
Retornar Orden(BDH ,,4)

La Figura 3.8 grafica (resume) todo el circuito completo de la metodologia. La clave esté
en la interaccién entre la fase de extracciéon del conocimiento y la fase de prediccion.

Espacio de
posibles
hipétesis

Extraccidon del conocimiento

Ejecucidn de!

algoritmo Proceso KDD
paralelo
de.
il E] Jb

Composicién de
experimentos

(conj. de datos)

Interpretacién
del modelo
Evaluacién
Prediccion
Nue;/o d Comparacid Prediccién del orden
C°n£:o: e > | de datos ™ de rendimiento

Figura 3.8: Metodologia de trabajo.
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3.4. Sumario

En este capitulo se ha ofrecido una introduccién a las ciencias computacionales, ya que
es el paradigma cientifico utilizado, y a los conceptos generales de computacién paralela.
La colaboracién de la disciplina informéatica, del soporte matemético (representado por el
proceso KDD y por el modelo) y de la informética a través de su capacidad de computo
han permitido definir una metodologia de prediccién de rendimiento para aplicaciones
paralelas dependientes de los datos. La metodologfa propuesta es un proceso disefiado
para explorar conjuntos de datos de entrada en bisqueda de patrones y / o relaciones y
para predecir luego el orden de rendimiento destinado a nuevos conjuntos aplicando el
conocimiento que se tiene de patrones almacenados en la base histérica.



Capitulo 4

Un caso de estudio: el TSP

En este capitulo se presenta los tres algoritmos paralelos TSP (el algoritmo exhaustivo,
el algoritmo de poda local y el algoritmo de poda global) que han sido desarrollados,
estudiados y luego usados para mostrar la utilidad de la metodologia practica derivada en
la seccién 3.3. Estos algoritmos generan una solucién 6ptima y fueron desarrollados con el
objeto de analizar la influencia de distintos grados de indeterminismo en la prediccién de
rendimiento. Asimismo, se describen los pasos (las hipétesis) que permitieron descubrir los
pardmetros relevantes para definir la complejidad asintética en tiempo de los algoritmos
de poda local y de poda global.

4.1. Algoritmos TSP

Tres algoritmos para obtener la solucién exacta TSP en una méquina paralela fueron de-
sarrollados con el objeto de analizar la influencia de distintos grados de indeterminismo en
la prediccién de rendimiento. Estos algoritmos siguen la estructura maestro / trabajador
(Figura 4.1) y buscan recursivamente todos los caminos posibles (permutaciones) a través
de un proceso de ramificacion y poda [35, 36].

Cada ciudad se representa por dos coordenadas en el plano euclideano. Considerando C
ciudades diferentes, donde C; es la ciudad inicial, el maestro define un cierto nivel L
para dividir las tareas. Las tareas son las posibles permutaciones de C' — 1 ciudades en L
elementos (#tareas = (C — 1) x (C — 2) ... % (C — L)). La granularidad G de una tarea
es el nimero de ciudades que define la tarea sub-arbol G = C — L.

Un diagrama de las posibles permutaciones para 5 ciudades, considerando que el viajante
comienza y finaliza su viaje en la ciudad 1, puede verse en la Figura 4.2. El maestro puede
dividir este problema en 1 tarea de nivel 0 o 4 tareas de nivel 1 o 12 tareas de nivel 2 por
ejemplo. Las tareas del primer nivel estarian representadas por las ciudades 1 y 2 para la
primera tarea, 1 y 3 para la segunda, seguida por 1 y 4 para la tercera y finalmente 1y
5 para la cuarta.

39
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Figura 4.1: Paradigma maestro / trabajador seguido por los algoritmos TSP.
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Figura 4.2: Caminos posibles para el viajante considerando 5 ciudades.

Cuando comienza la ejecucion de un algoritmo, el maestro envia las coordenadas de todas
las ciudades a cada trabajador. Cada trabajador, a su vez, es responsable de calcular las
distancias de las permutaciones de las ciudades dejadas en la tarea sub arbol y luego
enviar al maestro el mejor camino y distancia hallado.

La diferencia entre los algoritmos desarrollados radica en la estrategia de poda. Una de
las caracteristicas del problema TSP es que, una vez que la distancia para un camino es
superior a la distancia minima ya calculada, es posible podar este camino en el arbol.

Un proceso de poda se ilustra en la Figura 4.3 donde cada flecha contiene la distancia
entre las dos ciudades que conecta. La distancia total para el primer camino seguido, a
la izquierda de la Figura 4.3 es de 38 unidades. La distancia entre 1 y 2 en el segundo
camino, a la derecha, es de 42 unidades. En consecuencia, el algoritmo no necesita seguir
calculando las distancias desde la ciudad 2 hacia abajo porque es imposible alcanzar una
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mejor solucién por esta rama.

Figura 4.3: Proceso de poda factible en los algoritmos TSP.

Como se mencioné anteriormente, los tres algoritmos desarrollados para la solucién de
TSP difieren en la estrategia de poda. En el primer enfoque, que es llamado exhaustivo
(algoritmo a), no hay poda y la distancia se calcula para todas las posibles permutaciones.
En este caso se espera un funcionamiento predecible porque la cantidad de operaciones no
cambia en funcién de la ordenacién de las ciudades o de la ciudad inicial, pero el problema
real es su costo prohibitivo en términos de tiempo.

Para el segundo enfoque, llamado poda local (algoritmo b), cada trabajador comienza
una tarea sin una distancia minima y poda de acuerdo con una distancia minima encon-
trada hasta el momento dentro de dicha tarea. El problema que se puede encontrar es que
los trabajadores muchas veces efectdan un trabajo inutil por desconocer una distancia
global minima. Existe una mejora importante en cuanto al tiempo de ejecucién respecto
del algoritmo exhaustivo pero, en contrapartida, no es tan predecible debido a que la
ciudad inicial y el orden de asignacién de las tareas resultan determinantes.

Para el tercer enfoque, poda global (algoritmo c), el maestro envia una tarea conjunta-
mente con una distancia global minima alcanzada hasta el momento y los trabajadores
podan, siempre que sea posible, basados en el valor de dicha distancia global o en un
minimo actual encontrado en la tarea. El tiempo de ejecucién mejora notablemente con
respecto a los otros dos algoritmos y la prediccién si bien depende de la ciudad inicial,
por otro lado no se ve influida por factores externos como la asignaciéon de tareas.

El grado de prediccion del rendimiento decrece del enfoque exhaustivo al de poda global,
como asf también decrece del enfoque de poda global al de poda local como se ilustra en
la Tabla 4.1.
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Tabla 4.1: Caracteristicas de los algoritmos TSP presentados.
Algoritmo Estrategia de poda Dependiente de | Grado de
la ciudad inicial | prediccién
Exhaustivo | No hay poda. Cada camino es evaluado No Alto
Poda global | Las ramas son podadas dentro de una Si Promedio
tarea en base a una distancia global mi-
nima o a un minimo actual encontrado
Poda local | Las ramas son podadas dentro de una Si Bajo
tarea en base a una distancia minima
encontrada en dicha tarea

4.2. Funcionamiento

Cada uno de los algoritmos TSP que generan una solucién exacta, reciben el ntmero de
ciudades y sus coordenadas, la ciudad de inicio, el nivel (determinante de la granularidad

de las tareas)

y el namero de procesadores.

A través de un proceso de ramificacién y poda (Figura 4.4), que recursivamente busca
todos los posibles caminos (permutaciones), obtiene el camino 6ptimo y su distancia, el
tiempo consumido en alcanzar la soluciéon y otros datos estadisticos junto con informacién
relativa a la evolucién del algoritmo.

Figura 4.4: Proceso de ramificacién y poda.
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4.3. Implementacién

En los algoritmos TSP, se conjugan dos entornos dominantes de hoy en dia, Cy MPL. C es
un lenguaje de programacién de propésito general y si bien se lo asocia al sistema UNIX,
no est4 ligado a ningin sistema operativo ni a ninguna méquina. C proporciona las ins-
trucciones de control de flujo lineal que se necesitan en los programas estructurados, tales
como condiciones, ciclos, agrupamientos y subprogramas, pero por otro lado no permite
multiprogramacién, operaciones paralelas, sincronizacién. Todo esto tltimo se soluciona
con la interfaz MPI [60, 61]. Con MPI se tiene la posibilidad de contar con comunicaciones
punto a punto, comunicaciones colectivas, sincronizacién, creacién de procesos, entre otras
operaciones.

4.3.1. Versién serie

Antes de programarse la version paralela del algoritmo exhaustivo TSP, se construyé una
versién serie donde cada una de las funciones participantes fue probada por separado para
garantizar un adecuado funcionamiento.

El Algoritmo 3 muestra un seudoc6digo del problema TSP en la versién serie. En esta
primera aproximacién no hay poda, por lo cual se calculan todos los posibles caminos. En
el procedimiento principal main se inicializan las variables relacionadas con el registro de
tiempos, se analizan los parametros ingresados, se leen las coordenadas de las ciudades,
se inicializan las variables que hacen referencia al camino éptimo y a su distancia, se
ejecuta la funcién que busca el camino 6ptimo llamada BuscarCaminoOptimo() y antes
de finalizar se escribe el camino éptimo obtenido junto con la informacién del tiempo
insumido.

A su vez, en la funcién BuscarCaminoOptimo() se inicializa una solucién parcial del
camino 6ptimo junto con su distancia y luego se ejecuta la funcién de Ramificacién().
En esta tltima, se van obteniendo los distintos caminos posibles de manera recursiva,
guardandose en todo momento una solucién parcial junto con su distancia y el camino
6ptimo actual también con su distancia.

4.3.2. Versiones paralelas

Para la programacién de las versiones paralelas, se incluyeron en el cédigo las siguientes
librerias MPI, mpi.h y mpicomm.h.

Al igual que cualquier otra aplicaciéon que trabaja con MPI, las aplicaciones T'SP posi-
bilitan las llamadas a funciones MPI realizando una inicializacién del entorno mediante
la primitiva M PI_Init(). De modo similar, después de haberse trabajado con todas las
llamadas necesarias a funciones MPI se debe realizar una terminacién de uso del entorno
mediante la primitiva M PI_ Finalize().
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MPI cuenta con un comunicador por defecto llamado MPI _COMM _ WORLD que
incluye todos los procesos envueltos en una ejecucién paralela. Un comunicador es un
dominio de comunicacién que define un conjunto de procesos que se pueden comunicar
entre si. En consecuencia, los comunicadores MPI se usan para las comunicaciones de

Algoritmo 3 : Seudocédigo del problema TSP en la versién serie.

main (int argc, char *argv[]) {
InicializarVariablesde Tiempos
AnalizarParametrosingresados
LeerCiudades (ciudades, nroCiudades)
Inicializar caminoOptimo y distCaminoOptimo

BuscarCaminoOptimo (ciudades, nroCiudades, caminoOptimo, distCaminoOptimo)

Escribir caminoOptimo, distCaminoOptimo y tiempos

}

BuscarCaminoOptimo (ciudades, nroCiudades, caminoOptimo, distCaminoOptimo) {
Inicializar soluciénParcial y distSoluciénParcial

Ramificacién (ciudades, nroCiudades, 0, soluciénParcial, distSoluciénParcial
caminoOptimo, distCaminoOptimo)
b

Ramificacién (ciudades, nroCiudades, nivel, soluciénParcial, distSoluciénParcial,
caminoOptimo, distCaminoOptimo) {
Si nivel = nroCiudades-1 {
distSoluciénParcial += distancia (soluciénParcial[nivel], soluciénParcial[0])

Si distSoluciénParcial <distCaminoOptimo {
distCaminoOptimo = distSoluciénParcial
caminoOptimo = soluciénParcial

}
}
Sino {
Para cada ciudad (ciu=0;ciu<nroCiudades;ciu++) {
Si ciu no est4 en soluciénParcial {
distSoluci6nParcial += distancia (soluciénParcial[nivel], ciu)
soluciénParcial[nivel+1] = ciu
Ramificacién (ciudades, nroCiudades, nivel+1, soluciénParcial,
distSoluciénParcial, caminoQOptimo, distCaminoOptimo)
distSoluciénParcial -= distancia (soluciénParcial[nivel], ciu)

}
b
}




4.3. IMPLEMENTACION 45

paso de mensajes punto a punto o colectivas. Un proceso tiene un tnico identificador id
dentro de un comunicador (0 a nodos — 1), donde nodos es el niimero de procesos.

En las aplicaciones TSP, los procesos cuyos identificadores van de 1 a nodos — 1 (procesos
trabajadores) reciben datos del proceso 0 (proceso maestro) y envian datos también al
proceso 0. Como el interés que se tiene es medir el tiempo de ejecucién con la menor
distorsién posible, se fuerza a que cada proceso se ejecute en un nodo independiente
(#procesos = #nodos).

Las funciones MPI _Comm _size() y MPI_Comm_rank() se usan para determinar la
cantidad de procesos total (nodos) con que se trabaja y el identificador del proceso actual
id, respectivamente. La secuencia de llamada a estas rutinas es la siguiente:

MPI_Comm_size( MPI_Comm comm, int * nodos )

MPI_Comm_rank( MPI_Comm comm, int *id )

donde comm es el comunicador, nodos es el ntimero de procesos asociado a un comunicador
y id es el identificador del proceso.

Las aplicaciones TSP siguen el paradigma de programacién maestro / trabajador, por
lo cual cada declaracién de variable global se duplica en cada proceso. Las variables que
no necesitan duplicarse se declaran localmente dentro del cédigo del proceso como se
muestra en el seudocédigo del Algoritmo 4. También, es interesante remarcar que todas
las comunicaciones son realizadas a través del maestro. Esto implica que los trabajadores
no dan a conocer la distancia minima encontrada a sus pares sino que la comunican al
maestro. A su vez, el maestro, dependiendo del algoritmo en cuestién retransmite o no
este valor a los otros trabajadores.

Algoritmo 4 : Declaracién de variables locales en la aplicacién TSP.
MPI_Comm_rank(MPI_COMM_WORLD, &id);

Si (id == 0) {
int x, y; // Variables locales al proceso 0 (maestro)
} Sin'o {
Si(id==1){
int x, y; // Variables locales al proceso 1 (trabajador 1)
}
}

En la aplicaciéon TSP, el proceso maestro realiza la distribucién de los pardmetros y de los
datos a través de la primitiva de envio bloqueante M PI_ Send(), mientras los procesos
trabajadores realizan la recepcién de esta informacién a través de la primitiva bloqueante
MPI_Recv().

El formato de la primitiva de envio bloqueante es:
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MPI_Send( void xbuf, int count, MPI _Datatype datatype, int dest, int tag,
MPI_Comm comm)

donde buf es la direccion del buffer en la que se encuentran los datos a enviar, count es
el tamaifio de los elementos a enviar, datatype es el tipo de dato que se envia, dest es el
nodo destino, tag es la marca del mensaje y comm es el comunicador.

El formato de la primitiva de recepcién bloqueante es:

MPI Recv( void xbuf, int count, MPI _Datatype datatype, int source, int tag,
MPI Comm comm, MPI_Status *status )

donde buf es la direccién del buffer donde se reciben los datos enviados, count es el
tamafio de los elementos a recibir, datatype es el tipo de dato que se recibe, source es el
nodo fuente, tag es la marca del mensaje, comm es el comunicador y status es el estado
del objeto.

Los tiempos en la aplicacion TSP se miden usando la primitiva M PI_Wtime() y la
funcién getrusage. MPI_Wtime() mide el tiempo total en que incurre una tarea desde
su inicio hasta su fin pudiendo contemplar tiempos de tareas ejecutadas por otros usuarios
en forma concurrente. Por otro lado, la funcién getrusage permite conocer el tiempo que
se demora en procesar una tarea desde su principio hasta su fin para el usuario duefio de
dicha tarea y, ademas, el tiempo de sistema. El Algoritmo 5 muestra el registro que llevan
los tiempos en la aplicacién TSP.

Algoritmo 5 : Registro que lleva los tiempos en la aplicacién TSP.
void uswtime(USWtime *tm)

{

struct rusage buffer;

tm->wall = MPl_ Wtime();

getrusage(RUSAGE _SELF, &buffer);

tm->user = (double) buffer.ru_utime.tv_sec + 1.0e-6 * buffer.ru_utime.tv_ usec;
tm->sys = (double) buffer.ru_stime.tv_sec + 1.0e-6 * buffer.ru_stime.tv_ usec;

4.3.2.1. Algoritmo exhaustivo

Hay que recordar que en el algoritmo exhaustivo no hay poda y la distancia se calcula para
todas las posibles permutaciones. Por lo tanto, se espera un funcionamiento predecible
ya que la cantidad de operaciones no cambia en funcién de la ciudad inicial. El problema
real es su costo prohibitivo en términos de tiempo. En las validaciones experimentales,
los tiempos de ejecucién generados por este algoritmo sirven para marcar las diferencias
significativas con respecto a los tiempos de ejecuciéon obtenidos por los otros algoritmos.
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Algoritmo 6 : Seudocédigo del algoritmo paralelo exhaustivo.

#include "mpi.h"
#include "mpicomm.h"

main (int argc, char *argv[]) {

MPI _Init(&argc, &argv);
MPI_Comm_size(MPI_COMM_WORLD, &nodos);
MP!_Comm_rank(MPI_COMM _WORLD, &id);

Si (id == MAESTRO) {
Maestro()

} Sino {
Trabajador()

}
MPI _Finalize();
}

Maestro() {
LeerCiudades (ciudades, nroCiudades)

Para cada trabajador (trab = 1; trab <nodos; trab++) {
MPI_Send(trab, nroCiudades, nivel, ciudades)
}

Inicializar caminoOptimo y distCaminoOptimo

Para cada trabajador (trab = 1; trab <nodos; trab++) {
MPI_Send(trab, tarea)
tareasEnviadas++;

}

Mientras (tareasRecibidas<tareasEnviadas) {
MPI_ Recv(trab, soluciénParcial, distSoluciénParcial)
tareasRecibidas++;

Si distSoluciénParcial <distCaminoOptimo {
distCaminoOptimo = distSoluciénParcial
caminoOptimo = soluciénParcial

}

MPI_Send(trab, tarea)
tareasEnviadas++;
}
¥
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Trabajador() {

MPI_Recv(nroCiudades, nivel, ciudades)

MPI_ Recv(tarea)

Mientras reciba tareas {
InicializarTiempos
BuscarCaminoOptimo (ciudades, nroCiudades, nivel, caminoOptimo,

distCaminoOptimo)

FinalizarTiempos

MPI _Send(caminoOptimo, distCaminoOptimo)
MPI_Recv(tarea)
}
}

BuscarCaminoOptimo (ciudades, nroCiudades, nivel, caminoOptimo,
distCaminoOptimo) {

// Inicializar soluciénParcial y distSoluciénParcial

Para las primeras ciudades segin nivel (ciu=0; ciu <nivel; ciu++) {
soluciénParcial [ciu] = ciudades [ciu]
Si ciu >0 {

distSoluciénParcial += distancia(ciudades [ciu-1], ciudades [ciu])

}

}

RamificaciényPoda (ciudades, nroCiudades, nivel-1, soluciénParcial,
distSoluciénParcial, caminoOptimo, distCaminoOptimo)
}

RamificacionyPoda (ciudades, nroCiudades, nivel, soluciénParcial, distSoluciénParcial,
caminoOptimo, distCaminoOptimo) {

Si nivel = nroCiudades-1 {
distSoluciénParcial += distancia (soluciénParcial[nivel], soluciénParcial[0])

Si distSoluciénParcial <distCaminoOptimo {
distCaminoOptimo = distSoluciénParcial
caminoOptimo = soluciénParcial

}
} Sino {
Para cada ciudad (ciu=0; ciu <nroCiudades; ciu++) {
Si ciu no est4 en soluciénParcial {
distSoluciénParcial += distancia (soluciénParcial[nivel], ciu)
soluciénParcial[nivel+1] = ciu
RamificaciényPoda (ciudades, nroCiudades, nivel+1, soluciénParcial,
distSoluciénParcial, caminoOptimo, distCaminoOptimo)

distSoluciénParcial -= distancia (soluciénParcial[nivel], ciu)

}
}
}
b
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El Algoritmo 6 exhibe un seudocddigo del algoritmo exhaustivo TSP que contiene las
primitivas mencionadas a lo largo de esta seccién. Bésicamente, la aplicacion TSP inicia-
liza el ambiente MPI, determina el nimero de procesos (nodos) asociado al comunicador
MPI COMM _ WORLD y obtiene el id del proceso.

En el procedimiento principal main se analiza si el proceso es un proceso maestro (id = 0)
o un proceso trabajador (id # 0) y se actda, en consecuencia, llamando a la funcién
Maestro() o Trabajador() segin corresponda.

En la funcién Maestro(), se analizan los pardmetros ingresados, se comunican todos los
datos necesarios de inicializacién junto con la primera tarea a cada trabajador y luego
se van repartiendo una a una las restantes tareas los trabajadores que lo solicitan, hasta
que todas las tareas han sido procesadas. Antes de finalizar el ambiente MPI, el proceso
maestro informa el camino 6ptimo y su distancia junto con el tiempo que le ha llevado la
obtencién del mismo.

A su vez, la funcién T'rabajador() recibe en un comienzo los datos necesarios de iniciali-
zacién y una primera tarea, inicializa las variables asociadas al registro de tiempos, busca
el camino 6ptimo para la tarea recibida a través de la funcién BuscarCaminoOptimo(),
finaliza el registro de tiempos, comunica el camino 6ptimo encontrado y su distancia al
proceso maestro y aguarda la llegada de una nueva tarea que le ha de suministrar el
proceso maestro.

A su vez, en la funcién BuscarCaminoOptimo() se inicializa una solucién parcial del
camino 6ptimo junto con su distancia y luego se ejecuta la funciéon de Rami ficaciényPoda().
En esta ultima, se van obteniendo los distintos caminos posibles de manera recursiva,
guard4dndose en todo momento una solucién parcial junto con su distancia y el camino
6ptimo actual también con su distancia.

4.3.2.2. Algoritmo de poda local

El algoritmo de poda local no presenta grandes cambios respecto del algoritmo exhaustivo:
sin embargo, el rendimiento es completamente diferente entre uno y otro.

En este algoritmo, cada trabajador comienza una tarea sin una distancia minima y en
la funcién Rami ficaciényPoda() poda de acuerdo con una distancia minima encontrada
hasta el momento dentro de dicha tarea.

Esto no es ni més ni menos que preguntar si la distancia de la solucién parcial que se tiene
es menor a la distancia del camino 6ptimo encontrado en dicha tarea. Si la respuesta es
afirmativa se contintia procesando como si nada en bisqueda de un camino mejor.

Si distSoluciénParcial <distCaminoOptimo

En el caso de que la respuesta fuera negativa se podard toda una rama del arbol de
btisqueda. El Algoritmo 7 exhibe un seudocédigo de la funcién RamificaciényPoda()
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para el algoritmo de poda local resaltandose el cambio agregado con respecto al algoritmo
exhaustivo.

Algoritmo 7 : Procedimiento RamificaciényPoda en los algoritmos de poda local y global.

RamificaciényPoda (ciudades, nroCiudades, nivel, soluciénParcial, distSoluciénParcial,
caminoOptimo, distCaminoOptimo) {

Si nivel = nroCiudades-1 {
distSoluciénParcial += distancia (soluciénParcial[nivel], soluciénParcial[0])

Si distSoluciénParcial <distCaminoOptimo {
distCaminoOptimo = distSoluciénParcial
caminoOptimo = soluciénParcial

}
} Sino {
Para cada ciudad (ciu=0;ciu<nroCiudades;ciu++) {
Si ciu no est4 en soluciénParcial {
distSoluciénParcial += distancia (soluciénParcial[nivel], ciu)
soluciénParcial[nivel+1] = ciu
Si distSoluciénParcial <distCaminoOptimo {
RamificaciényPoda (ciudades, nroCiudades, nivel+1, soluciénParcial,
distSoluciénParcial, caminoOptimo, distCaminoOptimo)
distSoluciénParcial -= distancia (soluciénParcial[nivel], ciu)

En el algoritmo de poda local existe una mejora importante en cuanto al tiempo de
ejecucion respecto del algoritmo exhaustivo pero en contrapartida se puede decir no es
tan predecible debido a que la ciudad inicial y el orden de asignacién de las tareas resultan
determinantes.

4.3.2.3. Algoritmo de poda global

El algoritmo de poda global tampoco presenta grandes cambios respecto del algoritmo
exhaustivo y del algoritmo de poda local, aunque el rendimiento es sobradamente mejor.

En este algoritmo, cada trabajador comienza una tarea con una distancia global minima,
alcanzada hasta el momento y, en la funcién Rami ficaciényPoda(), el trabajador poda
siempre que sea posible.

Esto no es ni méas ni menos que preguntar si la distancia de la solucién parcial que
se obtiene es menor a la distancia del camino 6ptimo encontrado en dicha tarea. Si la
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respuesta es afirmativa se continta procesando como si nada en biisqueda de un camino
mejor.

Si distSoluciénParcial <distCaminoOptimo

En el caso de que la respuesta sea negativa se podaré toda una rama del arbol de bisque-
da. El Algoritmo 7 exhibe un seudocédigo de la funcion RamificaciényPoda() para el
algoritmo de poda global resaltdndose el cambio agregado con respecto al algoritmo ex-
haustivo.

Asimismo, el procedimiento Maestro() debe ser modificado para permitir el envio de la
distancia global minima a cada proceso trabajador.

MPI_ Send(trab, tarea, distCaminoOptimo)

A su vez, el procedimiento Trabajador() debe ser modificado para permitir la recepcién
de la distancia global minima que le llega por parte del proceso maestro.

MPI_ Recv(tarea, distCaminoOptimo)

El Algoritmo 8 exhibe un seudocédigo de las funciones Maestro() y Trabajador() para
el algoritmo de poda global resaltandose el cambio agregado con respecto al algoritmo
exhaustivo.

En el algoritmo de poda global el tiempo de ejecucién mejora notablemente con respecto
a los otros dos algoritmos y la prediccién si bien depende de la ciudad inicial, por otro
lado no se ve influenciada por factores externos como la asignacién de tareas.
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Algoritmo 8 : Procedimientos Maestro() y Trabajador() en el algoritmo de poda global.

Maestro() {
LeerCiudades (ciudades, nroCiudades)

i’ara cada trabajador (trab = 1 ;trab <nodos; trab++) {
MPI_Send(trab, nroCiudades, nivel, ciudades)
}

Inicializar caminoOptimo y distCaminoOptimo

Para cada trabajador (trab=1; trab <nodos; trab++) {
MPI_Send(trab, tarea, distCaminoOptimo)
tareasEnviadas++;

}

Mientras (tareasRecibidas<tareasEnviadas) {
MP!_Recv(trab, soluciénParcial, distSoluciénParcial)
tareasRecibidas++;

Si distSoluciénParcial <distCaminoOptimo {
distCaminoOptimo = distSoluciénParcial
caminoOptimo = soluciénParcial

}

MPI_Send(trab, tarea, distCaminoOptimo)
tareasEnviadas++;
}
}

Trabajador() {

MPI_Recv(nroCiudades, nivel, ciudades)

MPI_Recv(tarea, distCaminoOptimo)

Mientras reciba tareas {
InicializarTiempos
BuscarCaminoOptimo (ciudades, nroCiudades, nivel, caminoOptimo,

distCaminoOptimo)

FinalizarTiempos

MPI_Send(caminoOptimo, distCaminoOptimo)
MPI_Recv(tarea, distCaminoOptimo)

}
}
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4.4. Definiendo la complejidad asintética en tiempo

Los tres algoritmos paralelos TSP (el algoritmo exhaustivo, el algoritmo de poda local y
el algoritmo de poda global) presentados en la seccién 4.1 han sido desarrollados, estu-
diados y luego usados para mostrar la utilidad de la metodologia practica derivada en el
capitulo 3.

Es indudable que el orden del tiempo de ejecucién de los algoritmos de poda local y de
poda global depende del ntimero de ciudades (C), del numero de procesadores (P) y de
otros parametros, O(C, P,?). Encontrar estos otros pardmetros fue la clave para obtener
una buena prediccién de rendimiento. En este sentido, se aplicé la ciencia computacional
para tomar ventaja del hardware y de ciertas técnicas matematicas existentes. Gracias a
esta ciencia se hizo posible el analisis masivo de datos almacenados en una base histérica.

Al comienzo de la investigacién, el paso de la metodologia donde maés se trabajé fue
el proceso KDD. También puede decirse que, en consecuencia, fue el paso més ttil y
provechoso. Un gran volumen de datos fue procesado con el tnico fin de encontrar alguna
propiedad, caracteristica, relacién y/o patrén coman entre esos datos. La intuicién guié
unas cuantas pruebas que permitieron hallar unos cuantos hechos.

Por otra parte como se sabe, la complejidad asintética en tiempo para el algoritmo ex-
haustivo s6lo depende del ntimero de ciudades (C) y de la cantidad de procesadores (P),
O(C, P). Unas simples ejecuciones corroboraron dicha hipétesis. Este algoritmo es de
suma, importancia ya que se usa como testigo para mostrar situaciones donde su costo es
prohibitivo en términos de tiempo (atn para valores de C' pequeiios).

A continuacién, se describen los pasos (las hip6tesis) que permitieron descubrir los para-
metros relevantes para definir la complejidad asintética en tiempo de los algoritmos de
poda local y de poda global. Previamente se da la especificacién del cluster utilizado para
llevar a cabo toda la experimentacion.

Especificacién del cluster de PCs

Las ejecuciones fueron obtenidas en un Cluster de PCs homogéneo de 32 nodos (Pen-
tium IV 3.0GHz., 1Gb DDR-DSRAM 400Mhz., Gigabit Ethernet) en el Departamento
de Arquitectura de Computadores y Sistemas Operativos (DACSO-CAOS) de la Uni-
versidad Auténoma de Barcelona. Todas las comunicaciones han sido efectuadas usando
una red conmutada con una distancia media de dos saltos entre dos puntos extremos
de comunicacién. Los conmutadores permiten rutas dindmicas con el fin de solapar las
comunicaciones

4.4.1. Hipotesis — localizacién de las ciudades

Hay que recordar que la formulacion de las hipétesis es la primera etapa en la fase de
extraccion del conocimiento de la metodologfa, ver Figura 4.5.
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fue realizada al azar y la funcién objetivo elegida fue el error cuadrético (indicador de la
distancia de los n datos a los respectivos centroides de los clusters), Ecuacién 4.1.
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donde lx(J — ¢;|? es la medida de distancia elegida entre un dato x;”" y el centroide del

cluster c;.

La Figura 4.7(a) exhibe las muestras obtenidas por cluster y la Figura 4.7(b) la evolu-
ci6n de la compactacion en el ambiente Cluster-Frame. Para més informacién sobre este
ambiente de clustering referirse al apéndice B.
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Figura 4.7: Ambiente Cluster-Frame.

En la Tabla 4.3 se indica el cluster (C!) asignado segin k-means para cada muestra. Para
los clusters 1 a 5, los centroides obtenidos fueron 558.78 seg., 243.33 seg., 112.87 seg., 80.29
seg. y 151.90 seg., respectivamente. Como se puede apreciar habia una correspondencia
entre los centroides y los valores de las medias de cada patrén grafico.

La validacién de las hipotesis planteadas en un comienzo implica el cotejo de los resultados
obtenidos con suposiciones conocidas, verificindose que las conclusiones que se arrojan
sean validas y suficientemente satisfactorias.

Los tiempos de ejecucién fueron agrupados de manera similar a los patrones gréficos
fijados al comienzo, la capacidad de prediccién fue de 89 %. Esto significé que para el
algoritmo de poda local habia una estrecha relacién entre los patrones y los tiempos de
ejecucién. En consecuencia, se asocié cada patrén grafico con un promedio de tiempo de
ejecucién que era el centroide y se almacené esta informacion en la base histérica. Esta
base histérica es la que se trabaja en la etapa de comparacién de datos de la fase de
prediccién.



4.4. DEFINIENDO LA COMPLEJIDAD ASINTOTICA EN TIEMPO 59

Todo lo antes expresado para el algoritmo de poda local, se repitié para el algoritmo de
poda global.

La Tabla 4.4 muestra los tiempos de ejecucién por patrén grafico correspondiente al
algoritmo de poda global usando 8 nodos. Un comentario inmediato que se deriv6 de
estas columnas fue que los tiempos pertenecientes a un patron gréafico (PD) eran bastante
similares excepto para algunos casos.

Nuevamente se eligié la técnica de clustering y dentro de ésta se aplico el algoritmo k-
means conservandose los pardmetros prefijados. Nuevamente, en la Tabla 4.4 se indica el
cluster asignado segtin k-means para cada muestra. Para los clusters 1 a 5, los centroides
obtenidos fueron 92.22 seg., 16.94 seg., 37.17 seg., 10.19 seg. y 7.94 seg., respectivamente.

Se detect6 una correspondencia menor entre los valores de los centroides y los valores
de las medias del tiempo de ejecucién por patrén grafico. No obstante, los tiempos de
ejecucién fueron agrupados de manera similar a los patrones fijados al comienzo. En esta
ocasion, la capacidad de prediccién para el algoritmo de poda global fue de casi 75 %.

4.4.1.2. Analisis y valoraciéon

Dado un experimento siempre se cumple que, el tiempo de ejecucién para el algoritmo
de poda global es menor que el tiempo de ejecucién para el algoritmo de poda local
e insignificante respecto del valor que se obtiene con el algoritmo exhaustivo. Hay que
recordar que los tres algoritmos trabajan para alcanzar un mismo fin, obtener el camino
minimo exacto. Sin embargo, el rendimiento observado en cada uno de los algoritmos es
completamente diferente a los otros.

Los tiempos de ejecucién para el algoritmo exhaustivo fueron casi idénticos; la desviacién
media fue inferior al 3% en todos los casos.

La hipétesis inicial para los algoritmos de poda local y de poda global fue corroborada
pero qued6 un tema abierto para discutir y resolver: el por qué razén aparecian tiempos
singulares en cada uno de los patrones gréficos.

La complejidad asintética en tiempo para el algoritmo de poda local y para el algoritmo
de poda global fue definida como O(C, P, PD). A su vez, como los patrones no afectaban
el tiempo final de ejecucién en el algoritmo exhaustivo la complejidad fue fijada como
O(C, P).

4.4.2. Hipbétesis — localizacion de las ciudades y ciudad de comienzo

Las hipotesis trabajadas fueron que la localizacién de las ciudades (PD) y la ciudad inicial
(C}) afectaban directamente los tiempos de ejecucién. Con esta combinacién de variables,
la, prediccién mejoré significativamente. En esta ocasién, la técnica de mineria de datos
analizaba, en forma conjunta, los tiempos de ejecucién y la ciudad inicial para generar
los clusters [63].
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4.4.2.1. Experimentacion

Se continué el analisis con el mismo conjunto de entrenamiento trabajado y definido
en la seccién 4.4.1.1. Los gréficos y tablas fueron analizados nuevamente por completo.
Comparandose la Figura 4.6 con la Tabla 4.4 fue facil inferir algunos hechos importantes.

En la Figura 4.6(a), las dos ciudades alejadas se corresponden con los dos valores més
altos de la Tabla 4.4(Grupol); la Figura 4.8 exhibe esta relacién. Estas dos ciudades
alejadas, concretamente (24,15) y (14,17), son en definitiva las ciudades iniciales de la
muestra de datos 1 y 2 respectivamente.

Las cuatro ciudades alejadas en la Figura 4.6(b) se corresponden con los cuatro valores
més altos de la Tabla 4.4(Grupo2). Nuevamente, las ciudades alejadas son en definitiva
las ciudades de inicio que generan los mayores tiempos.

Las seis ciudades alejadas en la Figura 4.6(c) se corresponden con los seis valores mas
altos de la Tabla 4.4(Grupo3).

Se deduce una regla: si las ciudades alejada son consideradas ciudades de inicio del tour,
los tiempos de ejecucién que se tendran serdn tiempos elevados respecto de los restantes
tiempos.

Las ciudades en la Figura 4.6(d) estan distribuidas entre dos sectores de modo tal que los
tiempos de ejecucion se asemejan, ver Tabla 4.4(Grupo4).

Finalmente, las ciudades en la Figura 4.6(d) estan bastante agrupadas por lo cual los
tiempos de ejecucién nuevamente son bastante similares, ver Tabla 4.4(Grupo5).
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30 - 10| 7496
M| 7589
201 @ 12| 7047
10 4 13 73.73
14| 7087
0 15| 7330

0 10 20 30 40

Media 92.23

Figura 4.8: Correspondencia entre ciudades distantes y tiempos de ejecucién.

Otra observacion importante que surgié de la Tabla 4.4 fue que la media de los tiempos
de ejecucion por grupo decrecia a medida que las ciudades se aproximaban.
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4.4.2,2. Analisis y valoracién

Las hipétesis fueron corroboradas. Sin ninguna duda, la ciudad inicial y la localizacién de
las ciudades jugaban un papel importante en los tiempos de ejecucién. Igualmente, como
en la primera aproximacién, quedé un tema abierto para discutir y resolver: la relacién
entre la proximidad de las ciudades y los tiempos de ejecucién.

La complejidad asintética en tiempo tanto para el algoritmo de poda local como para el
algoritmo de poda global fue redefinida como O(C, P, PD, C}).

Asimismo, se decidié dejar a un lado el estudio del algoritmo de poda local por su nula
utilidad practica. El exhaustivo ha servido de referencia para verificar la correccién de
resultados del algoritmo, pero el de poda local al tener un tiempo de ejecucién muy
superior al de poda global no tiene ningtn interés real.

4.4.3. Hipoétesis — suma de distancias y desviacion media

Al llegar a este punto, uno se formula la siguiente cuestién: jseria posible establecer una
caracterizacién numérica del parametro topologico (la distribucién espacial), una especie
de indice que evalte los invariantes propios de cada distribucién espacial, de manera que,
por un lado se simplifique el proceso de prediccion al eliminar la evaluacién de similitud
y por otro se consiga un indice numérico simple en la caracterizaciéon de las ciudades?

Una vez més el analisis de resultados permite establecer una nueva hipétesis, esta vez
basada en los conceptos de suma de las distancias de la ciudad inicial a las restantes
ciudades (SD, definida como se muestra en Ecuacién 4.2) y de la desviacién media de
estos valores M DSD, como alternativa a la distribucién espacial.

c
Vi:1<j<C  SD(Cy) = > \/(-’Bj —zi)? + (y; — vi)? (4.2)
i=1,574

Esta hipotesis representa un cambio cualitativo muy significativo. De trabajar con apro-
ximaciones basadas en patrones graficos y su comparacion (con todo lo que esto implica
de nivel de incertidumbre), se pasa a un modelo de valoracién / identificacién numeérica
de los datos de entrada, de cara a hacer la prediccién.

La suma de las distancias de la ciudad inicial a las restantes ciudades es un indice til
para la prediccién del tiempo de ejecucion; éste refleja numéricamente en cierta medida
el patrén grafico. Por otro lado, la desviacién media de las sumas de las distancias indica
cuan separadas estan las ciudades entre si. En definitiva la suma de las distancias y el
desvio de estas sumas permite estimar el tiempo de ejecucion.

4.4.3.1. Experimentacién

Si una ciudad en particular estd muy alejada de las otras ciudades, el valor de su SD sera
considerablemente mayor que el resto y, en consecuencia, el tiempo de ejecucién también
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v =y+ Ay (5.2)
donde z e y son las coordenadas originales y 2’ e ¢’ las nuevas coordenadas.

Escalamiento: Las coordenadas de una ciudad escalada por un factor S, en la direccién
x y en la direccién y (la ciudad es escalada en tamaiflo cuando S; es mayor a uno y
reducida en tamafio cuando S, estd entre cero y uno) se puede expresar como

' = xS, (5.3)
Yy = ySa: (54)

Rotacién: Las coordenadas de una ciudad rotada a través de un 4ngulo 6 sobre el origen
del sistema de coordenadas se puede expresar como

z' =zcosf+ysinb (5.5)
y' = —xsinf + ycosf (5.6)

De acuerdo con la teoria de reconocimiento de patrones geométricos (que se vera en detalle
en la secci6n 5.3), la similitud calculada aplicando la distancia Hausdorff como una funcién
de la posicién relativa entre un patrén conocido y un nuevo conjunto de ciudades, que en
este caso se trata de un patrén conocido trasladado, escalado o rotado, es del 100 %. Por
lo tanto, el orden de prediccién de rendimiento para el nuevo conjunto de ciudades sers
el tiempo de ejecucion del patrén conocido.
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Figura 5.1: Un patron histérico, el mismo patrén histérico trasladado més rotado y el
mismo patrén histérico escalado, consistiendo de 15 ciudades cada uno.

Un conjunto de entrenamiento consistente en 15 ciudades fue elegido de la base histéri-
ca. A partir de este conjunto se obtuvo un experimento que evalué la transformacién de
traslacién mas rotacion y otro que analiz6 el escalado. Las transformaciones de traslacién
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més rotacién se obtuvieron intercambiando la coordenada x por la coordenada y y el es-
calamiento dividiendo por dos ambas coordenadas. La Fig 5.1 muestra el patrén histérico
estudiado, el mismo patrén histérico trasladado y rotado y el mismo patrén histérico
escalado. Se fijo el nivel en 5 y se ejecutaron los algoritmos exhaustivo y de poda global
usando 8, 16 y 32 nodos.

La Tabla 5.1 exhibe los tiempos de ejecucién para el algoritmo exhaustivo y para el algo-
ritmo de poda global, por transformacién y por muestra (ciudad de comienzo) habiendo
usado 32 nodos. Como se puede observar, los tiempos de ejecucién por algoritmo y mues-
tra resultaron ser bastante similares para las dos transformaciones. Esto era lo esperado.
La desviacién media (M D) por algoritmo y muestra fue inferior al 2% para todos los
€asos.

Tabla 5.1: Comparativa de los tiempos de ejecucion (en seg.) del patrén histérico estudiado
[PHist], del mismo patrén histérico rotado més trasladado [TrasRot| y del mismo patrén
histérico escalado [Esc] usando 32 nodos. También se exhibe la desviacién media (MD).

Algoritmo exhaustivo Algoritmo de poda global
PHist | TrasRot | Esc | MD | PHist | TrasRot | Esc | MD
596.43 621.54 | 612.50 | 9.15 | 13.18 13.24 | 13.34 | 0.06
596.86 628.23 | 612.48 | 10.47 | 13.32 13.29 | 13.29 | 0.01
595.83 628.76 | 611.97 | 11.05 | 13.20 13.09 | 13.17 | 0.04
597.36 628.34 | 612.09 | 10.50 | 13.18 13.12 | 13.15 | 0.02
597.09 627.72 | 613.19 | 10.39 | 13.12 13.22 | 13.12 | 0.04
596.29 630.15 | 614.54 | 11.58 | 13.13 13.20 | 13.25 | 0.04
596.69 628.72 | 610.92 | 11.07 | 13.27 13.20 | 13.26 | 0.03
596.69 628.84 | 612.05 | 10.88 | 13.10 13.02 | 13.22 | 0.07
611.56 629.73 | 613.74 | 7.59 | 13.27 13.17 | 13.16 | 0.05
611.20 628.76 | 612.14 | 7.59 | 13.28 13.19 | 13.25 | 0.03
619.52 627.65 | 612.74 | 5.12 | 13.19 13.18 | 13.23 | 0.02
619.52 628.54 | 611.84 | 5.71 | 13.17 13.19 | 13.23 | 0.02
619.37 629.19 | 613.30 | 5.71 | 13.21 13.23 | 13.25 | 0.01
618.71 629.11 | 612.57 | 5.99 | 13.27 13.29 | 13.30 | 0.01
618.44 629.22 | 613.14 | 5.97 | 13.32 13.24 | 13.35 | 0.04

5.1.2. La circunferencia

Un caso sintético es tener las ciudades uniformemente distribuidas en una circunferencia.
Como la suma de las distancias de una ciudad a las restantes es siempre la misma y, en
consecuencia, el valor de M DSD es cero (o cercano a cero por problemas de redondeo),
los tiempos de ejecucién que se esperan han de ser muy similares entre si.
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Se crearon experimentos compuestos por 15 a 24 ciudades. Las férmulas utilizadas para
generar las coordenadas (x, y) fueron las siguientes
Vi:1<i<C

z; = (cos(radianes((360/C) * (i — 1))) + 10) % 100 (5.7)

Vi:1<i<C  y; = (sin(radianes((360/C) * (i — 1))) + 10) % 100 (5.8)
Los experimentos compuestos por 15 a 17 ciudades sirvieron de entrada tanto para el
algoritmo exhaustivo como para el algoritmo de poda global, mientras que los experimen-
tos compuestos de 18 a 24 ciudades sblo sirvieron de entrada para el algoritmo de poda
global. La Figura 5.2(a) y la Figura 5.2(b) exhiben los graficos correspondientes a 15 y

24 ciudades uniformemente distribuidas en una circunferencia, respectivamente.
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Figura 5.2: Ciudades uniformemente distribuidas en una circunferencia.

La Tabla 5.2 exhibe la media y la desviacién media de los tiempos de ejecucién teniendo
en cuenta de 15 a 17 ciudades uniformemente distribuidas en una circunferencia para el
algoritmo exhaustivo usando 32 nodos. Los tiempos medios de ejecucién expresados para
las ciudades 18, 19 y 20 son estimaciones que surgen de la siguiente férmula

TiempodeEjecucion(C) = TiempodeEjecucion(C — 1) x C (5.9)
Por otro lado, la Tabla 5.3 muestra la media y la desviacién media de los tiempos de
ejecucién teniendo en cuenta de 15 a 24 ciudades para el algoritmo de poda global usando
32 nodos.

Analizando la informacién suministrada del algoritmo exhaustivo, los tiempos de ejecucion
crecen de acuerdo con el nimero de ciudades segin la Ecuacién (5.9). Sin embargo, para
el algoritmo de poda global esta relaciéon no es vélida; s6lo se puede apreciar un minimo
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Tabla 5.2: Media y desviacién media de los tiempos de ejecucién (en seg.) para el algoritmo
exhaustivo de acuerdo con el nimero de ciudades trabajadas usando 32 nodos.

Algoritmo exhaustivo
# ciudades 15 | 16 | 17 | 18 | 19 | 20
Media 597.48 | 8924.95 | 143153.88 | 2425985 | 43667742 | 829687100
~ 39 horas | ~ 28 dias | ~ 505 dfas | ~ 26 anos
(Eq. 5.9) (Eq. 5.9) | (Eq. 5.9)
Desviacién media 1.29 13.72 270.60

Tabla 5.3: Media y desviacién media de los tiempos de ejecucién (en seg.) para el algoritmo
de poda global de acuerdo con el nimero de ciudades trabajadas usando 32 nodos.

Algoritmo de poda global
Niamero de ciudades | 15 | 16 | 17 | 18 | 19
Media 12.71 17.47 23.42 31.87 42.95
Desviacién media 0.03 0.04 0.08 0.08 0.07
Suma de distancias 1900.33 | 2024.70 | 2154.22 | 2284.76 | 2417.06
Algoritmo de poda global
Numero de ciudades | 20 | 21 | 22 | 23 | 24
Media 54.94 68.67 | 129.53 | 367.29 | 1085.57
Desviacién media 0.10 0.10 0.11 0.30 2.12
Suma, de distancias 2541.16 | 2670.35 | 2796.94 | 2922.83 | 3062.71

incremento en los tiempos. La desviacién media para todos los casos ha sido inferior al

1%.

Por otro lado, con respecto al algoritmo exhaustivo importa observar el problema de su
costo prohibitivo en términos de tiempo a medida que el ntimero de ciudades crece. A
partir de 17 ciudades todo calculo deja de tener sentido. En contrapartida, el algoritmo
de poda global solamente al trabajar con 24 ciudades comienza a tener un tiempo de
ejecucién significativo.

5.1.3. La alineacién

Otro caso sintético se presenta al tener todas las ciudades alineadas separadas entre si
por un valor constante. A priori, se podria decir que los tiempos de ejecucién tendrén
un valor méximo para las ciudades extremas y éstos iran decreciendo a medida que se va
hacia la ciudad central (o las ciudades centrales). La Figura 5.3 exhibe lo expresado.

Se construyeron experimentos compuestos por 15 a 20 ciudades, los cuales sirvieron de
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Figura 5.3: Tendencia de los tiempos de ejecucion (en seg.) para ciudades alineadas.

entrada s6lo para el algoritmo de poda global. Las coordenadas de las ciudades (x, y) se
eligieron siguiendo la férmula

Vi:1<i<C  (z,9) = ((6 — 1) % 400,0) (5.10)

La Figura 5.4(a) y la Figura 5.4(b) exhiben los gréficos correspondientes a 15 y 24 ciudades
alineadas separadas entre si por un valor constante (400), respectivamente.
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Figura 5.4: Ciudades alineadas separadas entre si por un valor constante.

Si se realiza un simple analisis de la ciudad que se encuentra més a la derecha (ciudad con
mayor valor en la ordenada) para continuar con las sucesivas ciudades hacia la izquierda,
se observard que SD decrece a medida que se va hacia el centro para luego volver a
crecer hacia el extremo izquierdo. La Ecuacién 4.2 puede volverse a escribir como la

Ecuacién 5.11
c

c
Vi:1<j<C SD(C)= >, \/(xj—mi)2+(yj_yi)2= S lwj—xi| (5.11)

i=1,57 i=1,j£i
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Entonces, los tiempos de ejecucién para el algoritmo de poda global debieran mostrar un
comportamiento anélogo; en este escenario se puede apreciar cémo la ciudad inicial es
determinante.

Las Tablas 5.4(a) y 5.4(b) exhiben las coordernadas de la ciudad inicial, la suma de
las distancias (SD) de la ciudad inicial a las restantes ciudades y el tiempo de ejecucién
del algoritmo de poda global usando 32 nodos para 18 y 19 ciudades respectivamente.
Debe apreciarse en las tablas, que el comportamiento descrito anteriormente se cumple;
los tiempos decrecen a medida que la ciudad inicial se va acercando a la ciudad(es)
central(es). Cabe observar la simetria que se presenta tanto en la suma de las distancias
como en los tiempos de ejecucién producto del caso singular analizado.

Tabla 5.4: Coordenadas de la ciudad inicial, suma de las distancias y tiempo de ejecucién
(en seg.) del algoritmo de poda global para (a) 18 (b) 19 ciudades usando 32 nodos.

(a) 18 ciudades (b) 19 ciudades

x|y SD | Tiempo de x|y SD | Tiempo de
ejecuciéon ejecuciéon

6800 | 0 | 61200 67.92 7200 | 0 | 68400 176.39
6400 | 0 | 54800 61.96 6800 | 0 | 61600 173.03
6000 | 0 | 49200 59.57 6400 | 0 | 55600 158.46
5600 | 0 | 44400 54.82 6000 | 0 | 50400 144.14
5200 [ 0 | 40400 54.12 5600 [ 0 | 46000 133.00
4800 | 0 | 37200 51.13 5200 | 0 | 42400 129.53
4400 | 0 | 34800 51.05 4800 | 0 | 39600 126.41
4000 | 0 | 33200 49.43 4400 | 0 | 37600 129.66
3600 | 0 | 32400 49.32 4000 | 0 | 36400 131.63
3200 | 0 | 32400 48.85 3600 | 0 | 36000 132.23
2800 | 0 | 33200 48.40 3200 | 0 | 36400 130.46
2400 | 0 | 34800 49.59 2800 | 0 | 37600 134.60
2000 | 0 | 37200 51.84 2400 | 0 | 39600 133.30
1600 | 0 [ 40400 52.63 2000 | 0 | 42400 138.39
1200 | 0 | 44400 53.03 1600 | 0 | 46000 141.28
800 | 0 | 49200 55.60 1200 | 0 | 50400 146.95
400 | 0 | 54800 58.91 800 | 0 | 55600 153.31
0] 0| 61200 61.68 400 | 0 | 61600 170.59

0] 0| 68400 179.61

La Figura 5.5 exhibe los tiempos de ejecucion (en seg.) del algoritmo de poda global para
20 ciudades usando 32 nodos.
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Figura 5.5: Tiempos de ejecucién (en seg.) para el algoritmo de poda global consistente
en 20 ciudades alineadas usando 32 nodos.

5.1.4. Anaélisis y valoracion

Los experimentos sintéticos relacionados con las transformaciones geométricas, la circun-
ferencia y la alineaciéon han servido para corroborar intuiciones en cuanto a los tiempos
de ejecucién para el algoritmo de poda global.

Los tiempos de ejecucién permanecen préacticamente iguales atn si los patrones gréficos
sufren transformaciones como rotaciones, traslaciones o escalado.

Para el caso de las ciudades uniformemente distribuidas en una circunferencia, la SD es
siempre la misma y, en consecuencia, la desviacion media de estas sumas resulta ser cero
siendo los tiempos de ejecucion practicamente iguales.

En cuanto a tener todas las ciudades alineadas separadas entre si por un valor constante,
si se comienza un analisis por el extremo derecho, el valor SD decrece a medida que se
va hacia el centro para luego volver a crecer cuando se va hacia el extremo izquierdo. En
consecuencia, lo mismo ocurre con los tiempos de ejecucion.

5.2. Escalabilidad

El objetivo en esta seccién es verificar que los algoritmos estudiados escalan en cuanto al
namero de procesadores y en cuanto al tamaiio del problema.

Validar que los algoritmos escalan correctamente al aumentar el namero de procesadores
es interesante para saber hasta qué punto se mejora el rendimiento agregando maquinas.
Comprobar que los algoritmos escalan correctamente al aumentar el tamafio del proble-
ma, es decir el nimero de ciudades (C), conservandose un patrén grafico similar e igual
nimero de procesadores (P), es imprescindible para tener una nocién del tiempo que
puede emplear la resolucion del problema
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5.2.1. Escalabilidad en cuanto al nimero de procesadores

Un conjunto integrado por 16 ciudades cualesquiera es elegido para ejecutar el algoritmo
de poda global usando 8, 16 y 32 nodos del cluster de PCs. La Figura 5.6 exhibe el patrén
grafico (la distribucién) de las 16 ciudades.
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Figura 5.6: Patrén grafico para las 16 ciudades estudiadas.

Por lo expresado en la seccién 4.4.3 y observando el dibujo, se puede inferir que el valor
MDSD ser4 de un tamaio considerable y en consecuencia los tiempos también debieran
ser significativos. Esto refuerza el valor de este experimento ya que se podra observar la
escalabilidad sin la intromisién de la comunicacién.

La Figura 5.7 muestra los tiempos de ejecucién (en seg.) obtenidos de acuerdo con los
pardmetros enunciados y considerando cada una de las ciudades en algin momento como
ciudad inicial.
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Figura 5.7: Escalabilidad en cuento al ntimero de procesadores para el algoritmo de poda
global manteniendo constante 16 ciudades.
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Como se puede observar, los tiempos de ejecucién decrecen en forma proporcional a me-
dida que el nimero de méaquinas aumenta. La escalabilidad quedé demostrada.

5.2.2. Escalabilidad al aumentarse el tamano del problema

Dos conjuntos compuestos por 15 y 16 ciudades, donde conjuntold C conjuntol6, son
elegidos para ejecutar el algoritmo de poda global usando 8, 16 y 32 nodos del cluster de
PCs. La Figura 5.8 exhibe los patrones graficos de las 15 y 16 ciudades resaltdndose la
ciudad que s6lo pertenece al conjunto integrado por 16 ciudades.
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Figura 5.8: Patréon grafico para las 15 y 16 ciudades estudiadas.

La Figura 5.9 muestra los tiempos de ejecucion (en seg.) obtenidos para el algoritmo de
poda global de acuerdo con los parametros enunciados y considerando cada una de las
ciudades en algn momento como ciudad inicial. Hay que notar que la ciudad 10 sélo
pertenece al conjunto integrado por 16 ciudades.

5.2.3. Analisis y valoracién

La escalabilidad de arquitectura o hardware permite a un sistema incrementar el uso
de procesadores para obtener un mejor rendimiento. La escalabilidad algoritmica per-
mite saber si un algoritmo paralelo puede trabajar con méas datos, es decir, si se pueden
incrementar los pasos computacionales en una, cantidad razonable.

En los algoritmos analizados, el tiempo de ejecucién es inversamente proporcional al
ntmero de procesadores y, a su vez, es proporcional al nimero de ciudades como era de
esperarse. La comunicacién no pesa en lo mas minimo.
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Figura 5.9: Aumento del tamafio del problema para el algoritmo de poda global usando
8, 16 y 32 nodos.

5.3. Prediccién

La fase de prediccién a lo largo de la investigacién ha sufrido un cambio muy significativo.
De aproximaciones basadas en patrones gréaficos y su comparacién (con lo que esto implica
de nivel de incertidumbre), a un modelo de valoracién / identificacién numérica de los
datos de entrada, de cara a hacer la prediccién.

a partir de la experiencia y de los trabajos previos

5.3.1. Una primera aproximaciéon

El modelo de predicciéon que se ha desarrollado hasta este momento, considera como paré-
metros de entrada el nimero de ciudades, la distribucion espacial o patrén de las mismas
y la ciudad de origen. Al incluir un elemento de caracteristicas topologicas (la distribu-
cién espacial), el esquema de prediccién incluye un paso de comparacién de similitud del
patréon de entrada con respecto a los patrones disponibles.

La etapa de comparacion de datos para el problema TSP descansa en la geometria de
reconocimiento de patrones (geometric pattern matching - GPM). A continuacién se ex-
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ponen ciertos conceptos imprescindibles sobre GPM antes de explicarse coémo se obtiene
el orden de prediccién de rendimiento para un nuevo conjunto de ciudades.

Geometria de reconocimiento de patrones

La geometria de reconocimiento de patrones (geometric pattern matching - GPM) es un
problema computacional fundamental. La GMP tiene numerosas aplicaciones en diversas
areas de ciencias de la computacion, tales como visién por computador, compresién de
imagen o video, reconocimiento de objetos y quimica computacional [64].

La mayoria de los estudios de GPM se focalizan sobre métodos del campo de la geometria
computacional [65, 66, 67, 64]. Para resolver el problema de geometria de reconocimiento
hay diversas variantes, diferentes enfoques y varias técnicas algoritmicas que dependen
de la naturaleza de los datos de entrada, del grupo de transformaciones permitidas y de
la distancia empleada. En particular, la distancia de Hausdorff con movimiento es la que
se utiliza para el problema TSP.

Distancia de Hausdorff

Para comparar puntos (ciudades) bajo la distancia de Hausdorff como una funcién de
traslacién y movimiento rigido existen muchos trabajos [68]. Debido a que la compleji-
dad computacional puede ser grande en algunas ocasiones se consideran algoritmos que
trabajan con aproximaciones [69].

La distancia Hausdorff es la distancia maxima de un conjunto al punto més cercano en
otro conjunto. Formalmente, la distancia Hausdorff dirigida de un conjunto A a otro
conjunto B es la funcién méaxima, definida como

— méx { min |a—b :
h(4, B) {Igleag}{{ggg}la |} (5.12)

donde a y b son puntos de los conjuntos A y B respectivamente, y |a — b| es la norma
euclideana entre estos puntos.

Debe notarse que la distancia Hausdorff es orientada: esto significa que muchas veces
h(A, B) no esigual a h(B, A). Esta asimetria es una propiedad de las funciones maximum,
mientras que las funciones minimum son simétricas. Una definicién més general de la
distancia Hausdorff entre A y B seria

H(A, B) = méx{h(A, B), h(B, A)} (5.13)

En consecuencia, se puede decir que la distancia Hausdorff calcula el grado de similitud
entre dos conjuntos de puntos, midiendo la distancia del punto de A que est4 més alejado
de cualquier punto de B y viceversa. Estos dos conjuntos estdn en posiciones fijas con
respecto uno del otro.
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Distancia de Hausdorff con movimiento

En general hay que ser capaz de medir la similitud entre todas las posiciones relativas de
dos conjuntos y esto se realiza calculando la distancia Hausdorff como una funcién de la
posicién relativa [68, 70].

Para cualquier grupo G, la distancia minima Hausdorff bajo movimiento euclideano se

define como
Mc(A,B) = min H(g14, g2B) (5.14)
91,92€G
Si el grupo G es tal que, para cualquier g € G y para dos puntos cualesquiera 1, T2 se
cumple |gz1 — gza| = |1 — x2|, entonces es posible considerar sélo la transformacién de

uno de los conjuntos
Mg(A,B) = IIélél H(A,gB) (5.15)
g

Esta propiedad se tiene cuando G es el grupo de traslaciones y |.| es una norma y también
cuando G es el grupo de movimientos rigidos y |.| es la norma euclideana.

5.3.1.1. Experimentacién

Con el objeto de validar la metodologia de prediccién y su robustez, se modificaron sélo
unas pocas coordenadas de ciertas ciudades del conjunto de entrenamiento definido y
trabajo en la seccién 4.4.1.1. Este nuevo conjunto de datos, conjunto de testeo, fue usado
para calcular el error de las hipétesis construidas con los datos de entrenamiento. Hay
que destacar que las hipétesis fueron evolucionando por lo cual este anélisis fue repetido
una y otra vez.

Para el algoritmo exhaustivo la prediccién fue directa y exacta. Comparando cada patrén
grafico del conjunto de testeo con los patrones almacenados en la base histérica y teniendo
en cuenta la ciudad inicial, fue posible hacer predicciones del tiempo de ejecucién para los
algoritmos de poda local y de poda global. La geometria de reconocimiento de patrones
bajo movimiento euclideano permite comparar dos conjuntos de datos otorgando una
medida de similitud que varia entre 0 y 1. El tiempo del patrén histérico correspondiente al
par con mayor valor de similitud resulta ser la prediccién de rendimiento para el conjunto
de testeo.

Para analizar cusn buena es la estimacion, al conjunto de testeo se lo somete a todos los
pasos de la metodologia. Los tiempos de ejecucién obtenidos resultaron ser muy similares
(en el orden del 90 %) a los otorgados por el patrén histérico.

El Algoritmo 9 (Algoritmo 2 redefinido) describe el procedimiento que se sigue; donde SA
es la similitud aceptable, C1, ..., C¢ son las ciudades del nuevo conjunto, d va almacenando
la méxima medida de similitud encontrada o en su defecto se inicializa con la similitud
aceptable, BDH es la base de datos histérica, BDH; es la instancia ¢ de la base de datos
histérica y maz es el indice de la instancia en BHD que tiene la maxima medida de
similitud de la base de datos histérica.
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Algoritmo 9 : Similitud aceptable usando Hausdorff.

Similitud _Aceptable (C4,...,Cc, BDH,SA) {
d=SA
max = —1
Para cada uno de los datos historicos BDH,; de BHD {
auxr = DistHausdor f f PosicRelativa(Cy, ...,Cc, BDH;)
Siaux > d {
d = auzx
max =1

}
¥
Simax = —1
Retornar —1
Sino
Retornar Orden(BDH ,q4)

5.3.1.2. Analisis y valoracién

La geometria de reconocimiento de patrones y, en particular, la distancia Hausdorff con
movimiento permite dar aproximaciones del tiempo de ejecucién para nuevos conjuntos
de ciudades. La precision del resultado depender4 del limite aceptable que se fije como
valor de similitud (relacionado con el valor de la distancia Hausdorff).

5.3.2. Una segunda aproximacion

El analisis de resultados de las hipétesis localizacién de las ciudades y ciudad de comien-
z0 permitié establecer una nueva hipétesis, esta vez basada en los conceptos de suma
de distancias entre ciudades y desviacién media de estos valores, como alternativa a la
distribucién espacial, seccién 4.4.1.

Una vez que la suma de distancias de la ciudad inicial a las restantes ciudades y la
desviacién media de estos valores se determinaron como variables claves en el tiempo de
ejecucion, el modulo de comparacién de patrones dejo de tener efecto.

De cara a hacer la prediccion, se pas6 de estimaciones basadas en patrones gréficos y su
comparacién, a un modelo de valoracién / identificacién numeérica de los datos de entrada.

5.3.2.1. Analisis y valoracién

Queda pendiente cuantificar la relacién que existe entre la suma de distancias de una
ciudad a las restantes ciudades y la desviacién media de éstas con el tiempo de ejecucién.
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5.4. Sumario

En este capitulo se han expuesto un conjunto de experimentos sintéticos, seleccionados
para evaluar la robustez de la metodologia. Se han presentado otros escenarios con el
objeto de demostrar la escalabilidad tanto en el nimero de procesadores como en el
tamafio del problema. Asimismo, las estimaciones del tiempo de ejecucién para nuevos
conjuntos de ciudades fueron bastantes buenas del orden del 90 %.
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Capitulo 6

Conclusiones y principales aportes

;Podemos predecir en algoritmos paralelos no deterministas? A lo largo de este documento
ha quedado demostrado que si se puede. El ejemplo de Galileo, Newton, Cavendish,
Einstein y el camino que ellos crearon para hacer ciencia, lo hemos aplicado a nuestro
problema de prediccién, en un intento de hacer ciencia segin ese modelo.

En esta Tesis se presenté una metodologia practica de prediccién para estimar el tiempo
de ejecucién de aplicaciones paralelas dependientes de los datos.

Concretamente, nuestra propuesta parti6 de ciertas premisas y utilizé la ciencia computa-
cional para extraer conocimiento de los experimentos disefiados. A medida que se fueron
corroborando ciertas conjeturas, los experimentos fueron guiados hacia nuevos objetivos,
los cuales a su vez dieron fruto a otros nuevos planteamientos. Las predicciones se fueron
cumpliendo una a una.

La idea de trabajar en este sentido surgi6 de la necesidad de dar respuesta a un nimero
de aplicaciones paralelas frecuentes que normalmente son dejadas a un lado. Cualquier
aporte en el area no determinista por minima que sea representa un gran avance ante
la falta de conocimiento general. No s6lo hay que pensar en el problema que se resuelve
sino en el beneficio que representa para la familia de problemas que contiene al problema
resuelto.

La metodologia se compone de dos fases, la extraccién del conocimiento y la prediccién.
La fase de extraccién del conocimiento comienza con la formulacién de las hipétesis, la
composicién de experimentos y la ejecucién de la aplicacién estudiada. Luego continta,
con el proceso de descubrir conocimiento (mediante el uso de un ambiente de clustering)
con el fin de encontrar clusters (grupos). Termina con la interpretacién del modelo y la
evaluacién de calidad. Finalmente, en la fase de prediccién, el médulo de comparacién de
datos permite lograr una estimaciéon del orden de rendimiento.

Asf como los grandes genios experimentaron con objetos, manzanas, espejos, en nuestro
caso tres algoritmos paralelos TSP, que generan una solucién éptima, fueron desarrolla-
dos con el objeto de analizar la influencia de diferentes niveles de indeterminismo en la

81
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prediccién de rendimiento: el algoritmo exhaustivo, el algoritmo de poda local y el algo-
ritmo de poda global. Asimismo, los algoritmos fueron usados para mostrar la utilidad
y el beneficio de 1la metodologia presentada. Todos siguen el paradigma de programacion
maestro / trabajador basados en el calculo de la distancia de las posibles permutaciones
y sblo difieren en la estrategia de poda. Especificamente, en el algoritmo exhaustivo no
hay poda y el tour minimo se calcula entre todas las posibles permutaciones, por lo cual
la prediccién resulta muy exacta. En el algoritmo de poda local, cada trabajador poda
segin la distancia minima que va encontrando a medida que procesa una tarea. Por otro
lado, en el algoritmo de poda global, los trabajadores podan siempre que sea posible de
acuerdo con un valor de distancia global minima.

Para el algoritmo exhaustivo, es indudable que ni los patrones ni la ciudad de origen ni
la suma las distancias de la ciudad inicial a las restantes ciudades ni la desviacién media
de estas sumas afectan el tiempo de ejecuciéon final. En consecuencia, la complejidad
asintética en tiempo se defini6 como O(C, P). Para el algoritmo de poda local y el
algoritmo de poda global, la suma de las distancias de la ciudad inicial a las restantes
ciudades y la desviacién media de estos valores se juegan un rol crucial en el tiempo de
ejecucion. Para estos algoritmos, la complejidad asintética en tiempo se definié finalmente
como O(C, P,SD, M DSD). Las hip6tesis que permitieron llegar a esta conclusién fueron
corroborandose una a una. Es decir, en forma progresiva se fue mejorando la precisién de
las estimaciones.

El modelo de prediccién, en un principio, consideraba como pardmetros de entrada el
namero de ciudades, la distribuciéon espacial o patrén de las mismas y la ciudad de ori-
gen. Al involucrar un elemento de caracteristicas topologicas (la distribucién espacial),
el esquema de prediccién inclufa un paso de comparaciéon de similitud del patrén de en-
trada con respecto a los patrones disponibles almacenados en una base histérica. Las
estimaciones para nuevos patrones fueron bastantes buenas, del orden del 90 %, lo cual
era sumamente alentador.

Una vez mas el andlisis de resultados permitié establecer una nueva hipoétesis, esta vez
basada en los conceptos de suma de distancias entre ciudades y desviacion media de
estos valores, como alternativa a la distribuciéon espacial. Asi fue posible establecer una
caracterizaciéon numérica del pardametro topolégico (la distribucién espacial), una especie
de indice que evalaa los invariantes propios de cada distribucién espacial, de manera que,
por un lado se simplifica el proceso de prediccién al eliminar la evaluacién de similitud y
por otro se consigue un indice numérico simple en la caracterizacién de las ciudades.

6.1. Problemas en los que seria factible la aplicacién de la
metodologia expuesta

A continuacién se detallan una serie de problemas donde la metodologia propuesta po-
dria aplicarse. Cada uno de estos problemas representa un desafio en si mismo ya que
pertenecen a la clase de problemas NP-completo o NP-duro (ver seccién 2.1.8).
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Problema de satisfacibilidad booleana (SAT): En teorfa de la complejidad com-
putacional, el problema de satisfacibilidad booleana fue el primer problema identi-
ficado como perteneciente a la clase de complejidad NP-completo [4].

Se trata de un problema donde interesa saber si una expresiéon booleana con variables
y sin cuantificadores tiene asociada una asignaciéon de valores para sus variables que
determina que la expresioén sea verdadera. Por ejemplo, una instancia de SAT serfa
el saber si existen valores para 1, T3, T3 v 4 tales que la expresién:

(.’Bl V —xy V £L‘4) A (‘!.’)32 VsV -rac4) (6.1)
sea cierta.

Problema de la mochila: El problema de la mochila pertenece a la clase de proble-
mas NP-duro. El objetivo del problema es llenar una mochila de tal forma que se
maximice el valor de los objetos transportados en ella [5].

Se tienen n objetos distintos y una mochila. Cada uno de los objetos tiene asociado
un peso positivo w; y un valor positivo v; para ¢ = 1, ...,n. La mochila puede llevar
un peso que no sobrepase una cantidad W. Hay que tener en cuenta que la suma de
los pesos de los objetos seleccionados no debe superar la capacidad méxima W de
la mochila. Por lo tanto, para obtener la solucién deseada, se debe decidir para cada
uno de los objetos, si se introduce o no en la mochila. Cada objeto tiene asociado
una variable z; que toma el valor 1 si el objeto se mete en la mochila y 0 en caso
contrario. Cualquier objeto se puede introducir en la mochila si hay espacio para
él, pero lo que no se puede hacer es transportar en ella una fraccién o parte de un
objeto.

Particién de grafos: El problema de particién de grafos pertenece a la clase de proble-
mas NP-completo.

Dado un grafo con pesos G(V, E) y enteros j, k y m. La particién de vértices en m
sub-conjuntos de tal manera que cada sub-conjunto tenga tamaino de a lo sumo j,
mientras que el costo de los bordes que atraviesan los subconjuntos esté limitado
por k [4].

Problema de empaquetar un conjunto de objetos: El problema de empaquetar un
conjunto de objetos pertenece a la clase de problemas NP-duro y se encuentra en la
misma familia que el problema de la mochila. El objetivo del problema es almacenar
una serie de objetos usando el menor niimero de compartimientos [4].

Se define un conjunto de n objetos con tamafos di,...,d, y un conjunto de m
compartimientos con capacidades ci, ..., Cm.

Problema de la planificaciéon de movimiento: Este problema, también conocido co-
mo el problema de la navegacion, aunque es muy simple para los seres humanos, es
uno de los desafios mas importantes en el area de robética. El problema consiste
en encontrar un camino en un cuarto desde una posicién inicial hasta una posicién
final sorteando una serie de obstéaculos [6].
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6.2. Contribuciones
A continuacion se resumen las contribuciones de esta Tesis:

» Elaboracién de una metodologia practica para la prediccién de rendimiento de apli-
caciones dependientes de los datos.

= Aporte en el drea no determinista, un ambito poco explorado.

s Utilizacién de la ciencia computacional para extraer conocimiento desde los mismos
datos de entrada con el fin de construir un modelo de prediccién.

» Facilidad para comprobar nuevas conjeturas y/o hipétesis.

= Sencillez para afinar y refinar la metodologia con el fin de mejorar la precisiéon del
orden de las predicciones.

= Desarrollo de tres algoritmos paralelos de TSP euclideano (el algoritmo exhaustivo,
el algoritmo de poda local y el algoritmo de poda global) con el objeto de analizar
la influencia de distintos grados de indeterminismo en la prediccién de rendimiento
y al mismo tiempo validar la metodologia presentada.

» Construccién de un ambiente dindmico y abierto de agrupamiento donde puede apli-
carse tanto el algoritmo k-means como sus derivaciones fuzzy k-means, k-prototypes,
k-modes, k-medoid, k-meanst y k-means™ ™, entre otros.

= Analisis de otros problemas donde factiblemente se podria aplicar la metodologia
enunciada.

6.3. Lineas abiertas

En cuanto al problema del viajante seria interesante cuantificar la relacién que existe
entre la suma de distancias de una ciudad a las restantes ciudades y la desviacién media
de éstas con el tiempo de ejecucién. Los experimentos que ya fueron analizados para otras
cuestiones y que pueden aportar informacién en este sentido son:

= Un circulo de ciudades més una ciudad que se va alejando en forma constante.

circulo.15.1000
circulo.15.2000
circulo.15.3000
circulo.15.4000

(OBROBRONRO;
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» Unas ciudades alejadas se van acercando hacia el grupo mayoritario de ciudades. Es
decir, las ciudades aisladas del patrén wi29.patron.mc.14.1.1.1 estaradn ubicadas a
mitad de camino que en wi29.patron.14.1.1.1. Por otro lado las ciudades aisladas del
patrén wi29.patron.mc2.14.1.1.1, a su vez, estaran a un cuarto de camino respecto de
wi29.patron.14.1.1.1 o lo que es lo mismo a mitad de camino de wi29.patron.mc.14.1.1.1.

wi29.patron.14.1.1.1 wi29.patron.mc.14.1.1.1 wi29.patron.mc2.14.1.1.1
wi29.patron.11.2.2.2 wi29.patron.mc.11.2.2.2 wi29.patron.mc2.11.2.2.2
wi29.patron.8.3.3.3 wi29.patron.mc.8.3.3.3 wi29.patron.mc2.8.3.3.3
wi29.patron.5.4.4.4 wi29.patron.mc.5.4.4.4 wi29.patron.mc2.5.4.4.4
wi29.patron.5.4.4.4 wi29.patron.mc.5.4.4.4 wi29.patron.mc2.5.4.4.4
wi29.patron.17 wi29.patron.mc.17 wi29.patron.mc2.17

Oy QED &

o oo Oc O

5000,

La consideracién de casos méas generales, como por ejemplo, la extensién de ciudades R"
en lugar de trabajar con R? es otro punto que se debiera investigar. La geometria de re-
conocimiento de patrones quedaria a un lado siendo de utilidad la teoria de reconocimiento
de patrones espacial.

La metodologia de prediccién presentada intenta estimar el tiempo de ejecucion de apli-
caciones paralelas dependientes de los datos. Hay que tener presente en todo momento
que, la metodologia es general y est destinada para un cierto tipo de aplicaciones no
deterministas. Estas aplicaciones deben cumplir con determinadas caracteristicas tales
como llevar aparejado un elevado tiempo de cémputo en su resolucién. Es indudable,
que a medida que se estudia una aplicacién en profundidad, la metodologia va sufriendo
cambios / adecuaciones particulares e imprescindibles para la mejora del objetivo final,
la, prediccién concreta del problema analizado. Estos cambios no deben desestimar en lo
mé4s minimo la metodologia general porque se debe reconocer que sin ella no hubiera sido
posible la generacién de estas adecuaciones. Dicho todo esto, ahora cabe la necesidad de
aplicar la metodologia expuesta en alguno de los problemas enunciados en la secci6én 6.1.
Estos problemas no son casuales. Ademés de observarse problemas en los que seria factible
la, aplicacién de la metodologia expuesta, se tuvo en cuenta que fueran desafiantes y, a la
vez, tiles.
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Apéndice A

Descubrir conocimiento en bases de
datos

El término descubrir conocimiento en bases de datos (knowledge discovery in databases
- KDD) se refiere al proceso de analizar datos desde diferentes perspectivas y resumir
esto en informacién atil. Técnicamente, KDD es el proceso de encontrar correlaciones
o patrones entre docenas de campos en una gran base de datos relacional. Resulta de
interés para investigadores de aprendizaje automético, reconocimiento de patrones, base
de datos, estadisticas, inteligencia artificial, adquisicién de conocimiento para sistemas
expertos y visualizacién de datos.

Un proceso KDD, Figura A.1, comprende la preparacién de los datos, la definicién de un
estudio, la lectura de los datos junto con la construccién del modelo, la interpretaciéon
del modelo y finalmente la prediccién. Es un proceso interactivo e iterativo, que supone
numerosos pasos con muchas tomas de decisiones que debe realizar el usuario final [71].

pre- i mineria
@ procesamiento | transformaciones de datos
_— > >
A ; 4 -
datos ] datos ! datos ' patrones
fuentes ! procesados { transformados !
] [} 1
.2 ! 1 1
seleccién | i | interpretacién
ylimpieza «d4=--==ea-"nu-n-- bocooomooommom- = y evaluacién
D o ;
datos conocimiento

Figura A.1: Proceso KDD.

Preparaciéon de datos: La preparacién de datos implica la limpieza de datos, el trata-
miento de los valores perdidos, la derivacién de los datos y la combinacién de los
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mismos.

La limpieza de datos puede ser entendida como la tarea de estandarizar los valores
(problema de consistencia), borrar los errores tipograficos y modificar los valores
incorrectos de acuerdo con otros campos.

La identificacién de excepciones es de utilidad para descubrir datos incorrectos o
para borrar muestras no representativas. Si se desea trabajar con campos donde
existen valores perdidos es vital definir previamente ciertas estrategias.

En lo que concierne a la combinacién de los datos, a veces, los campos relevantes
pueden ser combinaciones / derivaciones de otros campos. En general, la conversién
de datos resulta necesaria de modo tal que las medidas compartan escalas simi-
lares. Asimismo, si los datos de interés provienen de diversas bases de datos, se
hace imprescindible un almacenamiento comiin con las consiguientes conversiones /
combinaciones / derivaciones.

Definicion de un estudio: La definicién de un estudio involucra plantear el objetivo
que se quiere, elegir una salida adecuada para mostrar ese objetivo y realizar la
reduccién dimensional, es decir, determinar los campos que intervendran en el es-
tudio.

Por lo demé4s, no siempre es necesario minar el conjunto completo de datos. En
general, para un andlisis es suficiente trabajar con un subconjunto de los datos
elegidos al azar. Algunas veces, se usa un subconjunto de los datos para construir
un modelo, otro subconjunto para validar dicho modelo y atn un tercer subconjunto
para hacer predicciones sobre la base del modelo construido.

En esta etapa, se debe seleccionar la técnica de exploracién de datos o minerfa de
datos (data mining) a aplicar. Entre las posibles técnicas se encuentran la clasifi-
cacibn, la regresion, el clustering, el modelo de dependencia, el resumen de datos y
la deteccién de cambios y desvios.

Una vez escogida la técnica de mineria, se debe seleccionar el algoritmo / método
con el cual se trabajara para la busqueda de estructuras en los mismos datos.

Finalmente, se deben buscar las estructuras de interés en una particular repre-
sentacion: reglas de clasificacion o arboles de clasificacién, agrupamiento, etc.

Lectura de datos y construccién de un modelo: Una vez que el estudio ha sido
definido, un producto de mineria de datos lee un conjunto de datos y construye
un modelo. Cualquier modelo resume una gran cantidad de datos por acumulacién
de indicadores.

La invariabilidad del modelo sera imperfecta si el conjunto de datos usado contiene
anomalfas (ruido). El disefio de filtros para disminuir el impacto de tales anomalias
es una solucién que definitivamente mejora la exactitud de un modelo.
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Interpretacion del modelo: Una vez que los datos han sido minados, el proceso de
interpretar el modelo creado desde el conjunto de datos, implica diferentes aspectos.
Entre otras cosas, un modelo deberia mostrar pesos, frecuencias y conjunciones
importantes que sirven para describir el objetivo. Por supuesto un modelo solamente
es 1til si éste se basa en suficientes muestras representativas.

La validacién del modelo construido supone hacer predicciones usando un conjunto
de datos y comparar dichas predicciones con resultados conocidos. Elegir un con-
junto de datos desvinculado de los datos usados para la construccién del modelo es
una buena manera de entender luego la capacidad de prediccién.

En esta etapa también es 1til inferir por qué razones el modelo tiene éxito en predecir
correctamente o por qué motivos falla como parte del proceso de validacién.

La evaluacién también debe incluir medidas de utilidad, de novedad y de interés.

Esta etapa puede determinar un retorno a pasos previos con el fin de realizar ac-
tividades adicionales para proveer informacién extra.

Prediccion: La consolidacion del conocimiento descubierto es crucial y puede ser muy
desafiante. La prediccién consiste en el proceso de elegir las mejores posibles salidas
baséndose en datos histéricos.

Aunque la mayoria de los trabajos KDD se focalizan en la etapa de mineria de datos, las
otras etapas también son muy importantes para la satisfaccién general del proceso KDD.

A.1. Modelos de mineria de datos

En el corazén de todo producto de mineria de datos, se halla el proceso de construir un
modelo para representar un conjunto de datos, pero la manera en que se construye un
modelo no es comin a todos los productos de mineria de datos. Hay diversos enfoques
como el uso de los arboles de decision, los algoritmos genéticos, las redes neuronales, las
redes de agente, las estadisticas y los modelos hibridos [71].

Arboles de decisién: Por largo tiempo en ciencias de la computacién, se usé la idea de
crear una estructura de arbol para describir un conjunto de datos. Sin embargo, los
arboles de decisién no constituyen el enfoque preferido para describir conocimiento.

Entre los beneficios que presentan los arboles reside su poder de entendimiento y el
empleo de diferentes algoritmos mateméticos para determinar cémo agrupar y dar
importancia a las distintas variables.
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Algoritmos genéticos: Los algoritmos genéticos son un método de optimizacién com-
binatoria y se basan en procesos de evolucién bioldgica. La evolucién envuelve la
optimizacién de un modelo de datos usando métodos genéticos para obtener mode-
los mas aptos.

Redes neuronales: Las redes neuronales son un método de aprendizaje cuya finalidad
inicial era la de emular los procesadores biolégicos de informacién. Las redes neu-
ronales parten de la presuncién de que la capacidad humana de procesar informacion
se debe a la naturaleza bioldgica de nuestro cerebro.

Redes de agentes: Las redes de agentes comprenden todos los elementos de datos o
categorias de datos elementales como agentes, los cuales est4n conectados unos a
otros de una manera significativa. Las redes de agentes distinguen condiciones re-
queridas de condiciones del contexto.

Estadisticas: En este enfoque, por ejemplo, la regresion lineal usa probabilidades, an4li-
sis de datos e inferencia estadistica para modelar.

Modelos hibridos: Existen diversos modelos hibridos que combinan los distintos enfo-
ques mencionados.

A.2. Técnicas de mineria de datos

Las técnicas de mineria de datos pueden ser clasificadas en: modelo predictivo, clustering
(agrupamiento), modelo de dependencia, resumen de datos y deteccién de cambios y
desvios.

Modelo predictivo: Dentro del modelo predictivo se encuentran la clasificaciéon y la re-
gresion. La clasificacion es una funcién que clasifica un dato en una de las diversas
clases predefinidas. La regresiéon es una funcién que clasifica un dato en un valor
real de una variable de prediccién.

Clustering (agrupamiento): Clustering es el proceso de dividir un conjunto de datos
en clusters (sub conjuntos), de modo tal que los datos en cada cluster (idealmente)
compartan un cierto rasgo comun (con frecuencia proximidad de acuerdo con una
medida de distancia predefinida). Un ejemplo grafico de clustering se muestra en la
Figura A.2.
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Figura A.2: Un simple ejemplo gréfico de clustering.

Modelo de dependencia: El modelo de dependencia consiste en encontrar un modelo
que describa las dependencias significativas entre las variables.

Los modelos de dependencia a nivel estructural especifican qué variables dependen
de otras y a nivel cuantitativo muestra las fuerzas de las dependencias usando al-
guna escala numérica.

Resumen de datos: El resumen de datos considera métodos adecuados para encontrar
una descripcién compacta para un sub conjunto de datos. Hay dos clases de métodos
que representan grupos horizontales de datos (casos) o grupos verticales de casos
(campos).

Deteccién de cambios y desvios: La deteccién de cambios y desvios se focaliza en
descubrir los cambios significativos en los datos en relacién con valores medidos
previamente. Las secuencias pueden ser dadas como series en el tiempo. La carac-
teristica distintiva de esta clase de métodos es que el orden de las observaciones
resulta importante.

A.2.1. Clustering

El interés en clustering (o agrupamiento) puede hallarse tanto en gran cantidad de estu-
dios cientificos como en posibles aplicaciones practicas. Se advierte en los problemas de
reconocimiento de voz y palabras en actstica, de taxonomia en biologia, de clasificaciéon
de enfermedades por sus sintomas en medicina, de clasificacién de piezas arqueoldgicas
en arqueologia, de segmentaciéon del mercado en marketing.

Al término clustering se lo conoce como anélisis de grupos (clusters analysis) dentro de
la, terminologia de estadistica. El analisis de grupos consiste en la btisqueda, a través de
los datos, de observaciones que sean suficientemente similares entre s{ como para poder
identificarse como integrantes de un grupo comin. Este proceso es muy intuitivo y a
la vez un objetivo natural. Por ejemplo, las galaxias de estrellas en el universo pueden
describirse como grupos usando tres dimensiones.
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Si se busca precision sobre qué es un grupo (cluster), se puede entrar en controversia y
encontrar que no hay una definicién precisa, aceptada por todos. Algunos especialistas
dirdn que los grupos se corresponden con descubrir poblaciones subyacentes. Otros ten-
derdn a pensar grupos como estructuras débiles pero al mismo tiempo encontrarin tutiles
las estructuras determinadas por los datos. Por ahora, es suficiente pensar que los grupos
poseen rasgos que se parecen entre si y que a la vez los grupos estan claramente separados
entre ellos. Si cada observacién o rasgo est4 asociado con uno y sélo un grupo, entonces
una particién de los datos puede ser util para propoésitos estadisticos.

Por ejemplo, es posible resumir un gran conjunto de datos multi-variables en términos
de un miembro tipico de cada grupo. Esto seria mas significativo que sélo ver a un tnico
miembro tipico de un dato y mucho mas conciso que efectuar descripciones individuales
de cada observacion.

Encontrar la particién en grupos no es una tarea facil como aparenta serlo. Excepto
en problemas pequefios, donde se pueden considerar todas las posibles particiones de
los datos en grupos para luego quedarse con la mejor, el resto de los problemas esté
computacionalmente fuera de cuestion. En consecuencia, numerosos métodos involucran
procedimientos para encontrar grupos en una forma razonablemente eficiente.

Si X es el conjunto de datos (conjunto de entrenamiento), k la cantidad de particiones
que queremos obtener y S; cada particién mutuamente exclusiva, tenemos que:

X=8U...US=Ur,S; (A1)

Algunos ejemplos de clustering son: el método de k-means, los métodos aglomerativos
jerarquicos, los modelos mixtos que usan el método de méxima estimacion (EM), etc.

Los métodos de clustering pueden ser organizados en tres clases dado el namero k de
grupos. Estas clases son:

Meétodos basados en la distancia métrica: Usando una medida de distancia y una
funcién objetivo, se trata de encontrar la mejor k particién de los datos. Esto es, que
los elementos de un grupo estén mas cercanos entre si que con respecto a elementos
de otro grupo.

M¢étodos basados en modelos: Cada grupo recibe un valor relacionado con la funcién
probabilidad.

P(CMy|X) = P(X]CMQ% (A.2)

La idea es encontrar el mejor ajuste para cada grupo. P(X) es una constante que
puede ignorarse para prop6sitos de comparacion. P(CMjy) es la probabilidad ante-
riormente asignada al grupo C M. En métodos de méxima probabilidad, todos los
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grupos se asumen como igualmente probables; en consecuencia el término es ignora-
do. Al ignorar este término el problema reside en que siempre se prefieran modelos
més complejos y esto lleva a un sobre ajuste (over fitting) en los datos.

Métodos basados en particién: Basicamente, enumeran varias particiones y luego otor-
gan un puntaje a las mismas de acuerdo con algin criterio. Muchos métodos de
inteligencia artificial se encuentran en esta categoria. Los mismos utilizan funciones
ad hoc para otorgar el puntaje.

A su vez, existe otra manera de clasificar los métodos de clustering, el método jerarquico
y el método particionado.

A.2.1.1. Meétodos jerarquicos

Los métodos de agrupamiento jerarquico toman como entrada un conjunto de datos y
construyen un arbol que agrupa elementos con caracteristicas similares. Estos métodos
permiten partir el conjunto de entrada en distintas cantidades de grupos dependiendo
del nivel de abstraccion en el cual el analista se halle interesado. La manera més comtn
de partir un arbol construido por un método de agrupamiento jerarquico consiste en
cortar horizontalmente el 4rbol en un determinado nivel. Esta particién asegura que dos
elementos de la misma clase estén méas cerca uno de otro que dos elementos de diferentes
clases. Sin embargo, el analista podria requerir méas detalles en algunas clases que en otras;
por lo tanto, en este caso, seria conveniente tomar grupos que se encuentren en distintos
niveles del arbol.

Existen dos tipos de métodos jerarquicos: el método jerarquico aglomerativo y el método
jerarquico divisivo.

El agrupamiento jerdrquico aglomerativo forma un grupo por cada dato del conjunto de
casos. Luego une estos grupos atémicos en grupos cada vez més grandes hasta que todos
los datos pertenezcan a un tnico grupo. En este tipo de métodos no influye el orden en
el cual se obtienen los elementos pero hay que mencionar que son susceptibles a la toma
de decisiones locales. La mayoria de los métodos jerarquicos pertenecen a esta categoria.

El agrupamiento jerarquico divisivo forma un sélo grupo con todos los datos del conjunto
de casos. Dicho grupo se va subdividiendo y asi sucesivamente.

En ambos casos los resultados se describen mejor usando un &rbol binario o un dendo-
grama. En un &rbol, cada hoja es un caso (objeto) que representa un grupo, los niveles
intermedios son grupos que contienen varias observaciones y la raiz es un sélo grupo que
contiene todos los casos.

A.2.1.2. Meétodos particionados

Los métodos particionados dividen los datos (objetos) en k subconjuntos llamados grupos,
de forma tal que los objetos dentro de un grupo son maés similares entre si que comparén-
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dolos con los objetos de otros grupos. Cada grupo se representa por un centro de gravedad
o por uno de los objetos del grupo ubicado cerca del centro. k es un pardmetro de entrada
para estos métodos, o sea, se requiere cierto conocimiento del dominio.

En general, los métodos particionados comienzan con una particién inicial y luego usan
una estrategia de control iterativa para optimizar una funcién objetivo. Asimismo los
objetos son asignados a grupos cuyo elemento representativo es el mas cercano.

Existen diversos métodos de particionamiento entre los que se pueden mencionar la enu-
meracidn exhaustiva y la optimizacién iterativa.

La enumeracion exhaustiva examina las k™ /k! formas de dividir el conjunto de m datos
en k grupos. No es aplicable, salvo para valores de k£ y m pequefios.

La optimizacion iterativa comienza con una particién inicial, luego prueba con todos los
movimientos e intercambios de los datos de un grupo a otro para ver si eso mejora la
calidad del agrupamiento. Puede encontrar un minimo local, pero la calidad del mis-
mo depende en gran medida de la particién inicial seleccionada. Estos métodos tienen
complejidad exponencial.

El método particionado més conocido es el algoritmo de k-means.

K-means

Las ideas originales relacionadas con el algoritmo de k-means fueron presentadas por Mac-
Queen en 1967 [37]. En un principio el método fue desarrollado para reconocer patrones
estadisticos; con el correr del tiempo y gracias a su eficiencia en el manejo de grandes
voltmenes de datos su uso se difundié en diversos campos de estudio.

K-means es uno de los mas simples algoritmos particionados de aprendizaje no supervisado
que resuelve el bien conocido problema de clustering. El trabajar con valores numéricos
limita su uso en el terreno de exploracion de datos ya que en la mayor parte de los casos se
cuenta con datos categoéricos. A veces el proceso de clustering no converge por lo que no
pueden hallarse los grupos en una forma correcta. En consecuencia, se puede especificar
un numero méximo de iteraciones que una vez alcanzado hace que concluya el proceso.

El procedimiento sigue una simple y facil manera de clasificar un conjunto de datos dado
un cierto ntimero de clusters (se asumen k clusters) fijados a priori.

La idea principal reside en definir k¥ centroides, uno por cada cluster. Inicialmente, estos
centroides deberfan elegirse de una manera astuta ya que distintos comienzos pueden
causar diferentes resultados. En consecuencia, la mejor opcion es elegir los centroides tan
apartados unos de otros como sea posible. El préximo paso consiste en tomar cada muestra
perteneciente a un conjunto de datos dado y asociar ésta con el centroide méas cercano en
términos de la distancia euclideana. Cuando no existe muestra sin asignar, el primer paso
ha finalizado teniéndose un agrupamiento inicial. En este punto, es necesario recalcular
los k nuevos centroides como baricentros de los clusters resultantes del paso previo. Si
alguno de los centroides ha cambiado, una reasignacién de los datos al centroide més
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Algoritmo 10 : Pasos del algoritmo k-means.

1. Elegir k& centroides como medias de los clusters

2. Asignar cada muestra al cluster que tiene el centroide mas cercano

3. Cuando todos las muestras han sido asignadas, recalcular las posiciones de los &
nuevos centroides

4, Repetir los pasos 2 y 3 hasta que los centroides no cambien o se llegue a la méaxima
cantidad de iteraciones (convergencia del algoritmo)

cercano debe realizarse. Mientras el Algoritmo 10 describe los principales pasos envueltos
en k-means, la Figura A.3 muestra su funcionamiento.
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Figura A.3: Funcionamiento de k-means para k=2.

Si se tiene X = z1,%2,..,T;,m un conjunto de m casos en R™ un agrupamiento duro
consiste de k conjuntos disjuntos de X tal que X = U}_;S). El método debe seleccionar
los subconjuntos Sy, Sa, ..., Sy de modo tal que minimicen g € R™ la media de los vectores
de datos en S;. En otras palabras, se eligen los grupos de tal manera que se minimicen las
distancias de los objetos en los grupos al centro del grupo (se favorece la alta compactacion
intra grupo).

La funcion de costo a minimizar es:

k m
E=Y 3 yyd(ziq) (A3)

1=1i=1
donde m es la cantidad de objetos en un conjunto de datos X, z; € X, ¢ es la media
del grupo I, y;; es un elemento de una matriz de particion Y., d es una medida de
disimilitud (generalmente definida como el cuadrado de la distancia euclideana).

Adema4s, 1a, matriz de particién Yy,.x tiene las siguientes dos propiedades:
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- VY iy €0,1 esta propiedad hace que Y sea una particién dura,
SVi/l<i<m: Yy =1

Debido a que el algoritmo k-means puro sélo trabaja con datos numéricos y la medida
de distancia elegida debe ser la euclideana, se crearon diversas derivaciones producto de
la necesidad. Entre éstas derivaciones estan el algoritmo fuzzy k-means, k-prototypes,
k-modes, k-medoid, k-means™, k-means*¥, entre otras. Basicamente, los algoritmos men-
cionados difieren en cémo seleccionan los k centroides iniciales, en las medidas de distancia
o disimilitud usadas y en la estrategia para calcular la media de un grupo.



Apéndice B
Ambiente Cluster-Frame

Cluster-Frame es un ambiente dinamico y abierto de clustering. Este ambiente permite la
evaluacién de algoritmos de clustering como k-means, k-prototypes, k-modes, k-means™ .
Los resultados alcanzados aplicando un algoritmo o distintos algoritmos, usando diversos
parametros pueden ser analizados desde distintos 4ngulos y comparados facilmente [38].

B.1. Requerimientos del sistema

Para utilizar la aplicacién se necesita contar con los siguientes requerimientos de software
y hardware:

PC IBM compatible 486 DX o superior.

Microsoft Windows 95 o superior.

16Mb de memoria RAM.

Definicién de video VGA, resolucién 800 x 600 pixeles.

B.2. Instalacion

La instalacién del ambiente Cluster-Frame es similar a la instalacién de cualquier otra
aplicacién Windows.

Inserte el CD en su CD-ROM y luego seleccione el drive correspondiente. Ejecute la
aplicacién Setup realizando doble click. Una vez copiados ciertos archivos basicos se
pide una reconfirmacién de instalacién, Figura B.1. Para continuar presione el botén de
Aceptar. En el caso que presione el botén Salir se borraran todos los archivos copiados
hasta el momento.

97
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Instalacion de ClusterFrame

Figura B.1: Reconfirmacién de instalacién.

El programa de instalacion agrega los elementos al grupo de programas seleccionado. Elija
Continuar si desea crear un nuevo grupo de programas llamado Cluster-Frame; en caso
contrario seleccione un grupo existente. A continuacién comienza la copia de los distintos
archivos con la distribucion de los mismos a los directorios correspondientes.

Al finalizar la copia de todos los archivos que hacen que funcione el ambiente Cluster-
Frame se despliega una pantalla de aviso.

B.3. Ejecuciéon del ambiente Cluster-Frame

Para acceder a la aplicacion ejecute Cluster-Frame (Inicio / Programas / Cluster-Frame).
La pantalla principal, Figura B.2, cuenta con las opciones de:

Método / Nuevo: permite abrir una ventana para ejecutar un nuevo método.
Método / Salida: Facilita salir de la aplicacién.

Ver: Brinda la posibilidad de visualizar - no visualizar la barra de herramientas o la
barra de estado.

Ayuda / Acerca de Ambiente de Agrupamiento: Muestra informacién del sistema
y de la aplicacién Cluster-Frame.

Ayuda / Sugerencias del dia: Displaya las sugerencias (archivo TipOfDay.txt).

Ayuda / Contenido: Nos presenta una ayuda en formato HTML de las caracteristicas
de la aplicacién.

Una vez abierta una nueva ventana para ejecutar un método se deben realizar diversas
selecciones, Figura B.3.
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Figura B.2: Pantalla principal.

= Escoger la base de datos de origen; esto se realiza a través de Base de datos /
Abrir base de datos origen.

» Escoger la base de datos de resultados; esto se realiza a través de Base de datos
/ Abrir base de datos resultados.

» Tabla / Seleccionar muestra de casos permite elegir la tabla muestra con la
que se va a trabajar.

» La distancia a aplicar en cada atributo y la distancia global se selecciona accediendo
a Distancias / Configurar Distancias.
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Figura B.3: Seleccién de la muestra de casos.

La pantalla de configuracién de distancias, Figura B.4, despliega el conjunto de casos
sobre los que se aplicar4 el método, un conjunto de distancias globales habilitadas y la
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estructura de la tabla que contienen los casos. Se debe seleccionar la distancia global a
utilizar y en el panel que contiene la estructura de la tabla de casos se puede otorgar
un peso y escoger una distancia a aplicar de acuerdo con el tipo de dato del atributo
previamente marcado.
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Figura B.4: Configuracién de distancias.

Para elegir la forma de parada del método (es decir, la convergencia del algoritmo) hay que
seleccionar Calidad / Configurar Calidad, ver Figura B.5. Las tres posibilidades que
se cuentan son: minima cantidad de cambios permitidos, maxima cantidad de iteraciones
y medida de compactacién aceptada. Para todas se debe especificar un pardmetro o bien
se puede dejar el que aparece por defecto.
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Figura B.5: Calidad aceptable.

Finalmente antes de comenzar la ejecucién que puede ser paso a paso o total, se tiene que
especificar la cantidad de grupos buscados (el k), el porcentaje de casos que intervendran
en la ejecucién y la forma de seleccionar estos casos. Luego de todo esto, se estd en
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condiciones de ejecutar el método mediante la opcién Método / Correr. Las ejecuciones
paso a paso pueden detenerse mediante la opcion Método / Parar. Ver Figura B.6.
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Figura B.6: Antes de ejecutar el método.

Al finalizar la ejecucién del método se pueden observar los resultados de diversas maneras.
Una de ellas, es un grafico x-y (cambiable al formato deseado mediante doble click) que
mide la evolucién de la compactacién de los grupos, Figura B.7. Si desea observar la
evolucién de las distintas medidas de calidad seleccione Calidad / Configurar calidad.
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Figura B.7: Evolucién de la compactacion.

Seleccionando Graficos / Torta se puede observar la distribucién de los casos por grupo,
Figura B.8. Alternativamente por la opcién de mena Gréficos se puede cambiar del grafico
de compactacion al grafico de cantidad de casos por grupo.

Al seleccionar una porcion del grafico de torta de la Figura B.8, se abre una nueva ventana
con informacién relacionada con el grupo elegido. La grilla superior despliega los casos
que recayeron en dicho grupo y se agrega un atributo que es el valor de la distancia del
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Figura B.8: Casos por grupo.

caso (objeto) al medioide. En la parte inferior, aparecen unos cuantos datos estadisticos
como ser €] medioide.
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Figura B.9: Informacién de un grupo.



Apéndice C
Experimentacion

En este apéndice se presentan y describen los experimentos que se usaron para testar las
fases de la metodologia de predicciéon de rendimiento con respecto al problema TSP. Los
mismos han servido para ir refinando la definicién de la complejidad asintética en tiempo
de los algoritmos TSP trabajados como asi también para predecir el orden de rendimiento
de nuevos conjuntos de datos.

A continuacién se especifican las clases analizadas. Una clase contiene diversos experi-
mentos donde cada uno de éstos sigue un patrén grafico. A su vez, por cada experimento
se realizaron C ejecuciones ya que se consider6 una ciudad inicial diferente en cada opor-
tunidad.

Cl 1:
asepad;ron.12.1.1.1 CD q &
patron.9.2.2.2 o O &

o 0ae O
patron.6.3.3.3

patron.3.4.4.4 g % ’

patron.7.8

Clase 2 :
asepai:ron.13.1.1.1 O o
patron.10.2.2.2 o O

o 0o O
patron.7.3.3.3

patron.4.4.4.4 g % ‘

patron.8.8
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Clase 3 :
patron.14.1.1.1
patron.11.2.2.2
patron.8.3.3.3
patron.5.4.4.4
patron.9.8

Ofn OB O

o 0o Oa 3

3
poP®

Clase 4 :

wi29.patron.12.1.1.1 wi29.div_ 2.patron.12.1.1.1 wi29.x3.patron.12.1.1.1

wi29.patron.9.2.2.2
wi29.patron.6.3.3.3
wi29.patron.3.4.4.4

wi29.div_ 2.patron.9.2.2.2
wi29.div_ 2.patron.6.3.3.3
wi29.div_ 2.patron.3.4.4.4

wi29.x3.patron.9.2.2.2
wi29.x3.patron.6.3.3.3
wi29.x3.patron.3.4.4.4

wi29.patron.7.8
wi29.patron.15

wi29.div_ 2.patron.7.8
wi29.div_ 2.patron.15

oD oD &

o oo O O

S0k

wi29.x3.patron.7.8
wi29.x3.patron.15

Clase 5 :
wi29.patron.13.1.1.1
wi29.patron.10.2.2.2
wi29.patron.7.3.3.3
wi29.patron.4.4.4.4
wi29.patron.8.8
wi29.patron.16

D O @
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Clase 6 : 6 0,00
wi29.swap.patron.12.1.1.1 & @
wi29.swap.patron.9.2.2.2 It . 5] . .
wi29.swap.patron.6.3.3.3 - g — —G}- —

wi29.swap.patron.3.4.4.4
wi29.swap.patron.7.8
wi29.swap.patron.15

s
30



Clase 7 :

coordenada_y0.patron.15
coordenada_y0.patron.16
coordenada_y0.patron.17
coordenada y0.patron.18
coordenada_y0.patron.19
coordenada_y0.patron.20

Clase 8 :
circulo.15
circulo.16
circulo.17
circulo.18
circulo.19
circulo.20
circulo.21
circulo.22
circulo.23
circulo.24

Clase 9 :
circulo.15.1000
circulo.15.2000
circulo.15.3000
circulo.15.4000

Clase 10 :
wi29.patron.14.1.1.1
wi29.patron.11.2.2.2
wi29.patron.8.3.3.3
wi29.patron.5.4.4.4
wi29.patron.5.4.4.4
wi29.patron.17

circulo.x3.16
circulo.x3.17
circulo.x3.18
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wi29.patron.mc.11.2.2.2 wi29.patron.mc2.11.2.2.2
wi29.patron.mc.8.3.3.3 wi29.patron.mc2.8.3.3.3
wi29.patron.mc.5.4.4.4 wi29.patron.mc2.5.4.4.4
wi29.patron.mc.5.4.4.4 wi29.patron.mc2.5.4.4.4
wi29.patron.mc.17 wi29.patron.mc2.17
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La idea en la clase 10 es que las ciudades se van acercando hacia el grupo mayoritario.
Es decir, las ciudades aisladas del patréon wi29.patron.mc.14.1.1.1 estar4n ubicadas a
mitad de camino que en wi29.patron.14.1.1.1. Por otro lado las ciudades aisladas del
patrén wi29.patron.mc2.14.1.1.1, a su vez, estaran a un cuarto de camino respecto de
wi29.patron.14.1.1.1 o lo que es lo mismo a mitad de camino de wi29.patron.mc.14.1.1.1.

En la Tabla C.1, en la Tabla C.2 y en la Tabla C.3 se exhiben los experimentos analizados
(v/, x) para cada uno de los algoritmos paralelos TSP usando 8, 16 y/o 32 nodos. El
sfmbolo (+/) significa que la ejecucion se realiz6 con éxito y el simbolo (x) que la ejecucién
tuvo un problema (overflow).

Tabla C.1: Experimentos analizados.

Exhaustivo | Poda local | Poda global

Clase | Problema #Ciudades | 8 (16| 32| 8 |16 | 32| 8 | 16 | 32
patron.12.1.1.1 15 vV VIiVIVIVIV v
patron.9.2.2.2 15 Vv VIiVvIVIVI Y v

1 patron.6.3.3.3 15 Vv VIiVIVIVI] YV v
patron.3.4.4.4 15 v VIiVIVIVI Y Vv
patron.7.8 15 Vv VIV VIV V]V
patron.13.1.1.1 16 VIiVIVIVI] YV v
patron.10.2.2.2 16 VIiVIVIVI YV Vv

2 patron.7.3.3.3 16 VIiVIVIVI YV v
patron.4.4.4.4 16 VIV VIV VY Vv
patron.8.8 16 VIiVIVIVI YV Vv
patron.14.1.1.1 17 ViV VIV Y WV
patron.11.2.2.2 17 N IRV Vv Vv

3 patron.8.3.3.3 17 NA RV v Vv
patron.5.4.4.4 17 VY vV vV
patron.9.8 17 NA Y v f
wi29.patron.12.1.1.1 15 JI VI VIV VI VIV VT
wi29.patron.9.2.2.2 15 VIV VIVIVI VIV YV Vv

4 wi29.patron.6.3.3.3 15 VIV VIVIVI VIV Y Vv
wi29.patron.3.4.4.4 15 VIV VIVIVIVIV] Y v
wi29.patron.7.8 15 VIV VIV VI VIV YV Vv
wi29.patron.15 15 VIV VIV V] VIV Y v
wi29.div_ 2.patron.12.1.1.1 15 v/ v Vv
wi29.div_ 2.patron.9.2.2.2 15 V4 V4 Vv

4 wi29.div_ 2.patron.6.3.3.3 15 V4 Vv Vv
wi29.div_2.patron.3.4.4.4 15 Vv Vv Vv
wi29.div_ 2.patron.7.8 15 v/ v v
wi29.div_ 2.patron.15 15 Vv v Vv
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Exhaustivo | Poda local | Poda global

Clase | Problema #Ciudades | 8 |16 | 32 | 8|16 | 32| 8 | 16 | 32
wi29.x3.patron.12.1.1.1 15 X X X
wi29.x3.patron.9.2.2.2 15 X X X

4 wi29.x3.patron.6.3.3.3 15 X X X
wi29.x3.patron.3.4.4.4 15 X X X
wi29.x3.patron.7.8 15 X X X
wi29.x3.patron.15 15 X X X
wi29.patron.13.1.1.1 16 VIiVIVIVIV v
wi29.patron.10.2.2.2 16 VIiVIVIVIV] YV

5 wi29.patron.7.3.3.3 16 VIiVIVIVI YV Vv
wi29.patron.4.4.4.4 16 JIvIvIivI V] v
wi29.patron.8.8 16 VIVIVIVIV] YV
wi29.patron.16 16 VIVIVIVIV] YV
wi29.swap.patron.12.1.1.1 15 VIV VIVIVIVIVIV] VY
wi29.swap.patron.9.2.2.2 15 VIV VIVIVIVIV]V Vv

6 wi29.swap.patron.6.3.3.3 15 VI VI VIVIVIVIVIV] YV
wi29.swap.patron.3.4.4.4 15 ViV VIVIVIVIVIV] YV
wi29.swap.patron.7.8 15 VIV VIVIVI VIV V]V
wi29.swap.patron.15 15 VIV VIVIV]I VIV V]V
coordenada,_y0.patron.15 15 VIV VIVIVIVIVIV] VY
coordenada_ y0.patron.16 16 VIV VIVIVIVIVIV] VY

7 coordenada_ y0.patron.17 17 VIiVIVIVIV] YV
coordenada_ y0.patron.18 18 v
coordenada_ y0.patron.19 19 Vv
coordenada_ y0.patron.20 20 v
circulo.15 15 VIiVIVI VIV YV Vv
circulo.16 16 VIVIVIVIVIV] VY
circulo.17 17 VIV YV VvV
circulo.18 18 v/

8 circulo.19 19 Vv
circulo.20 20 v
circulo.21 21 v
circulo.22 22 Vv
circulo.23 23 V4
circulo.24 24 v/
circulo.x3.16 16 v
circulo.x3.17 17 Vv
circulo.x3.18 18 Vv

8 circulo.x3.19 19 v/
circulo.x3.20 20 v/
circulo.x3.21 21 Vv
circulo.x3.22 22 v/
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Tabla C.3: Experimentos analizados (continuacién).

Exhaustivo | Poda local | Poda global

Clase | Problema #Ciudades (8 |16 | 32| 8 |16 | 32 | 8 | 16 32
circulo.15.1000 16 Vv

9 circulo.15.2000 16 v
circulo.15.3000 16 Vv
circulo.15.4000 16 Vv
wi29.patron.14.1.1.1 17 V4 Vv
wi29.patron.11.2.2.2 17 Vv

10 | wi29.patron.8.3.3.3 17 vV
wi29.patron.5.4.4.4 17 Vv
wi29.patron.9.8 17 Vv
wi29.patron.17 17 Vv
wi29.patron.mc.14.1.1.1 17 v
wi29.patron.mc.11.2.2.2 17 Vv

10 | wi29.patron.mc.8.3.3.3 17 v
wi29.patron.mc.5.4.4.4 17 Vv
wi29.patron.mc.9.8 17 Vv
wi29.patron.mc.17 17 v
wi29.patron.mc2.14.1.1.1 17 Vv
wi29.patron.mc2.11.2.2.2 17 v

10 | wi29.patron.mc2.8.3.3.3 17 Vv
wi29.patron.mc2.5.4.4.4 17 v
wi29.patron.mc2.9.8 17 v/
wi29.patron.mc2.17 17 v/

C.1. Resumen del volumen de informacién procesado

Como ya se expresd, el proceso de descubrir conocimiento, involucrando la técnica y
el algoritmo de minerfa de datos como apoyo fundamental, fue una de las etapas maés
importantes que permitié plantear las suficientes y adecuadas hipétesis para el problema
TSP. Por tal motivo, fue necesario procesar un gran volumen de experimentos con el fin
de extraer conocimiento y al mismo tiempo generar una base de datos histérica.

Tanto la Figura C.1 como la Figura C.2 muestran el mismo volumen de experimentos
pero desde dos perspectivas distintas.

La Figura C.1 exhibe la cantidad de experimentos ejecutados por algoritmo (exhaustivo,
poda local y poda global) y nimero de nodos (8, 16 y 32). Para que las pruebas resultaran
mas significativas se traté de trabajar en todo momento con la maxima cantidad de nodos
disponible. Asimismo, el algoritmo de poda global fue el mas estudiado debido a que no
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tiene un costo prohibitivo en cuanto al tiempo y no depende de factores externos como
la asignacién de las tareas.

"] — =
% /// H 8 nodos
g 1600 ——a H 16 nodos
§. ;| 032 nodos
o
1400
|
1200 :
|

1000

Exhaustivo Poda local Poda global

Algoritmo

Figura C.1: Experimentos ejecutados por algoritmo y ntimero de nodos.

La Figura C.2 grafica la cantidad de experimentos ejecutados de acuerdo con el ntmero
de ciudades (de 15 a 24) y el namero de nodos (8, 16 y 32). Debido a que los tiempos de
ejecucioén de los algoritmos TSP se van deteriorando a medida que el niimero de ciudades
crece, se ha optado por considerar una adecuada cantidad de ciudades segin el objetivo
deseado. Asimismo, es un error pensar que basta esperar algunos afios para que ciertos
algoritmos costosos se puedan ejecutar en un tiempo razonable.
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32 Poda global

<" 32 Exhaustivo

2" 16 Poda local

18 e g = 8Poda global Nodos
s o
Cludades 21 + 8 Exhaustivo

22
» 24

Figura C.2: Experimentos ejecutados por nimero de ciudades y ntimero de nodos.
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