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3.4.1. Uso de una caché software . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 94
3.4.2. Solapamiento de cálculos y accesos a disco . . . . . . . . . . . . . . . . . . . . 94

3.5. Experimentos sobre una arquitectura monoprocesador . . . . . . . . . . . . . . . . . 95
3.6. Experimentos sobre una arquitectura multihebra . . . . . . . . . . . . . . . . . . . . 96
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2.7. Cholesky: operaciones aritméticas y de E/S de la variante 2. . . . . . . . . . . . . . . 43
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Caṕıtulo 1

Resolución de Problemas de Álgebra

Lineal con Almacenamiento en Disco

1.1. Introducción

1.1.1. Motivación y objetivos

La necesidad de diseñar y simular con gran precisión complejos sistemas, que modelizan apli-
caciones cient́ıficas, tecnológicas e industriales, requiere en ocasiones la resolución de problemas
numéricos densos de elevada dimensión. En esta ĺınea, trabajos recientes sobre la determinación
del campo gravitatorio terrestre, la modelización de radares, la resolución de problemas de elec-
tromagnetismo y simulaciones de dinámica molecular, dan lugar a problemas numéricos bien co-
nocidos del álgebra lineal, como sistemas de ecuaciones lineales o problemas lineales de mı́nimos
cuadrados con matrices densas enormes, con decenas e incluso centenares de miles de filas/colum-
nas [8, 30, 34, 56, 76, 45]. En todas estas aplicaciones, la resolución de estos problemas básicos
supone la parte computacionalmente más costosa en la obtención de una respuesta, siendo su coste
proporcional al cubo del tamaño de la matriz.

Para hacer frente a este alto coste computacional, las tendencias en el diseño de arquitecturas
paralelas se dirigen hacia el uso de procesadores multinúcleo (o multicore), a los que a partir de
este momento también nos referiremos como arquitecturas multihebra1. Aśı, actualmente existen
procesadores comerciales de propósito general, aceleradores hardware y procesadores gráficos con
más de un núcleo (core): 4 en el Intel Quad-Core y el AMD Quad-core, 6 en el SiCortex
SC5832, 8 en el SUN UltraSparc “Niagara”, 1+8 en la configuración heterogénea del Cell
Broadband Engine, y hasta 240 núcleos simples en el procesador gráfico de la tarjeta Nvidia
GTX 280. Además, las previsiones apuntan a que el número de núcleos por chip se doblará con
cada nueva generación de procesadores (es decir, cada año y medio aproximadamente) [2, 7, 13].

La evolución en la capacidad y velocidad de los sistemas de memoria asociados a las arquitecturas
multihebra sigue un ritmo de crecimiento menor (en parte siguiendo los dictados de la ley de Moore,
que predice que el número de transistores en un procesador y en la memoria se doblan cada 18 y 24

1El término utilizado, arquitecturas multihebra, se refiere a que el mecanismo habitualmente empleado para
explotar el paralelismo expĺıcito en estas arquitecturas está basado en la utilización de múltiples hebras o hilos de
ejecución (threads), bien sobre procesadores distintos, sobre núcleos distintos o sobre una combinación de éstos. De
esta forma, los multiprocesadores también quedan incluidos en este término.
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2 1.1. INTRODUCCIÓN

meses, respectivamente). La velocidad de los procesadores, medida con benckmarks, ha aumentado
un 59 % cada año en el periodo de 1988 a 2004 [46]. Esta tendencia ha continuado después, aunque
de forma más moderada. El ancho de banda de la memoria, sin embargo, ha aumentado más
lentamente. Aśı, en el periodo de 1982 a 1994 aumentó un 38 % al año, mientras que a partir de
1995 el aumento pasó a ser de sólo un 23 % al año. Hoy en d́ıa es habitual que un procesador
multinúcleo disponga de una memoria principal (RAM) de entre 4 y 8 GBytes. La adición de
tantos núcleos está transformando la resolución de problemas de álgebra lineal densa de dimensión
elevada, de un problema limitado por el cálculo (processor-bounded), en otro donde la limitación
está en la capacidad de almacenamiento del sistema (memory-bounded).

Para salvar las restricciones de almacenamiento, en este trabajo nos planteamos el uso de al-
macenamiento secundario (disco) que, habitualmente, presenta una capacidad de entre uno y dos
órdenes de magnitud mayor que la RAM. Aunque la gestión de este espacio adicional puede dejarse
en manos del sistema operativo (memoria virtual), para obtener altas prestaciones en problemas
de álgebra lineal en general resulta necesario dirigir cuidadosamente el patrón de acceso a los datos
que se produce desde el programa. Esta clase de diseños, que persiguen orquestar eficazmente la
entrada/salida (E/S) desde disco, se conocen como algoritmos Out-Of-Core (OOC), y en la prácti-
ca pueden considerarse como algoritmos por bloques que extienden la jerarqúıa de memoria para
abarcar el nivel del almacenamiento secundario.

Además de la posibilidad de tratar problemas de mayor dimensión, una segunda razón en
favor de las técnicas OOC es que son más rentables, pues abogan por reemplazar parcialmente el
almacenamiento en RAM por el disco, de menor coste económico. A estos dos beneficios se suma
la existencia de entornos especializados donde, por razones técnicas, la cantidad de memoria RAM
es muy reducida. Un ejemplo de este tipo de plataformas muy especializado lo encontramos en los
sistemas de cálculo a bordo de satélites y, más en general, en los sistemas empotrados (embedded
systems). De nuevo es fácil identificar estas áreas como un campo fértil para la implantación de
soluciones basadas en técnicas OOC, que permitan salvar la limitación que supone disponer de una
cantidad muy reducida de RAM.

El objetivo general de la tesis es pues diseñar, desarrollar y evaluar una colección de rutinas para
resolver sistemas de ecuaciones lineales y problemas lineales de mı́nimos cuadrados, de dimensión
elevada (matrices con decenas de miles de filas/columnas), sobre procesadores actuales, haciendo
uso de técnicas OOC. Este objetivo se plasma en la siguiente lista de objetivos espećıficos:

Analizar la eficacia de las bibliotecas LAPACK y libflame [48, 68] de álgebra lineal densa pa-
ra la resolución de sistemas de ecuaciones lineales y problemas lineales de mı́nimos cuadrados
sobre procesadores de propósito general, incluidos procesadores multinúcleo.

Extender estas bibliotecas con una capa, en la medida de lo posible transparente al usuario,
que, haciendo uso de técnicas OOC, ampĺıe el rango (tamaño) de problemas de álgebra lineal
densa tratables mediante esta solución.

Estudiar el uso arquitecturas multihebra equipadas con procesadores de propósito espećıfico
(aceleradores hardware, GPU), como plataforma de resolución de problemas de álgebra lineal.

La propuesta planteada, basada en el uso de procesadores multinúcleo y técnicas OOC, puede
completarse para abarcar problemas numéricos de muy elevada dimensión (matrices con cientos
de miles de filas/columnas) que no pueden esperar a que la evolución de los procesadores de un
solo núcleo permita su solución, y que aparecen en diversas aplicaciones. Para tomar conciencia de
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qué se califica como “dimensión muy elevada” en este trabajo, cabe mencionar que la resolución
de una instancia de tamaño moderado del problema lineal de mı́nimos cuadrados que surge en
la modelización de radares requeriŕıa el cómputo continuado sin fallo durante 30.000 d́ıas en un
procesador Intel Itanium-2 (¡más de 82 años!). Y todo ello bajo la premisa irreal de que ese
computador tuviese la capacidad suficiente para almacenar los datos.

Ante esta situación, queda clara la conveniencia de disponer de un sistema paralelo más esca-
lable, formado por un código paralelo y una arquitectura multiprocesador distribuida, que permita
obtener una solución con un tiempo de respuesta razonable: d́ıas, a lo sumo unos pocos meses, en
lugar de años. En este sentido, existen actualmente bibliotecas paralelas para álgebra lineal densa
como ScaLAPACK y PLAPACK [50, 69] que, haciendo uso de un potente cluster formado por unos
1.000 procesadores, podŕıan en teoŕıa proporcionar la solución del problema ligado a la modelización
de radares en aproximadamente un mes. Sin embargo, un par de factores clave juegan en contra de
esta alternativa. En primer lugar, no es esperable que la eficiencia de tal sistema paralelo alcance un
100 %. Las sincronizaciones, las comunicaciones y los cálculos redundantes reducen el rendimiento
en un factor no despreciable en la práctica, y habitualmente esta mengua se acentúa cuanto mayor
es el número de nodos de cómputo del sistema paralelo (escalabilidad). Otro factor importante a
considerar es la posibilidad de error (por ejemplo, por la cáıda de un nodo del sistema), que es
directamente proporcional al producto del tiempo de ejecución de la aplicación por el número de
nodos de cálculo.

Estos dos aspectos, escalabilidad del sistema y posibilidad de errores, favorecen una aproxima-
ción diferente, basada en una plataforma multiprocesador con un número de nodos más reducido,
pero que dispongan de una mayor potencia de cálculo. Este tipo de arquitectura puede construirse,
por ejemplo, a partir de un cluster formado por nodos equipados con aceleradores hardware, como el
Cell Broadband Engine o el CSX600 de ClearSpeed, o procesadores de propósito espećıfico,
como los procesadores gráficos de Nvidia o AMD/ATI. A cambio, la capacidad de almacenamiento
es habitualmente proporcional al número de nodos, lo que para problemas numéricos muy grandes
nos devuelve a un entorno donde resulta imprescindible el uso de técnicas OOC. En este escenario,
la colección de rutinas desarrollada en esta tesis dará lugar a una nueva alternativa de solución
de sistemas de ecuaciones lineales y problemas lineales de mı́nimos cuadrados, de dimensión muy
elevada (cientos de miles de filas/columnas) basada en clusters de computadores equipados con
aceleradores hardware y que hagan uso de técnicas OOC.

En resumen, las rutinas desarrolladas en el marco de esta tesis permitirán resolver problemas de
escala moderada en nodos con arquitectura multihebra, como por ejemplo, procesadores multinúcleo
equipados (o no) con aceleradores hardware. Desde este punto de vista, la solución propuesta facilita
una mejor difusión pues es indudable la mayor facilidad de uso que presenta una arquitectura
multihebra frente a un gran cluster que se programa mediante paso de mensajes. Aún aśı, las rutinas
desarrolladas en la tesis pueden combinarse con bibliotecas de paso de mensajes, como ScaLAPACK
o PLAPACK, para proporcionar una solución a problemas de mayor escala, en clusters compuestos
por nodos con arquitectura multihebra y/o con aceleradores hardware.

1.1.2. Estructura de la memoria

El primer caṕıtulo de esta memoria está estructurado del modo siguiente. Tras la primera
sección de introducción aparecen tres secciones donde se presentan las bibliotecas de álgebra lineal
que se encuentran en la base este trabajo: BLAS en la Sección 1.2, LAPACK en la Sección 1.3 y
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libflame en la Sección 1.4. A continuación, en la Sección 1.5, se introducen los algoritmos OOC.
Para ello, se presentan las técnicas de diseño de este tipo de algoritmos, los distintos métodos que
se utilizan para realizar el análisis de los mismos y las dependencias que pueden presentar respecto
a la arquitectura de cada computador. La sección finaliza con una revisión de la literatura en la
que se encuentran algoritmos OOC para la resolución de sistemas lineales densos. Las arquitecturas
de los computadores sobre las que han sido implementados los algoritmos OOC desarrollados en
esta tesis se presentan en la Sección 1.6. Por último, la Sección 1.7 expone el modo en que se va
a realizar el análisis del rendimiento en este trabajo y la Sección 1.8 describe la notación utilizada
en esta memoria.

Tras este primer caṕıtulo introductorio a la resolución de problemas de álgebra lineal con alma-
cenamiento en disco, siguen los tres caṕıtulos principales de la tesis, en donde se tratan distintas
factorizaciones de matrices. Una de las estrategias que se utilizan habitualmente para resolver sis-
temas de ecuaciones lineales densos del tipo Ax = b comienza con la factorización de la matriz de
coeficientes, de manera que ésta se descompone en el producto de dos matrices que se utilizan des-
pués para obtener la solución del sistema inicial. La factorización de Cholesky (Caṕıtulo 2) se utiliza
cuando la matriz de coeficientes del sistema lineal es simétrica y definida positiva, mientras que la
factorización LU (Caṕıtulo 3) se utiliza cuando la matriz es cuadrada pero no presenta una estruc-
tura particular. En ambas factorizaciones la matriz de coeficientes se descompone en un producto
de dos matrices triangulares, por lo que la solución del sistema inicial se calcula resolviendo sendos
sistemas triangulares. La factorización QR (Caṕıtulo 4) se utiliza cuando la matriz de coeficientes
es rectangular, con más filas que columnas. En este caso, el sistema lineal es sobredeterminado
y la factorización se utiliza para resolver un problema lineal de mı́nimos cuadrados que obtiene
una solución aproximada. Estos tres caṕıtulos siguen una misma estructura. En primer lugar, se
define la factorización, justificando su utilidad. A continuación, se presentan las distintas varian-
tes algoŕıtmicas para calcular la factorización, escalares y por bloques, que se obtienen mediante la
técnica de derivación formal de algoritmos propia de FLAME. A partir de estas variantes algoŕıtmi-
cas, se obtienen los correspondientes algoritmos orientados a bloques. Éstos son generalizaciones
de los algoritmos escalares tradicionales, en los que los cálculos sobre elementos se transforman
en las correspondientes operaciones sobre bloques. Nuestro interés en la formulación de algoritmos
orientados a bloques radica en que es trivial realizar implementaciones OOC a partir de ellos. Para
esto, es suficiente considerar que cada bloque es un tile de la matriz, es decir, una submatriz que
constituye la unidad elemental de transferencia de datos entre disco y memoria principal. Cuan-
do se presentan las implementaciones OOC de los algoritmos orientados a bloques en cada uno
de los caṕıtulos, se muestran de manera progresiva las mejoras que se han ido incorporando para
optimizar el rendimiento. En la mejora del rendimiento tomamos como referencia el rendimiento
de la mejor implementación in-core disponible de cada una de las factorizaciones (denominamos
in-core a las implementaciones que trabajan con datos que residen en la memoria RAM). Para cada
factorización, se incluyen en el caṕıtulo correspondiente los resultados experimentales obtenidos so-
bre distintas arquitecturas: un sistema monoprocesador, una arquitectura multihebra de propósito
general y, cuando ha sido posible, una arquitectura multihebra equipada con una GPU. Cada uno
de estos tres caṕıtulos finaliza con una sección de conclusiones donde se resumen las aportaciones
que se han realizado. El último caṕıtulo de la memoria recoge las conclusiones de esta tesis y el
trabajo futuro al que puede dar lugar.
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1.2. BLAS

Muchos problemas cient́ıficos y de ingenieŕıa se representan mediante modelos matématicos. En
gran parte de las simulaciones y análisis que se realizan mediante estos modelos aparecen problemas
fundamentales del álgebra lineal, como la resolución de sistemas de ecuaciones lineales o el cálculo
de valores propios. Como ejemplos de estos problemas cient́ıficos y de ingenieŕıa podemos citar
el cálculo de estructuras, el control automático, el diseño de circuitos integrados o la simulación
de reacciones qúımicas. Durante la resolución de estos problemas de álgebra lineal asociados a los
modelos matemáticos aparecen, repetidamente, un conjunto reducido de operaciones básicas como,
por ejemplo, el cálculo del producto escalar de dos vectores, la resolución de un sistema triangular
de ecuaciones lineales o el producto de dos matrices. BLAS (Basic Linear Algebra Subprograms)
[43, 25, 23] es la especificación de una colección de rutinas para este tipo de operaciones básicas de
álgebra lineal densa, que define la funcionalidad y la interfaz que deben presentar las rutinas de la
biblioteca. El desarrollo de BLAS se inició a principios de los años 70 [43] y para su elaboración se
contó con la colaboración de especialistas de diferentes áreas de conocimiento, circunstancia que le
da un valor especial, pues de esta forma se consiguió una especificación que cubre las necesidades
requeridas en diversos campos [21].

La especificación BLAS comprende un compromiso entre funcionalidad y simplicidad. Por un
lado, trata de mantener el número de rutinas y de sus parámetros dentro de unos márgenes razo-
nables y, por otro, intenta ofrecer una funcionalidad amplia. Existe una implementación de BLAS
genérica en un repositorio público de Netlib [47], pero lo que realmente hace útil a BLAS son
las implementaciones espećıficas para cada arquitectura hardware. Desde un principio, la imple-
mentación optimizada de las rutinas de BLAS ha sido una tarea desarrollada por los fabricantes
de procesadores. Aśı, existen bibliotecas propias de AMD (ACML) [1], Intel (MKL) [38], IBM
(ESSL) [37] y SUN (Sun Performance Library) [60]. También existen otras implementaciones
como GotoBLAS [61] y ATLAS [66], que han sido desarrolladas por investigadores a t́ıtulo propio.
En general, el código de cada rutina de estas implementaciones está diseñado con el objetivo de
aprovechar eficientemente los recursos de una arquitectura espećıfica, optimizando su rendimiento.

Desde sus inicios, BLAS ha tenido gran relevancia en la resolución de problemas de álgebra
lineal. Su uso en la programación de aplicaciones para este tipo de problemas cuenta con múltiples
ventajas:

Eficiencia: BLAS cuenta con implementaciones espećıficas para cada arquitectura hardware.

Robustez: las rutinas de BLAS han sido ampliamente probadas.

Legibilidad del código: los nombres de las rutinas expresan uńıvocamente su funcionalidad.

Portabilidad: al migrar el código a otra máquina, si se utiliza la versión BLAS espećıfica para
la nueva arquitectura, se seguirá contando con un código muy eficiente.

Todas estas ventajas propiciaron que otras bibliotecas, como LINPACK [22] y EISPACK [58] en un
principio, y más tarde LAPACK [6] o PLAPACK [71], fueran diseñadas para hacer uso internamente
de las rutinas de BLAS.

Normalmente, BLAS está implementado en C y Fortran y, en ocasiones, en lenguaje ensambla-
dor, puesto que de esta forma se puede generar un código más eficiente.
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1.2.1. Niveles de BLAS

Cuando se inició el desarrollo de BLAS los computadores más potentes utilizaban procesadores
vectoriales. Tomando como base este tipo de procesador, BLAS se diseñó inicialmente con un grupo
reducido de operaciones sobre vectores (BLAS de nivel 1 o, simplemente, BLAS 1). El principal
objetivo era que se desarrollaran implementaciones espećıficas para cada arquitectura. Aśı, los
creadores de BLAS defendieron desde un principio las ventajas de que operaciones básicas, como
el producto escalar de dos vectores, fueran implementadas por los diseñadores de la arquitectura
hardware, ya que ellos pueden generar código más robusto y eficiente [43].

Con la aparición de nuevas arquitecturas se constató que el uso de BLAS no era la mejor manera
de aumentar la eficiencia de las aplicaciones. Por ejemplo, en las máquinas vectoriales, es necesario
optimizar a nivel de operaciones matriz-vector para acercarse a la eficiencia potencial de la máquina;
sin embargo, el uso de BLAS inhibe esta optimización porque oculta al compilador las operaciones
matriz-vector. Es por ello que en 1984 se propuso ampliar BLAS con un conjunto de operaciones
matriz-vector, lo que constituyó el segundo nivel de BLAS (BLAS 2). En las rutinas de BLAS 2
tanto el número de operaciones aritméticas como la cantidad de datos involucrados es de orden
cuadrático. Al igual que para las primeras rutinas BLAS, se publicó una primera implementación
genérica de BLAS 2 [24, 25]. De dicha implementación, los autores destacan que los accesos a
las matrices se realizan por columnas, puesto que es aśı como éstas se encuentran almacenadas
en Fortran, redundando en una mayor eficiencia. Del mismo modo, se invitaba al desarrollo de
implementaciones espećıficas para cada arquitectura, y se ofrećıan una serie de consejos, como
buscar la opción que mejor adecúe el bucle interior de la rutina a la arquitectura, utilizar código
ensamblador o directivas del compilador espećıficas para la arquitectura, etc.

Eventualmente, la creciente disparidad entre la velocidad del procesador y el ritmo al que la
memoria pod́ıa servir los datos al mismo, provocó la aparición de arquitecturas con múltiples niveles
de memoria caché (memoria jerarquizada). Rápidamente se reconoció que las bibliotecas construidas
sobre las rutinas de BLAS 1 y BLAS 2 nunca podŕıan obtener un rendimiento óptimo sobre estas
nuevas arquitecturas: la memoria representa un auténtico cuello de botella para las rutinas BLAS 1
y BLAS 2, ya que la ratio entre el número de operaciones y el de datos es O(1), mientras que la
memoria necesita más tiempo para proporcionar datos al procesador que éste para procesarlos. En
estas condiciones, el rendimiento de las rutinas BLAS 1 y BLAS 2 está limitado por la velocidad
de transferencia de datos desde la memoria, pues no hay reutilización de los datos.

Para resolver el problema, en 1989 se definió la especificación de un tercer conjunto de rutinas,
el nivel 3 de BLAS (BLAS 3) [23, 26], que implementa operaciones con un número de cálculos
de orden cúbico frente a un número de datos de orden cuadrático. Es precisamente esta relación
entre cantidad de cálculos y datos la que, con un buen diseño del algoritmo, permite explotar
eficientemente el principio de localidad de referencia en las arquitecturas con memoria jerarquizada,
enmascarando la latencia de acceso a memoria y ofreciendo prestaciones más próximas a la máxima
velocidad de cómputo del procesador (velocidad pico). Desde el punto de vista algoŕıtmico, esto se
consigue con los denominados algoritmos por bloques. Estos algoritmos dividen la matriz en bloques
(submatrices) y al operar con éstos, agrupan los accesos a memoria, incrementando la probabilidad
de que los datos se encuentren en los niveles de memoria más cercanos al procesador, y por tanto
resultar más rápidos. En definitiva, los algoritmos por bloques extraen un mayor beneficio de la
arquitectura jerarquizada del sistema de memoria. Como detalles adicionales, el tamaño óptimo de
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los bloques en este tipo de algoritmos es dependiente de la arquitectura, especialmente del tamaño
de la caché.

Al igual que en los niveles anteriores de BLAS, en este tercer nivel existe un compromiso entre
complejidad y funcionalidad. Un ejemplo de simplicidad es el hecho de que no se incluyen rutinas
para matrices trapezoidales, ya que esto aumentaŕıa el número de parámetros y estas matrices
siempre pueden ser tratadas como una matriz triangular y una matriz rectangular. Por otro lado,
para aumentar la funcionalidad, se trata con matrices traspuestas, ya que de otro modo el usuario
debeŕıa trasponer la matriz previamente, y ésta puede ser una operación costosa por el número de
accesos a memoria.

En resumen, las rutinas de BLAS se dividen en tres niveles, que deben su nombre al orden de
operaciones a realizar en cada uno:

Nivel 1: Operaciones sobre vectores (número de operaciones de orden lineal).

Nivel 2: Operaciones matriz-vector (número de operaciones de orden cuadrático).

Nivel 3: Operaciones matriz-matriz (número de operaciones de orden cúbico).

A nivel de prestaciones, el motivo de la diferenciación entre niveles parte de la relación entre el
número de operaciones y el número de datos implicados. Esta ratio es crucial en las arquitecturas
con jerarqúıa de memoria, ya que si el número de operaciones es mayor que el de datos, es posible
realizar varias operaciones por cada acceso a memoria y, de esta forma, aumentar la productividad
en términos de operaciones aritméticas procesadas por unidad de tiempo. Por lo tanto, se definen
los niveles en función de la ratio entre el número de operaciones y el de datos implicados:

Nivel 1: El número de operaciones y de datos crece linealmente con el tamaño del problema.

Nivel 2: El número de operaciones y de datos crece cuadráticamente con el tamaño del pro-
blema.

Nivel 3: El número de operaciones crece cúbicamente con el tamaño del problema mientras
que el de datos lo hace cuadráticamente.

Mención aparte merecen las versiones de BLAS paralelas para arquitecturas multihebra. Con
el fin de paralelizar los cálculos y emplear eficientemente los recursos disponibles, estas bibliotecas
implementan un código multihebra que distribuye las operaciones entre los distintos procesadores
de la arquitectura. En estas implementaciones es especialmente favorable el uso de rutinas del nivel
3, ya que la eficiencia en los otros dos niveles está, si cabe, más sesgada por la velocidad de la
memoria y no por la velocidad de cálculo de los (múltiples) procesadores.

Como los mismos autores subrayan respecto al paralelismo, las rutinas BLAS 3 basadas en el
cálculo por bloques presentan dos ventajas:

Distintos procesadores pueden operar con distintos bloques simultáneamente.

Dentro de un bloque, las operaciones sobre distintos escalares o vectores pueden ejecutarse
simultáneamente.

Desde el punto de vista de las prestaciones, se puede concluir que:
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Las prestaciones en los niveles 1 y 2 de BLAS están limitadas por la velocidad a la que la
memoria puede servir datos.

El nivel 3 de BLAS es el más eficiente, puesto que por cada acceso a memoria se puede realizar
un mayor número de operaciones, consiguiendo prestaciones cercanas a la velocidad pico del
procesador. Además, las rutinas BLAS 3 ofrecen mejores cualidades para su paralelización,
pudiendo obtener por lo tanto mejoras más significativas en arquitecturas multihebra.

1.2.2. Núcleos básicos utilizados en este trabajo

En este apartado se citan las rutinas de BLAS que constituyen los núcleos básicos de los algo-
ritmos que se presentan en este trabajo. Los nombres de las rutinas de BLAS están formados por
entre cuatro y seis caracteres. Se fijó el número máximo de caracteres en seis para cumplir con la
especificación Fortran 77 (las versiones más recientes de Fortran no tienen esta limitación), siendo
el objetivo que el nombre incluya la mayor información posible sobre la rutina. En general, para
las rutinas de BLAS 2 y BLAS 3 estos nombres tienen la forma tmmoo, donde:

t: indica el tipo de datos con los que trabaja la rutina; por ejemplo, s indica números reales
de precisión simple, mientras que d indica números reales de precisión doble.

mm: indica la estructura de las matrices con las que opera la rutina (o la estructura de la
matriz más significativa); aśı, ge indica matrices generales, sy indica una matriz simétrica y
tr indica una matriz triangular (existen otras estructuras de matrices pero no son de interés
en este trabajo).

oo: indica la operación que realiza la rutina.

Los núcleos básicos de BLAS que aparecen en esta memoria son los siguientes:

gemm (BLAS 3): Producto de matrices C := AB + C, siendo A, B y C matrices generales
(sin ninguna estructura particular).

trsm (BLAS 3): Resolución de un sistema de ecuaciones del tipo TX = B o XT = B, siendo
X y B matrices generales, y T triangular.

syrk (BLAS 3): Actualización de rango k de una matriz simétrica C := AAT + C, siendo C
una matriz simétrica y A general.

1.3. LAPACK

LAPACK [6] (Linear Algebra PACKage) es una biblioteca que ofrece rutinas para resolver
problemas fundamentales de álgebra lineal, y que contiene el estado actual en métodos numéricos.
Mientras que BLAS resuelve las operaciones básicas de álgebra lineal, LAPACK resuelve problemas
más complejos como, por ejemplo, sistemas de ecuaciones lineales, problemas de mı́nimos cuadrados,
y problemas de valores propios y valores singulares.

LAPACK surgió como resultado de un proyecto iniciado a finales de la década de los 80. El
objetivo era obtener una biblioteca que comprendiera las funcionalidades de las bibliotecas EIS-
PACK [58] y LINPACK [22], y que además mejorara el rendimiento. Dichas bibliotecas, diseñadas
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en su d́ıa para procesadores vectoriales, no ofrecen un rendimiento aceptable sobre los procesadores
de altas prestaciones actuales, con cauces segmentados y con una jerarqúıa de memoria multinivel.
El principal motivo de su ineficiencia es que, al estar basadas en operaciones de BLAS 1, no hacen
un uso óptimo de la jerarqúıa de memoria. A consecuencia de esto, sus rutinas pasan más tiempo
moviendo datos a/desde memoria, que realizando las operaciones pertinentes. La acentuada dife-
rencia entre la velocidad de la memoria y del procesador hace que optimizar el número de accesos
a memoria, e incluso el patrón de acceso, sean cruciales para obtener códigos eficientes [14].

El incremento de prestaciones obtenido por LAPACK se basa en:

Incorporar los nuevos algoritmos surgidos desde las implementaciones de LINPACK y EIS-
PACK.

Reestructurar los algoritmos para hacer un uso eficiente de BLAS (programación por bloques).

Respecto a la incorporación de nuevos algoritmos, prácticamente se introdujeron mejoras en la
resolución de todos los problemas de álgebra lineal soportados por la biblioteca, siendo especialmen-
te relevantes las mejoras aplicadas a la resolución de problemas de valores propios. Sin embargo,
la aportación más importante de LAPACK fue la reestructuración de los algoritmos para hacer un
uso eficiente de las rutinas BLAS, especialmente las del nivel 3, y obtener mejores prestaciones.
Con este fin, los algoritmos implementados por LAPACK fueron reestructurados para trabajar con
bloques [17, 27]. El uso de algoritmos basados en bloques permite que la mayor parte de las ope-
raciones sean realizadas por las rutinas más eficientes de BLAS, y además incrementa las opciones
de paralelizar en dos sentidos: paralelizar cada operación con bloques y realizar varias operaciones
con distintos bloques en paralelo [19].

La implementación genérica de LAPACK es de libre acceso [48] e incluye programas de compro-
bación y temporización. Algunos fabricantes de hardware han implementado versiones espećıficas
de LAPACK para sus arquitecturas, aunque habitualmente se trata de modificaciones menores,
como por ejemplo realizar un ajuste del tamaño de bloque utilizado.

Para máquinas multiprocesador, LAPACK extrae el paralelismo invocando a una versión para-
lela de BLAS. Es decir, las rutinas de LAPACK no incluyen ningún tipo de paralelismo expĺıcito
en su código, sino que hacen uso de una implementación paralela multihebra de BLAS.

1.3.1. LAPACK para la factorización de matrices

LAPACK incluye una serie de rutinas para la factorización de matrices, además de rutinas que
permiten resolver los sistemas obtenidos a partir de estas factorizaciones o estimar el número de
condición de la matriz, entre otras. Como sucede en BLAS, el nombre de cada rutina LAPACK
trata de incluir en él la información relevante para el usuario. El formato utilizado es idéntico al
usado por BLAS: tmmoo, donde t indica el tipo de datos, mm indica la estructura de la matriz y
oo indica la operación que realiza la rutina (puede tener hasta tres caracteres).

Las rutinas de LAPACK que realizan las factorizaciones de matrices densas son las siguientes:

potrf: Algoritmo por bloques para calcular la factorización de Cholesky.

getrf: Algoritmo por bloques para calcular la factorización LU con pivotamiento parcial de
filas.

geqrf: Algoritmo por bloques para calcular la factorización QR.
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En los tres casos, la factorización de cada bloque diagonal/panel se realiza mediante la corres-
pondiente rutina basada en BLAS 2 ( potf2 para la factorización de Cholesky, getf2 para la
LU y geqr2 para la QR), mientras que los demás cálculos se realizan, principalmente, mediante
llamadas a rutinas de BLAS 3.

1.4. libflame

libflame es la biblioteca que se ha obtenido como resultado del proyecto FLAME (Formal
Linear Algebra Methods Environment) [67]. El objetivo de este proyecto es el de transformar el
desarrollo de bibliotecas de álgebra lineal densa, hasta ahora un arte reservado a expertos, en una
ciencia que pueda ser entendida también por noveles. El proyecto, además de haber dado lugar
a la biblioteca libflame, proporciona una nueva notación para expresar algoritmos [10, 72], una
metodoloǵıa para derivarlos de manera sistemática, una serie de APIs (interfaces de programación
de aplicaciones) para generar código a partir de los algoritmos, y herramientas para derivar e
implementar algoritmos de manera automática, aśı como para analizarlos.

1.4.1. Caracteŕısticas

A continuación se enumeran algunas de las caracteŕısticas de libflame:

Los algoritmos implementados, elaborados mediante la metodoloǵıa de FLAME, se han ob-
tenido de manera sistemática, siguiendo unos principios rigurosos de derivación formal. Estos
métodos se basan en teoremas fundamentales de las ciencias de la computación, garantizan-
do aśı que el algoritmo obtenido es correcto. Cabe destacar que FLAME utiliza una nueva
notación, más estilizada, para expresar algoritmos de álgebra lineal basados en bucles. Esta
notación se presenta más adelante, en el Apartado 1.4.2.

libflame está basada en objetos. Se trabaja con estructuras de datos opacas que ocultan los
detalles de implementación de las matrices y se proporcionan APIs basadas en objetos para
operar con estas estructuras. Esta abstracción facilita la programación sin utilizar ı́ndices en
los bucles ni en los operandos (vectores y matrices).

Al igual que LAPACK, libflame proporciona implementaciones de las operaciones de álge-
bra lineal más habituales. Las rutinas de libflame son funcionalmente análogas a las que
se encuentran en BLAS y en LAPACK. Sin embargo, a diferencia de LAPACK, libflame
proporciona una infraestructura para construir códigos de álgebra lineal a medida [?]. Este
entorno es más útil, ya que permite al usuario prototipar de manera rápida una solución de
álgebra lineal para una aplicación concreta.

Las rutinas de libflame obtienen, a menudo, mejores prestaciones que las rutinas equivalentes
de LAPACK [52]. Muchas veces esto sucede porque libflame dispone de todas las variantes
(algoritmos) de cada operación, por lo que el usuario puede elegir aquella que es más apropiada
en cada situación [11]. libflame depende de la presencia de un núcleo de rutinas escalares
(no orientadas a bloques) altamente optimizadas, para resolver los pequeños subproblemas
que aparecen en los códigos FLAME.
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Para extraer el máximo nivel de paralelismo en sistemas con memoria compartida, libflame
cuenta con un sistema denominado SuperMatrix que, en tiempo de ejecución, detecta y anali-
za las dependencias de datos en los algoritmos por bloques de FLAME [16]. Una vez conocidas
estas dependencias, el sistema planifica la ejecución simultánea de operaciones sobre bloques
independientes a hebras de ejecución. A diferencia de libflame, LAPACK consigue el pa-
ralelismo enlazando con implementaciones de BLAS multihebra. Este paralelismo es de más
bajo nivel y presenta importantes limitaciones en cuanto a eficiencia y escalabilidad, cuan-
do se trata de problemas con matrices pequeñas o medianas. En cambio, con libflame el
paralelismo es de mayor nivel, proporcionando mejores prestaciones que LAPACK [52].

El almacenamiento de matrices por bloques permite obtener mejores prestaciones debido a
que se incrementa la localidad espacial. libflame no representa las matrices como un vec-
tor, en el que la matriz se almacena f́ısicamente por columnas/filas, sino que el esquema de
almacenamiento está codificado dentro del objeto. Internamente, los elementos hacen refe-
rencia a otros objetos que representan a submatrices (bloques), posibilitando el uso de un
almacenamiento jerárquico.

libflame proporciona una API para programar algoritmos por bloques denominada FLASH.
Los algoritmos por bloques trabajan sobre matrices que son potencialmente jerárquicas, y
que son referenciadas y/o almacenadas como submatrices. FLASH contiene completamente
implementado el nivel 3 de BLAS, en el que basa la mayor parte de sus operaciones, y
proporciona además una serie de rutinas de servicio para la gestión de matrices (creación y
destrucción, inicialización de contenidos, etc.).

libflame incorpora una estructura de control para especificar de manera sencilla una ejecu-
ción algoŕıtmica multinivel. La estructura codifica la elección de la variante y el tamaño de
bloque para cada subproblema, haciendo posible ejecutar cualquier algoritmo por bloques,
secuencial o paralelo, con recursión de nivel arbitrario sin cambiar el código del algoritmo.

Cada distribución de libflame está integrada en un paquete con un sistema de instalación
muy robusto y que sigue los estándares de GNU.

libflame ofrece compatibilidad con LAPACK mediante un conjunto de rutinas que mapean
las llamadas a rutinas de LAPACK con sus correspondientes implementaciones de libflame.

En resumen, libflame es actualmente una biblioteca muy profesional, completada con herra-
mientas útiles de desarrollo y apoyo a la ejecución, por lo que ha sido escogida como base para los
desarrollos de este trabajo.

1.4.2. Metodoloǵıa de derivación formal de algoritmos y notación FLAME

En la programación por objetivos se comienza con una formalización de lo que se debe calcular,
es decir, el objetivo, y a partir de él, se desarrolla de manera sistemática un programa que imple-
mente dicho objetivo. Del mismo modo, en la metodoloǵıa propuesta en el proyecto FLAME, se
comienza especificando la operación para la que hay que implementar un algoritmo. A partir de
la especificación, se van determinando predicados (asertos) de manera sistemática, y se insertan
en el algoritmo antes de añadir las instrucciones que realizan los cálculos. Estas instrucciones se
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Algorithm: A := LU unb(A)

Partition

A→

 

ATL ATR

ABL ABR

!

where ATL is 0× 0

while n(ATL) < n(A) do
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where α11 is a scalar

a21 := a21/α11

A22 := A22 − a21a
T
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Continue with
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endwhile

Algorithm: A := LU blk(A)

Partition

A→

 

ATL ATR

ABL ABR

!

where ATL is 0× 0

while n(ATL) < n(A) do

Determine block size b
Repartition
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!

→
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where A11 is b×b

A11 := LU unb(A11)

A21 := A21triu(A11)
−1

A12 := trilu(A11)
−1A12

A22 := A22 − A21A12

Continue with
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!

←
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endwhile

Figura 1.1: Algoritmo escalar (izquierda) y por bloques (derecha) para calcular la factorización LU en
notación FLAME. triu(A11) devuelve la matriz triangular superior que se almacena en A11 y trilu(A11)

devuelve la matriz triangular inferior que se almacena en A11, poniendo a unos la diagonal.

insertarán después, de manera que hagan verdaderos los predicados en los puntos indicados. De
este modo, se desarrolla el algoritmo a la vez que se realiza la prueba de su corrección.

Los predicados expresan de manera natural el estado en el que deben estar las variables en un
punto dado del algoritmo. Ya que los algoritmos de cálculo matricial conllevan el uso de bucles,
para desarrollarlos se debe expresar el estado de las variables que son actualizadas en el cuerpo
del bucle antes y después de cada iteración. Para ello se establece el invariante del bucle, que es
un predicado que se cumple justo antes de entrar en el bucle y, en cada iteración, antes y después
del cuerpo del bucle. El invariante es la clave para probar la corrección del bucle y se identifica de
manera sistemática a partir de la postcondición, que es la especificación del cálculo a realizar.

Los algoritmos desarrollados con esta metodoloǵıa de derivación formal se expresan mediante
la notación desarrollada en el proyecto FLAME, que destaca por su concreción, regularidad y
simplicidad. La Figura 1.1 (izquierda) muestra un algoritmo en notación FLAME para el cálculo
de la descomposición de una matriz A en el producto de dos factores triangulares, A = LU , con L
triangular inferior unidad y U triangular superior. En este algoritmo, los elementos de las matrices
resultado L y U sobreescriben a los elementos de A, a excepción de los elementos de la diagonal
principal de la matriz L, que no son almacenados ya que todos ellos tienen el valor 1.
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Figura 1.2: Particionado aplicado a la matriz A durante el algoritmo LU unb de la Figura 1.1.
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En el algoritmo inicialmente se particiona A en cuatro bloques: ATL, ATR, ABL y ABR (parti-
cionado 2× 2), siendo el primero de tamaño 0× 0. De este modo, al inicio de la primera iteración
del bucle, el bloque ABR está formado por todos los elementos de A.

En cada iteración, el bloque ABR se divide, tal y como se muestra en la Figura 1.2, en otros
cuatro bloques: α11, a21, aT

12 y A22, pasando de un particionado 2× 2 a un particionado 3× 3. Los
elementos de los factores L y U correspondientes a los tres primeros de estos bloques son calculados
durante la presente iteración (α11 y aT

12 no cambian), mientras que A22 es actualizado respecto a
ellos. Al finalizar la iteración actual, se recupera el particionado 2× 2 sobre la matriz, quedando el
bloque ABR formado únicamente por los elementos de A22. De esta forma, en la siguiente iteración
las operaciones sobre la matriz se aplican de nuevo sobre el bloque ABR recién definido.

El algoritmo termina cuando el bloque ABR es de dimensión 0× 0, es decir, cuando el número
de columnas del bloque ATL coincide con el número de columnas de la matriz A. En este sentido,
el bucle del algoritmo se repite mientras n(ATL) < n(A), donde n(·) denota el número de columnas
de una matriz (o el número de elementos de un vector fila). Análogamente, m(·) se utilizará para
denotar el número de filas de una matriz (o el número de elementos de un vector columna).

La Figura 1.1 (derecha) muestra un algoritmo por bloques para el cálculo de la misma operación,
la factorización LU. El funcionamiento de este tipo de algoritmos, que son clave para la obtención
de prestaciones elevadas en las arquitecturas actuales, es fácilmente ilustrado mediante la misma
notación, en la que sólo es necesario incluir un parámetro más: el tamaño de bloque algoŕıtmico.
Éste es un valor escalar que determina el tamaño de los bloques con los que se opera en el algoritmo
y, siguiendo la práctica habitual, se usará la letra b para denotarlo.

La notación FLAME es útil ya que permite expresar los algoritmos con un alto nivel de abs-
tracción. Estos algoritmos deben después plasmarse en una rutina o implementación, con un mayor
nivel de concreción. Aśı, por ejemplo, en los algoritmos de la Figura 1.1 no se indica el modo en
que se realizan las operaciones que forman el cuerpo de los bucles. Una rutina que, por ejemplo,
ejecutase la operación a21 := a21/α11 mediante una llamada a la rutina scal de BLAS 1 y otra
rutina que calculase este escalado mediante un simple bucle que recorriese los elementos del vector
a21, pese a ser diferentes, respondeŕıan al mismo algoritmo. Por lo tanto, es importante distinguir
entre algoritmo y rutina o implementación.

1.4.3. Interfaces de programación de aplicaciones

En el marco del proyecto FLAME se han desarrollado una serie de APIs para ayudar a simplificar
la tarea de programar, documentar y mantener familias de algoritmos para un amplio espectro de
operaciones de álgebra lineal. Algunos ejemplos de estas APIs son:

FLAME@lab: API para el lenguaje M-script de Matlab.

FLAME/C: API para el lenguaje C.

PLAPACK2e: Extensión para FLAME del paquete PLAPACK (memoria distribuida).

FLATEX: Conjunto de órdenes para escribir algoritmos de FLAME en LATEX.

A continuación se describe brevemente la API desarrollada para el lenguaje C, FLAME/C, que
se ha utilizado en este trabajo.
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El tipo de datos de FLAME para almacenar operandos es FLA Obj, ya sean escalares, vectores
o matrices. Toda la información sobre el operando se encuentra encapsulada en el objeto: tipo
de datos de los elementos, tamaño y dimensión principal, entre otros. Además, el objeto posee
un puntero al buffer donde se almacenan los elementos en memoria.

FLA Init() y FLA Finalize() inicializan y finalizan, respectivamente, el uso de la API.

La rutina FLA Obj create inicializa un objeto que describe una matriz, un vector o un escalar,
y crea su espacio de almacenamiento. Hay una rutina equivalente que inicializa un objeto sin
espacio de almacenamiento, espacio que se puede añadir más tarde mediante otra rutina. La
memoria asociada a los objetos se libera mediante la rutina FLA Obj free. También es posible
crear un objeto cuyas caracteŕısticas sean las mismas que las de otro objeto existente.

Tanto escalares como vectores se definen como casos especiales de matrices. Aśı, un escalar es
una matriz 1× 1, un vector fila es una matriz 1×n y un vector columna es una matriz n× 1.

Hay una serie de rutinas que permiten obtener información sobre las caracteŕısticas de un
objeto FLA Obj. FLA Obj datatype devuelve el tipo de datos de los elementos de un objeto,
FLA Obj length devuelve el número de filas, FLA Obj width devuelve el número de columnas,
FLA Obj buffer devuelve un puntero al espacio de almacenamiento donde se encuentran
los datos, y FLA Obj ldim devuelve la dimensión principal (para matrices almacenadas por
columnas, es el número de elementos entre dos posiciones consecutivas en la misma fila).

El particionado y reparticionado de los datos que se lleva a cabo en los algoritmos desarro-
llados mediante la metodoloǵıa de FLAME se realiza mediante las rutinas FLA Part 2x2 y
FLA Repart from 2x2 to 3x3. La rutina FLA Cont with 3x3 to 2x2 permite avanzar en la
matriz, recuperando el particionado 2× 2. Existen rutinas equivalentes a las anteriores para
realizar particionados horizontales y verticales sobre matrices y también vectores.

El conjunto de rutinas que implementan las operaciones de álgebra lineal contiene una serie
de operaciones generales como las de BLAS que permiten operar con escalares, vectores o
matrices. Dos sencillos ejemplos son FLA Copy y FLA Swap, que pueden usarse para copiar el
contenido de un objeto en otro objeto e intercambiar el contenido de dos objetos, respecti-
vamente, ya sean escalares, vectores o matrices. Además, libflame proporciona una serie de
rutinas no incluidas en BLAS como las factorizaciones LU, Cholesky y QR, y las respectivas
rutinas para la resolución de los sistemas lineales asociados.

Los tipos de datos de los elementos son FLA INT, FLA DOUBLE, FLA FLOAT, FLA DOUBLE COMPLEX

y FLA COMPLEX.

La Figura 1.3 (izquierda) muestra la implementación, mediante FLAME/C, del algoritmo de la
Figura 1.1 (derecha). A su lado se muestra un programa de ejemplo que, tras crear e inicializar la
matriz, llama a la rutina especificada para calcular su factorización LU.

El proyecto FLAME proporciona un generador de código denominado Spark [70]. A partir de un
algoritmo diseñado mediante el proceso de derivación formal FLAME esta herramienta web genera
el esqueleto de la función correspondiente al algoritmo, en el lenguaje de la API que se especifique:
FLAME@lab, FLAME/C, PLAPACK2e o FLATEX. El esqueleto contiene todas las operaciones
de particionado y reparticionado de los operandos, de modo que el programador tan solo debe
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#include "FLAME.h"

FLA_Error LU_unb( FLA_Obj A )

{

FLA_Obj ATL, ATR, A00, a01, A02,

ABL, ABR, a10t, alpha11, a12t,

A20, a21, A22;

FLA_Part_2x2( A, &ATL, &ATR,

&ABL, &ABR, 0, 0, FLA_TL );

while ( FLA_Obj_length( ATL ) < FLA_Obj_length( A ) ){

FLA_Repart_2x2_to_3x3(

ATL, /**/ ATR, &A00, /**/ &a01, &A02,

/* ************* */ /* *************************** */

&a10t, /**/ &alpha11, &a12t,

ABL, /**/ ABR, &A20, /**/ &a21, &A22,

1, 1, FLA_BR );

/*---------------------------------------------*/

/* a21 := a21 / alpha11; */

FLA_Inv_scal( alpha11, a21 );

/* A22 := A22 - a21 * a12t; */

FLA_Ger( FLA_MINUS_ONE, a21, a12t, A22 );

/*---------------------------------------------*/

FLA_Cont_with_3x3_to_2x2(

&ATL, /**/ &ATR, A00, a01, /**/ A02,

a10t, alpha11, /**/ a12t,

/* ************** */ /* ************************* */

&ABL, /**/ &ABR, A20, a21, /**/ A22,

FLA_TL );

}

return FLA_SUCCESS;

}

#include "FLAME.h"

void main()

{

FLA_Obj A;

int n;

FLA_Init( );

printf( "Dimensión de la

matriz (n):" );

scanf( "%d", &n );

FLA_Obj_create( FLA_DOUBLE,

n, n, &A );

fill_matrix( A );

LU_unb( A );

FLA_Obj_show( "A = [", A,

"%lf", "]" );

FLA_Obj_free( &A );

FLA_Finalize( );

}

Figura 1.3: Ejemplo de uso de la API FLAME/C para implementar el algoritmo LU unb de la Figura 1.1
que calcula la factorización LU de una matriz (izquierda) y un programa que utiliza la rutina implementada

(derecha).
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especificar las operaciones de cálculo (son, por ejemplo, las operaciones que se encuentran entre las
dos ĺıneas de comentario que contienen guiones en la función LU unb de la Figura 1.3).

1.5. Algoritmos OOC

Cuando las estructuras de datos con las que debe trabajar un algoritmo son demasiado grandes
para caber en la memoria, una posible solución es hacer uso del almacenamiento en disco. El acceso
a disco es lento, por lo que para mantener el rendimiento se debe intentar que el acceso a los
datos se circunscriba a bloques grandes y contiguos, y se reutilicen los datos cargados en memoria
tanto como sea posible. Los algoritmos que se diseñan para obtener buenas prestaciones cuando sus
estructuras de datos están almacenadas en disco se conocen como algoritmos out-of-core (OOC).

La necesidad de resolver problemas de álgebra lineal mediante algoritmos OOC queda patente
por la multitud de trabajos que se han publicado al respecto en los últimos años. Toledo [63] ha
realizado un estudio de los algoritmos OOC que aparecen en dichos trabajos, identificando dos
técnicas de diseño que se presentan en el siguiente apartado. Basándonos en su trabajo, mostramos
también un resumen de las distintas maneras en que se realiza el análisis de los algoritmos OOC, y
recogemos dos de sus reflexiones; la primera en cuanto a la dependencia de la arquitectura de estos
algoritmos, y la segunda respecto a la conveniencia de utilizar abstracciones a la hora de diseñar
algoritmos OOC.

1.5.1. Técnicas de diseño

Toledo clasifica en dos grupos los algoritmos OOC que aparecen en la literatura, diferenciando
aśı dos técnicas de diseño. En la primera técnica, denominadada de particionado, se planifican
las operaciones de modo que la ejecución OOC sea eficiente. La segunda técnica, denominada de
transformación del flujo de datos, consiste en modificar el algoritmo, de manera que cambie el flujo
de datos a un modo en que se pueda conseguir una ejecución eficiente.

Un ejemplo de ambas técnicas se puede ilustrar con un problema sencillo como es el producto
de matrices. Un algoritmo tradicional para el producto de matrices C := A · B, expresado en la
notación M-script de Matlab, es el que consta de tres bucles anidados:

function [ C ] = gemm(n, A, B, C )

for i = 1:n

for j = 1:n

C(i,j) = 0;

for k = 1:n

C(i,j) = C(i,j) + A(i,k) * B(k,j);

end

end

end

Para hacer una estimación del número de accesos a elementos en disco que realiza este algoritmo,
vamos a suponer que en la memoria principal cabe menos de la mitad de una matriz. Si M es el
tamaño de la memoria, estamos suponiendo pues que M < n2/2. Puesto que en cada iteración del
bucle exterior se accede a todos los elementos de B y, a lo sumo, sólo la mitad de ellos pueden
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permanecer en memoria, al menos la otra mitad se deberá leer en cada iteración, por lo que el
número de accesos a elementos en disco será, como mı́nimo, n · n2/2 = n3/2 (cota inferior). Por
otra parte, la cota superior de este número de accesos será 4n3 (tres lecturas y una escritura en
cada iteración del bucle interior). En cualquier caso, el número de accesos a disco es del mismo
orden que el número de operaciones, O(n3).

Un algoritmo OOC diseñado siguiendo la técnica del particionado consigue ahorrar accesos a
disco, reduciendo este número para el producto de matrices a O(n3/

√
M). Para ello, se deben

considerar las matrices particionadas en bloques de tamaño b =
√

M/3, de modo que en cada
momento sea posible almacenar en memoria un bloque de cada una de las tres matrices a la vez.
Suponiendo, por simplicidad, que b es múltiplo de n, el algoritmo queda como sigue:

function [ C ] = gemm_blk( n, b, A, B, C )

for i = 1:b:n

for j = 1:b:n

C(i:i+b-1,j:j+b-1) = 0;

for k = 1:b:n

C(i:i+b-1,j:j+b-1) = C(i:i+b-1,j:j+b-1) + ...

gemm( b, A(i:i+b-1,k:k+b-1), ...

B(k:k+b-1,j:j+b-1), ...

C(i:i+b-1,j:j+b-1) );

end

end

end

De este modo, el cuerpo del bucle interior accede a 3b2 = M elementos, que permanecen en
memoria mientras se realizan 2b3 operaciones aritméticas con ellos, por lo que si b es suficientemente
grande, puede ocultarse la latencia del disco. El número de elementos accedidos en disco con este
algoritmo estará acotado por el número de transferencias realizadas en el cuerpo del bucle interior
multiplicado por el número de veces que se ejecuta: M · (n/b)3 = O(n3/

√
M). En resumen, en la

técnica de particionado se planifican las operaciones de modo que el acceso sea más eficiente.
Entre los algoritmos de particionado que operan con matrices densas, se pueden distinguir

distintos modos de realizar las particiones. Aśı, encontramos particiones por submatrices (bloques),
particiones por paneles (bloques de columnas) y particiones recursivas. Además, un mismo tipo de
partición puede dar lugar a diversos algoritmos. Por ejemplo, el primer algoritmo de particionado
para calcular la factorización LU con pivotamiento parcial, que data de 1960 [9], trabaja sobre
paneles y está orientado hacia la derecha (tras factorizar un nuevo bloque de columnas, se actualizan
los bloques de columnas que quedan a su derecha, como suced́ıa en el algoritmo de la Figura 1.1). Sin
embargo, el algoritmo OOC más utilizado hoy en d́ıa para la factorización LU, que fue propuesto en
1981 [18], también trabaja sobre paneles, pero está orientado hacia la izquierda (antes de calcular
un bloque de columnas, éste es actualizado respecto a los bloques de columnas ya calculados a su
izquierda). En consecuencia, realiza el mismo número de lecturas que el orientado hacia la derecha,
pero menos escrituras.

Por otro lado, para obtener un algoritmo OOC con la técnica de transformación del flujo de
datos para el producto de matrices, se debeŕıa partir de un algoritmo fundamentalmente diferente
(por ejemplo, el algoritmo de Strassen) que es posible que requiera un menor número de accesos a
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disco. En ocasiones, los algoritmos de transformación del flujo de datos requieren más cálculos; en
otras ocasiones, son algoritmos con peores condiciones numéricas.

Ambas técnicas de diseño se llevan usando desde principios de la década de los años 50. Sin
embargo, la técnica del particionado dejó de emplearse durante los años 70, en parte porque se
pensaba que los algoritmos de particionado requeŕıan que los datos se almacenaran por bloques, en
tanto que los compiladores dispońıan los elementos de las matrices por columnas o por filas. Hay
algunos trabajos de la época en los que se presentan algoritmos por columnas, y se subestiman los
algoritmos por bloques argumentando que no son buenos para Fortran. Además, en aquella época,
la disparidad de rendimiento entre la memoria RAM y el disco todav́ıa no era tan significativa,
por lo que el alto nivel de reutilización de datos de los algoritmos de particionado tampoco parećıa
necesario.

1.5.2. Análisis de los algoritmos

Toledo encuentra que en la literatura aparecen cuatro formas distintas analizar la E/S (enten-
dido, en nuestro caso, como el acceso a disco) y el nivel de reutilización de datos. Una primera
forma que se propone consiste en contar el número exacto de lecturas y escrituras. Sin embargo,
ésta la forma más tediosa de hacerlo y dif́ıcilmente predice el impacto de la E/S en el tiempo de
ejecución, ya que el tiempo que cuesta servir una petición de E/S depende de muchos factores: el
tamaño de la petición, si los datos son o no son precargados (prefetch), si las peticiones acceden
a los datos secuencialmente, etc. En definitiva, el conteo de las operaciones de E/S no parece dar
una estimación precisa de su impacto sobre el tiempo de ejecución.

Un segundo modo de realizar el análisis consiste en obtener el número asintótico de operaciones
de E/S, aunque puede suceder que esta medida no sea útil para comparar algoritmos. Esta afir-
mación parte de la suposición de que la memoria es, como mı́nimo, 1/1.000 el tamaño del disco.
Aśı, suponiendo un tamaño de problema n =1.000.000, la memoria puede almacenar O(

√
n) datos

in-core. Por ejemplo, en la transformada rápida de Fourier, el número asintótico de operaciones de
E/S es O(n log n/ log M), que se reduce a O(n) ya que log n/ log M ≤ 2, por lo que se concluye que
esta medida no es de utilidad para comparar con un algoritmo que sólo realiza O(n) operaciones
de E/S.

Otro modo de realizar el análisis de los algoritmos OOC es utilizar una serie de primitivas, como
el número de pasadas que se realizan sobre los datos o el número de trasposiciones de matrices que
se han de realizar en disco. De este modo, es posible realizar comparaciones afirmando, por ejemplo,
que un determinado algoritmo realiza dos pasadas sobre los datos y la trasposición de una matriz.
En la práctica parecen más útiles este tipo de afirmaciones que el uso de expresiones asintóticas.

Una última forma de analizar y comparar algoritmos, que se utiliza con frecuencia en opera-
ciones sobre matrices densas, es la fracción de nivel 3 del algoritmo: la fracción de operaciones
aritméticas que se pueden realizar en términos de operaciones matriz-matriz (productos de ma-
trices, factorizaciones y resoluciones de sistemas triangulares). Esta medida se utiliza porque las
operaciones de nivel 3 se pueden planificar con un alto nivel de reutilización de datos y, por lo tanto,
un algoritmo con una fracción alta de nivel 3 muy probablemente ofrecerá un buen rendimiento en
un computador con cachés o como algoritmo OOC. El problema es que se mide la fracción del tra-
bajo en que se puede disfrutar de una reutilización de datos, pero no se predice cuánta reutilización
de datos se puede alcanzar realmente. En la literatura se encuentran algoritmos que tienen una
fracción alta de nivel 3, pero en los que las operaciones matriz-matriz tienen una baja reutilización
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de datos, por lo que se considera que estos algoritmos no serán eficientes cuando se ejecuten OOC.
Por otra parte, la fracción de nivel 3 suele ser un buen indicador de las prestaciones de la caché,
porque incluso un modesto nivel de reutilización de datos es suficiente para reducir la tasa de fallos
de caché de manera significativa en muchos computadores (aunque esto está cambiando porque la
penalización por fallo de caché ha aumentado significativamente en los últimos años).

1.5.3. Dependencia de la arquitectura

Los sistemas de memoria de los computadores actuales tienen una profunda jerarqúıa de me-
morias: registros, dos o tres niveles de caché, la memoria principal y los discos. En general se
cumple que los algoritmos que han sido diseñados para explotar un nivel de la jerarqúıa de me-
moria, pueden ser también válidos para explotar los otros niveles, como el disco, dando lugar a
algoritmos OOC eficientes. Sin embargo, esto no siempre es aśı, ya que la ratio entre el ancho de
banda memoria/disco es bastante diferente de la ratio entre el ancho de banda caché/memoria, de
manera que algunos algoritmos que explotan bien la caché no son eficientes como algoritmos OOC.
Y, del mismo modo, algoritmos OOC eficientes dejan de serlo al trabajar in-core . Por ejemplo, un
algoritmo obtenido mediante la técnica de transformación del flujo de datos puede realizar más
trabajo pero ofrecer un mayor nivel de reutilización de datos, resultando ser un buen algoritmo
OOC. En cambio, este mismo algoritmo puede resultar ineficiente in-core , porque lo que se gana
usando la caché de manera eficiente, es un factor menor frente a la pérdida de eficiencia debido al
trabajo extra realizado. Sin embargo, no se debe perder de vista el hecho de que la ratio entre el
ancho de banda caché/memoria está aumentando, por lo que cada vez hay menos diferencia entre
los algoritmos que explotan los primeros niveles de la jerarqúıa de memorias y los algoritmos OOC.

Por otra parte, los algoritmos que son eficientes en memoria distribuida no necesariamente se
traducen bien en algoritmos OOC. Un ejemplo de ello son los algoritmos iterativos para resolver
sistemas lineales. Muchos de estos algoritmos pueden explotar un gran número de procesadores y
pueden organizarse para que la cantidad de comunicación interprocesador sea asintóticamente me-
nor que la cantidad de trabajo. Esta alta ratio cómputos/comunicaciones garantiza que el algoritmo
se ejecute eficientemente incluso cuando las comunicaciones son lentas. Aunque las comunicaciones
con disco son también lentas, la gran diferencia entre estos dos entornos es que en memoria distri-
buida los datos no locales también están siendo actualizados (por otro procesador), mientras que
en OOC no es aśı.

1.5.4. Abstracciones

Toledo afirma que las abstracciones resultan muy útiles cuando se trata de diseñar algoritmos
OOC, ya que ayudan a descubrir, comprender e implementar planificaciones complejas, que permi-
ten que los algoritmos se ejecuten eficientemente y en paralelo. Cuando se trata de algoritmos para
matrices densas, se utilizan con frecuencia los algoritmos orientados a bloques. Cuando se trata
de la transformada rápida de Fourier, los algoritmos OOC se expresan en función de múltiples
transformadas sobre conjuntos de datos más pequeños y de una permutación estructurada.

Las planificaciones para la factorización de matrices dispersas se suelen expresar y generar
utilizando árboles de eliminación, que son representaciones compactas de los grafos de flujo de
datos de los algoritmos, que representan dependencias entre filas y/o columnas.

Hay otras abstracciones que no son tan populares, pero que también aparecen en la literatura,
como la recursión. En principio esta técnica ha sido poco utilizada en el diseño de algoritmos



CAṔITULO 1. PROBLEMAS MATRICIALES CON ALMACENAMIENTO EN DISCO 21

numéricos porque Fortran no la soportaba hasta hace poco tiempo y este lenguaje ha sido la base
durante muchos años del desarrollo de bibliotecas numéricas. Sin embargo, Toledo muestra [62] una
planificación recursiva de la factorización LU densa con pivotamiento parcial que es más eficiente
que la planificación orientada a bloques. También se ha aplicado la recursión a otros problemas
sobre matrices densas y para describir permutaciones en términos de operaciones matriciales sobre
ı́ndices.

1.5.5. Algoritmos OOC para la resolución de sistemas lineales densos

Los métodos directos para la resolución de sistemas lineales densos del tipo Ax = b (o del
tipo AX = B, es decir, con múltiples vectores de términos independientes y soluciones) requieren
un paso previo de factorización de la matriz de coeficientes A. La factorización de Cholesky es el
método comúnmente utilizado para resolver sistemas lineales en los que la matriz A es simétrica
y definida positiva. La factorización LU juega el mismo papel en sistemas lineales en los que la
matriz A no presenta ninguna estructura particular. Por otra parte, la factorización QR se utiliza
para sistemas lineales sobredeterminados.

Cuando se utiliza una implementación optimizada de LAPACK para realizar estas factorizacio-
nes, como por ejemplo la de MKL, y la matriz del sistema no cabe en la memoria RAM, el sistema
operativo hace uso de la memoria virtual, siendo ésta una primera solución para obtener algoritmos
OOC. Sin embargo, el uso de la memoria virtual hace que, habitualmente, las prestaciones caigan
de manera drástica, pues el gestor de la memoria virtual tiene como unidad básica de gestión la
página, que en general no concuerda con el tamaño del bloque ni está alineada con éste, y además,
en general, no es capaz de predecir el patrón de accesos que genera la aplicación.

En consecuencia, en estos años se han desarrollado diversas implementaciones OOC de estas
factorizaciones que se revisan brevemente a continuación.

ScaLAPACK, una extensión paralela de LAPACK, proporciona una implementación OOC para
arquitecturas paralelas con memoria distribuida de las tres factorizaciones [20]. Las rutinas OOC
de ScaLAPACK particionan las matrices en paneles (también denominados slabs), por lo que in-
herentemente no son escalables: conforme aumenta el tamaño de la matriz a factorizar, el tamaño
del panel que cabe en memoria es cada vez más estrecho, lo que afecta negativamente a las pres-
taciones de los núcleos computacionales que se utilizan para realizar los cálculos una vez el panel
está en memoria. Es precisamente el estrechamiento del panel el que imposibilita el uso de rutinas
de BLAS 3 y determina la falta de escalabilidad de esta aproximación.

SOLAR [64] es una biblioteca portable de rutinas de álgebra lineal para OOC, que se ofrece
como una extensión de LAPACK y ScaLAPACK. Esta biblioteca utiliza las rutinas de ScaLAPACK
para las operaciones que tienen lugar in-core y proporciona una capa para manejar la E/S. Esta
capa permite conseguir mejores prestaciones, gracias a que utiliza un modo de almacenamiento
distinto para las matrices en disco del que se utiliza en ScaLAPACK para las matrices en memoria.

Otra extensión para OOC es la que proporciona la biblioteca de paso de mensajes para ope-
raciones de álgebra lineal PLAPACK [71], denominada POOCLAPACK [53]. Esta extensión se ha
utilizado para realizar una implementación OOC para las factorizaciones de Cholesky y QR [35].

Todas las implementaciones citadas anteriormente corresponden a algoritmos cuya formulación
se basa en bucles. Otro tipo de formulación para los algoritmos de álgebra lineal es la recursiva.
Elmroth et al. [29] repasan los últimos avances realizados aplicando el paradigma de la recursión a
la computación matricial densa. Un argumento a favor de la formulación recursiva es que mejora la
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localidad de referencia, ya que si en las implementaciones in-core hay menos fallos de ĺınea, entonces
en las implementaciones OOC habrá menos E/S. El uso de la recursión ha llevado a utilizar nuevas
estructuras de datos h́ıbridas (recursivas, jerárquicas) que pueden encajar mejor con este tipo de
algoritmos [5, 44, 29, 4]

Para el caso disperso, existen varios trabajos sobre implementaciones OOC para la factorización
de Cholesky y la factorización LU [54, 31, 55, 3]. Y en cuanto a matrices complejas, Béreux [15]
realiza una comparación de varias implementaciones OOC secuenciales para la factorización de
Cholesky. Las implementaciones corresponden a algoritmos basados en bucles [35] y algoritmos
recursivos [64], presentando estos últimos peores prestaciones que los primeros.

1.6. Computadores actuales

En esta sección se repasan brevemente las caracteŕısticas de las arquitecturas de computadores
actuales que han sido utilizadas para evaluar los algoritmos OOC diseñados e implementados en
esta tesis.

1.6.1. Multiprocesadores

Los multiprocesadores con memoria compartida (o simplemente multiprocesadores) son plata-
formas compuestas por varios procesadores completos que disponen de una memoria común acce-
sible mediante instrucciones hardware (en código máquina). Existen dos posibilidades en cuanto a
la forma en que se realiza el acceso a la memoria en estas plataformas:

SMP (Symmetric Multiprocessor): El coste de acceso a cualquier posición de la memoria es
uniforme.

NUMA (Non-Uniform Memory Access): La memoria está f́ısicamente distribuida entre los
procesadores, de modo que cada procesador dispone de una memoria local de acceso más
rápido que el acceso a la memoria local de otro procesador.

Debido a la simplicidad del principio en el que están fundamentados (replicación completa
de procesadores), los multiprocesadores fueron una de las primeras arquitecturas paralelas que se
diseñaron. La facilidad de su programación, basada en el paradigma de variables compartidas (habi-
tualmente, accesible mediante hebras de ejecución o herramientas de alto nivel para la paralelización
de bucles), hace prever que seguirán siendo una plataforma paralela válida en los próximos años.
La principal cŕıtica que se hace a los multiprocesadores es su escasa escalabilidad desde el punto
de vista hardware. A medida que aumenta el número de procesadores, la memoria en el caso de los
SMP o la red de interconexión en las arquitecturas NUMA, se transforman en un cuello de botella.
Sin embargo, el número de procesadores que pueden soportar eficientemente estas plataformas es
más que suficiente para muchas aplicaciones.

1.6.2. Procesadores multinúcleo

Los procesadores multinúcleo (multicore processors o chip multiprocessors) incluyen en un sólo
chip varias unidades de proceso independientes, denominadas núcleos (cores). Cada núcleo es una
unidad operacional completa, es decir, puede ser un procesador con técnicas sofisticadas de pa-
ralelismo y/o segmentación. Los problemas de disipación de calor y de consumo de enerǵıa de la
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tecnoloǵıa actual provocaron que, a partir de 2005, los principales fabricantes de procesadores co-
menzaran a incorporar diseños multinúcleo para seguir transformando las mejoras en la escala de
integración dictadas por la ley de Moore, en un mayor rendimiento de sus productos.

En la actualidad, los procesadores multinúcleo incluyen un reducido número de núcleos (entre
cuatro y ocho en la mayor parte de los casos), pero se espera que en un futuro próximo esta cantidad
se vea aumentada considerablemente. Los procesadores multinúcleo, si bien pueden programarse
del mismo modo que los multiprocesadores, poseen caracteŕısticas propias que los hacen diferentes:

Las tendencias de diseño apuntan a procesadores multinúcleo heterogéneos, con núcleos de
distinta capacidad y/o naturaleza integrados en un mismo sistema [40, 41].

Las previsiones para los procesadores multinúcleo apuntan a cientos de núcleos en un chip [13],
frente a los multiprocesadores que, en sus configuraciones comerciales más frecuentes, no
superan los 16 ó 32 procesadores.

La organización habitual de los procesadores multinúcleo (Figura 1.4 izquierda) implica co-
municaciones entre procesos mucho más eficientes (menor latencia, mayor ancho de banda
y consumo más reducido) cuando los datos residen dentro del propio chip. Esta economı́a
no es posible en los multiprocesadores (Figura 1.4 derecha) y tampoco en los procesadores
multinúcleo cuando los datos residen en los niveles de memoria fuera del chip [42].

Estas diferencias implican varios requisitos espećıficos sobre la paralelización de bibliotecas de
computación de altas prestaciones para procesadores multinúcleo:

Debido a la variabilidad e incluso heterogeneidad de las soluciones actuales y futuras, las
bibliotecas deben ser fácilmente adaptables a diferentes escenarios con la menor merma de
eficiencia posible.

Debido a la mayor concurrencia de estos sistemas, la escalabilidad de las soluciones debe
plantearse como criterio fundamental en el desarrollo de bibliotecas.

Debido a su mayor latencia y elevado consumo, resulta crucial minimizar los accesos a memoria
fuera del chip que realizan los códigos de las bibliotecas.

Como comentamos al inicio de esta memoria, el modo de programación habitual en multipro-
cesadores y procesadores multinúcleo, basado en el uso de hebras, nos hace adoptar el término de
arquitecturas multihebra para referirnos a ambas plataformas.

1.6.3. Procesadores gráficos y aceleradores hardware

Los procesadores gráficos (Graphics Processing Units o GPU) son arquitecturas que, en un
principio, fueron diseñadas para el procesamiento de imágenes gráficas. En sus oŕıgenes, estaban
formados por un cauce segmentado cuyas etapas realizaban tareas fijas, explotando aśı el paralelismo
a nivel de tareas y también el paralelismo a nivel de datos, ya que en cada etapa se trabajaba sobre
varios datos a la vez. La evolución de los procesadores gráficos ha permitido que algunas de estas
etapas sean programables por el usuario, por lo que actualmente no sólo son potentes motores
gráficos sino que se han convertido también en procesadores programables altamente paralelos, con
una capacidad de cálculo y un ancho de banda de memoria que superan ampliamente a las de
cualquier CPU.
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Figura 1.4: Organización habitual de un procesador multinúcleo (CMP, izquierda) y un multiprocesa-
dor (MMC, derecha). N=núcleo, P=procesador, L1=caché de primer nivel, L2=caché de segundo nivel,

MEM=memoria principal. La ĺınea gruesa marca los ĺımites del chip.

El rápido avance, tanto en la programabilidad de los procesadores gráficos como en su flexi-
bilidad, ha permitido utilizarlos para resolver un amplio rango de complejos problemas con altas
necesidades computacionales. Es lo que se conoce como GPGPU (General-Purpose Computing on
the GPU ). Sin embargo, los procesadores gráficos no son la panacea, ya que están diseñados para
aplicaciones con unas caracteŕısticas muy concretas:

Con altos requisitos computacionales.

Con alto grado de paralelismo.

En las que el rendimiento es más importante que la latencia.

Por otra parte, la programación ha sido, hasta hace bien poco, una tarea de expertos puesto que
sólo se dispońıa de APIs gráficas, como OpenGL y DirectX.

En este sentido, los avances realizados en el modelo de programación y las herramientas de
programación de los procesadores gráficos han resultado determinantes para su éxito. El reto de
fabricantes e investigadores ha sido encontrar el equilibrio justo entre el acceso de bajo nivel al
hardware para obtener buenas prestaciones, y los lenguajes de alto nivel y las herramientas que
dan al programador flexibilidad y productividad, todo ello teniendo en cuenta los rápidos avances
en el hardware. Actualmente existe un modelo unificado para las partes programables del cauce
segmentado (Shader Model 4.0 ), y conforme el modelo evoluciona, va siendo más potente por lo
que las aplicaciones para procesadores gráficos pueden ser más complejas.

Recientemente, tanto AMD como Nvidia han puesto a disposición de los desarrolladores de
GPGPU nuevos modelos de programación. Cabe destacar CUDA, de Nvidia, que proporciona una
sintaxis como la del lenguaje C, y que permite aprovechar dos niveles de paralelismo: a nivel de
datos y multihebra. Además, CUDA deja visibles más recursos hardware que otros sistemas de
programación y, aunque requiere que el programador conozca muchos detalles de bajo nivel del
hardware, ofrece gran flexibilidad a cambio de una ganancia significativa en prestaciones.

La arquitectura de los procesadores gráficos se ha desarrollado en una dirección distinta a la
arquitectura de las CPU, ya que el requisito en las GPUs es atender cálculos paralelos de gran di-
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mensión y con énfasis en el rendimiento, no en la latencia. Es por ello que los procesadores gráficos
están formados por un gran número de procesadores paralelos de grano fino. Por ejemplo, el proce-
sador gráfico Nvidia GeForce 9800 GX2, utilizado en la experimentación de esta tesis, contiene
256 procesadores multihebra distribuidos en dos GPUs, que cuentan con 16 multiprocesadores cada
una, con 8 procesadores multihebra por multiprocesador. Cada multiprocesador contiene, además,
cachés compartidas de instrucciones y de datos, lógica de control, una memoria compartida de
16KB y dos unidades funcionales especiales.

1.7. Análisis del rendimiento

En esta sección se tratan aspectos relativos al análisis del rendimiento de los algoritmos di-
señados e implementados en el trabajo. En primer lugar se establece el modo en que se mide este
rendimiento; a continuación, se repasan las caracteŕısticas principales de las arquitecturas sobre las
que se han realizado las experimentaciones; y, por último, se analiza el posible efecto del acceso a
disco sobre las prestaciones.

1.7.1. Medidas

La medida fundamental para medir el rendimiento (o eficiencia) de un código es el tiempo de
ejecución. A pesar de esto, en códigos que principalmente realizan operaciones aritméticas en coma
flotante, como es el caso que nos ocupa, a menudo se utiliza como medida de rendimiento la velocidad
a la que se efectúan estas operaciones. En concreto, si definimos el flop (floating-point arithmetic
operation) como una operación aritmética de coma flotante, la velocidad de ejecución de los códigos
que realizan operaciones de álgebra lineal suele medirse en términos de MFLOPS (106 flops/seg.)
o GFLOPS (109 flops/seg.). Pese a ser una medida derivada del tiempo de ejecución, la velocidad
de procesamiento aritmético (flops/seg.) presenta una clara ventaja en la representación gráfica
de resultados. Aśı, mientras que al crecer el tamaño del problema, el tiempo de ejecución sigue
aumentando proporcionalmente (a menudo en una relación cúbica), la tasa de flops está limitada por
la configuración y velocidad del hardware (básicamente, el tiempo de ciclo, el número de unidades
funcionales del procesador, la tasa de transferencia desde la caché y la velocidad del bus del sistema,
entre otros). De este modo, las gráficas que representan la tasa de flops tienen una cota superior
que hace más clara la representación de los datos.

En cuanto a la ejecución en paralelo de un código, aunque existen medidas espećıficas muy
utilizadas, como la aceleración y la eficiencia (que aun aśı, también son derivadas del tiempo de
ejecución), en esta memoria optamos por mantener la homogeneidad de los resultados, midiendo el
rendimiento de los códigos paralelos en FLOPS.

1.7.2. Entorno de experimentación

Las caracteŕısticas de las arquitecturas utilizadas en la evaluación de las implementaciones
realizadas en este trabajo se resumen en la Tabla 1.1. Dado que la eficiencia de las rutinas de BLAS
es importante, en la Tabla 1.2 se muestran las versiones de estas rutinas que se han utilizado en
cada plataforma.

En los códigos paralelos, otro factor de influencia en las prestaciones es el número de v́ıas de
paralelismo que se utilizan en la ejecución. En nuestros experimentos con multiprocesadores, el
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paralelismo se extrae ejecutando múltiples hebras, un mecanismo con unos costes de sincronización
y comunicación más ligeros que los asociados al uso de procesos, y muy adecuado para entornos
con múltiples procesadores que comparten una memoria común. Concretamente, explotamos el
paralelismo a dos niveles. En un primer nivel utilizamos un par de hebras especializadas: una se
encarga de la realizar E/S y la otra se encarga de realizar los cálculos. En el segundo nivel, la hebra
encargada de los cálculos utiliza múltiples hebras de ejecución para realizarlos. En el caso de la
GPU, el paralelismo se obtiene de la implementación de BLAS que proporciona Nvidia denominada
CUBLAS.

Plataforma Arquitectura Núcleos Frecuencia Cache L2 RAM Discos Sist. de
(GHz) (MBytes) (GBytes) ficheros

rope Intel Pentium 4 1 3 1 1 EXT3
tesla Intel Xeon 8 2 12 8 1 XFS
tesla2 Intel Xeon 8 2,83 12 8 6 XFS
zape AMD Phenom 4 2,2 4×512Kbytes 4 1 XFS

Nvidia GeForce
9800 GX2 2×128 1

Tabla 1.1: Arquitecturas empleadas en la experimentación.

Plataforma BLAS

rope MKL 8.2

tesla MKL 10.0.1

tesla2 MKL 10.0.1

zape MKL 10.0.1
CUBLAS 2.1

Tabla 1.2: Versiones de BLAS empleadas en la experimentación.

1.7.3. Efecto del acceso a disco

Puesto que en esta tesis se trabaja con matrices de gran dimensión que residen en disco, es
importante realizar un análisis previo del efecto que tiene el tamaño de la matriz sobre la velocidad
de acceso a los datos. La gráfica de la Figura 1.5 muestra este efecto cuando se realiza una operación
que lee cada uno de los elementos de una matriz que reside en disco, incrementa su magnitud y los
escribe de nuevo en el disco. Puesto que la matriz no cabe en memoria, las lecturas y escrituras
de sus elementos se realizan en bloques de elementos de manera intercalada. Para facilitar estas
operaciones se considera que la matriz original, de tamaño n × n, está dividida en submatrices
(los bloques) de tamaño t × t, a las que denominamos tiles. Cada tile se almacena en un fichero
distinto, de modo que es de esperar que sus elementos residan en posiciones cercanas del mismo.
En la figura se observa que, para todas las arquitecturas sobre las que se trabaja, la velocidad
de acceso decae a partir de un determinado tamaño de matriz, por lo que a partir de ese punto
podemos esperar una cáıda en las prestaciones de los algoritmos OOC debido a que el acceso a
disco pasa a ser excesivamente lento. Este comportamiento es muy similar para distintos tamaños
de tile, obteniéndose prácticamente la misma velocidad asintótica cuando se hace crecer el tamaño
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de la matriz. Un objetivo a perseguir será, por tanto, que este descenso de la velocidad de acceso
al disco no se note en las prestaciones de los algoritmos implementados.

En cuanto al efecto que puede tener sobre las prestaciones el orden de acceso a los ficheros que
contienen las submatrices, por filas de tiles o por columnas de tiles, en la gráfica de la Figura 1.6
se observa que este aspecto no influye en la velocidad de acceso. Dentro de cada tile, el acceso se
organiza por columnas, en caso de una operación de BLAS 2 (sin reutilización de datos) o por
bloques (si es posible reutilizar los datos).
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Figura 1.5: Efecto del acceso a disco sobre las prestaciones para distintos tamaños de matriz cuando se
realiza una operación que incrementa el valor de todos los elementos de la matriz.

1.8. Notación

En esta sección se describe la notación que se ha utilizado en la tesis.
Un vector (columna) x de dimensión n es una n-tupla de números. Normalmente, los vectores

se identifican por una letra del alfabeto latino, mientras que sus componentes, escalares todos ellos,
se identifican por la correspondiente letra griega:

x =











χ0

χ1

...
χn−1











.

Siguiendo la convención del lenguaje C, los elementos de vectores y matrices se numeran empezando
con el ı́ndice 0.

Un vector fila xT se define como la traspuesta de un vector columna:

xT =
(

χ0, χ1, . . . , χn−1

)
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Figura 1.6: Efecto del acceso a disco sobre las prestaciones para distintos tamaños de matriz cuando se
accede a los tiles por filas o por columnas.

Una matriz A ∈ R
m×n está formada por n vectores columna o m vectores fila. Las matrices

se identifican con una letra latina mayúscula, mientras que el elemento (i, j) de la matriz A se
denomina con la correspondiente letra griega y sub́ındices, αij.

Si m = n, entonces A es una matriz cuadrada; de otra forma, A es una matriz rectangular.
Si A es una matriz cuadrada en la que todo elemento (i, j) es igual al elemento (j, i), entonces es
simétrica.

La matriz In es la matriz identidad y se define como In = (e0, e1, . . . , en−1), siendo ej ∈ R
n el

vector unitario que tiene el elemento j igual a 1 y el resto de elemenos nulos.
Una matriz A es triangular superior si es cuadrada y para todos sus elementos se cumple que

αij = 0 si i > j. Aśı mismo, A es triangular inferior si es cuadrada y para todos sus elementos se
cumple que αij = 0 si j > i. De igual forma, A es una matriz triangular superior (inferior) estricta
si αij = 0 para i ≥ j (j ≥ i). Finalmente, una matriz es triangular superior (inferior) unidad si
αij = 0 si i > j (j > i) y αij = 1 si i = j.

Una matriz simétrica A es definida positiva si xTAx > 0 para todo vector x de dimensión
conforme con las dimensiones de la matriz.

Una matriz Q ∈ R
n×n es ortogonal si QTQ = QQT = In.

‖A‖ denota la norma matricial de la matriz A, que puede instanciarse como la 1-norma, la
2-norma, la ∞-norma o la norma de Frobenius [32]. ‖x‖2 denota la 2-norma vectorial de x ∈ R

n y

se define como ‖x‖2 =
√

x2
0 + x2

1 + · · ·+ x2
n−1.

En lo que respecta a los algoritmos, los que se incluyen en el presente documento se expresan
siguiendo la notación desarrollada en el proyecto FLAME, que ha sido presentada en el Aparta-
do 1.4.2



Caṕıtulo 2

Factorización de Cholesky en Disco

En este caṕıtulo se aborda la factorización de Cholesky de una matriz que, por su tamaño,
no es posible almacenar completamente en la memoria principal del sistema, por lo que reside
inicialmente en disco. Esta operación de descomposición es clave en la resolución de sistemas de
ecuaciones lineales cuando la matriz de coeficientes es simétrica y definida positiva. Nuestro trabajo
analiza, desde el punto de vista teórico y práctico, la implementación Out-of-Core (OOC) de las tres
variantes conocidas para el cálculo de esta factorización. Todos los algoritmos planteados realizan
los cálculos sobre tiles (bloques cuadrados de dimensión regular), que constituyen la unidad de
transferencia de datos entre disco y memoria principal, mejorando de este modo la eficiencia y la
escalabilidad de la solución.

Tres son las arquitecturas destino de los algoritmos OOC desarrollados, reflejo de la gama de
sistemas disponibles en la actualidad: una plataforma con un único procesador de propósito general,
una máquina con varios procesadores y/o núcleos (cores) de propósito general que comparten una
memoria común, y un sistema h́ıbrido compuesto por un procesador multinúcleo de propósito
general y un acelerador hardware de tipo GPU (graphics processor unit o procesador gráfico) con
memorias separadas.

El caṕıtulo está estructurado del modo siguiente. En la primera sección se define la factorización
de Cholesky, se justifica su utilidad, y se ofrecen dos formulaciones recursivas, una escalar y otra
por bloques, para su cálculo. En la Sección 2.2 se presentan las tres variantes algoŕıtmicas escalares
conocidas para el cálculo de la factorización de forma iterativa y las respectivas versiones por
bloques. Las implementaciones de estas variantes en forma de algoritmos OOC se discuten en
la Sección 2.3, que ilustra las aportaciones principales de la tesis mediante este primer ejemplo
de operación matricial. Las Secciones 2.4–2.6 recogen la evaluación del impacto experimental que
suponen las propuestas realizadas y, finalmente, la Sección 2.7 resume el contenido y aportaciones
del caṕıtulo.

2.1. Factorización de Cholesky

Una de las estrategias que se utilizan habitualmente para resolver sistemas de ecuaciones lineales
densos comienza con la factorización de la matriz de coeficientes, de manera que ésta se descompone
en el producto de dos matrices triangulares que se utilizan después para obtener la solución del
sistema inicial resolviendo sendos sistemas triangulares. La factorización LU y la factorización de
Cholesky son descomposiciones de este tipo.

29
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La factorización LU, combinada con un pivotamiento parcial de filas durante el proceso de
factorización, es el método comúnmente utilizado para resolver sistemas lineales generales del tipo
Ax = b. La factorización de Cholesky juega el mismo papel en sistemas en los que la matriz A es,
además, simétrica y definida positiva.

La siguiente definición establece las condiciones necesarias para que una matriz sea invertible,
condición indispensable para poder calcular estas dos factorizaciones.

Definición 1 Una matriz A ∈ R
n×n es invertible si sus columnas son linealmente independientes

y, por lo tanto, Ax = 0 si y sólo si x = 0, para todo x ∈ R
n .

Ya que este caṕıtulo está dedicado a la factorización de Cholesky, es conveniente recordar la
caracterización de las matrices simétricas definidas positivas.

Definición 2 Una matriz simétrica A ∈ R
n×n es definida positiva si y sólo si xTAx > 0 para todo

x ∈ R
n tal que x 6= 0.

Las matrices simétricas definidas positivas tienen los elementos de mayor magnitud en la diago-
nal (se dice que tienen una diagonal pesada) y, en consecuencia, no necesitan pivotamiento cuando
se factorizan [32]. De su propia definición se desprende que toda matriz simétrica definida positiva
es una matriz invertible.

Una vez conocida la definición de matriz simétrica definida positiva, podemos enunciar el teo-
rema que define la factorización de Cholesky.

Teorema 1 (Factorización de Cholesky) Si una matriz A ∈ R
n×n es simétrica y definida posi-

tiva, existe una única matriz triangular inferior L ∈ R
n×n, con elementos diagonales estrictamente

positivos, tal que A = LLT . A la matriz L se le denomina factor de Cholesky de A.

La demostración de este teorema puede encontrarse en la bibliograf́ıa [32]. Existe un teorema
análogo que define la factorización de Cholesky como A = UTU , con U ∈ R

n×n triangular superior,
aunque en esta tesis optamos por la forma triangular inferior del factor de Cholesky.

Una vez factorizada la matriz en el producto A = LLT , la solución del sistema lineal Ax = b
puede obtenerse resolviendo el sistema triangular inferior Ly = b, seguido de la resolución del
sistema triangular superior LTx = y. La resolución de estos sistemas triangulares cuando la matriz
reside en disco no se aborda expĺıcitamente en nuestro trabajo al presentar un coste de orden menor
frente al de la propia factorización; además, la operación de resolución de sistemas triangulares
aparece impĺıcitamente como una suboperación más dentro del procedimiento de cálculo de la
factorización de Cholesky.

2.1.1. Algoritmo escalar

A continuación se obtiene, mediante un proceso de derivación formal, un algoritmo para calcular
la factorización de Cholesky de una matriz A ∈ R

n×n simétrica definida positiva.
Consideremos la siguiente partición de la matriz de coeficientes densa A y su factor de Cholesky

L con estructura triangular inferior:

A =

(

α11 ⋆

a21 A22

)

, L =

(

λ11 0

l21 L22

)

,

siendo α11 y λ11 escalares, a21 y l21 vectores de n − 1 elementos, y A22 y L22 matrices de tamaño
(n − 1) × (n − 1) (el śımbolo ⋆ en la expresión anterior denota la parte simétrica de A, que no se
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referenciará durante el proceso de derivación). A partir de A = LLT, se tiene entonces que:

(

α11 ⋆

a21 A22

)

=

(

λ11 0

l21 L22

)(

λ11 lT21

0 LT
22

)

=

(

λ2
11 ⋆

λ11l21 l21l
T
21 + L22L

T
22

)

,

de donde se derivan las siguientes expresiones:

λ11 =
√

α11,
l21 = a21/λ11,

A22 − l21l
T
21 = L22L

T
22.

Se obtiene aśı una formulación recursiva de un algoritmo escalar para calcular la factorización de
Cholesky, en la que se sobreescriben los elementos de la parte triangular inferior de A con los del
factor de Cholesky L:

1. Particionar A =

(

α11 ⋆

a21 A22

)

.

2. α11 := λ11 =
√

α11.

3. a21 := l21 = a21/λ11.

4. A22 := A22 − l21l
T
21.

5. Continuar recursivamente con A = A22 en el paso 1.

Este algoritmo se dice que está orientado hacia la derecha (right–looking) porque, una vez
calculado un nuevo elemento de la diagonal del factor de Cholesky (λ11), las correspondientes
actualizaciones se aplican a la submatriz que queda a la derecha y por debajo del elemento calculado
(es decir, a a21 y A22).

Tal y como está formulado el algoritmo, sólo es necesario almacenar los elementos de la parte
triangular inferior de la matriz simétrica A. Además, estos mismos elementos de la matriz se
sobreescriben durante los cálculos con el resultado L. Por lo tanto, en el cálculo A22 := A22− l21l

T
21

sólo es necesario actualizar la parte triangular inferior de A22, operación a la que se conoce como
una actualización simétrica de rango 1. De este modo se reduce a la mitad el coste computacional
del algoritmo, que requiere un total de n3/3 operaciones aritméticas. (Por simplicidad, en todas
las expresiones de coste aritmético/computacional de los algoritmos, descartaremos los términos de
orden menor.)

El mayor volumen de cálculo del algoritmo anterior está en la actualización simétrica de rango 1,
que realiza O(n2) operaciones aritméticas sobre O(n2) datos. Esta relación entre volúmenes de
cálculo y de datos no permite obtener altas prestaciones, ya que por cada tres accesos a memoria se
realizan aproximadamente dos operaciones aritméticas (una resta y un producto). Para mejorar el
rendimiento, se debe reformular el algoritmo en términos de productos de matrices (o actualizaciones
de rango k), pues de este modo se incrementa la relación entre el número de operaciones aritméticas
y el de datos (por cada acceso a memoria se hacen más operaciones aritméticas), siendo posible una
mayor reutilización de los datos situados en los niveles de la caché más cercanos al procesador. Este
objetivo es el que persigue precisamente el algoritmo por bloques que se presenta a continuación.
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2.1.2. Algoritmo por bloques

Para obtener un algoritmo orientado a bloques, y que por tanto se base en operaciones matriz–
matriz, podemos realizar el siguiente particionado de las matrices A y L:

A =

(

A11 ⋆

A21 A22

)

, L =

(

L11 0

L21 L22

)

,

donde A11 y L11 son matrices de tamaño b× b (con b mucho menor que el tamaño de A), y A22 y
L22 matrices con (n − b) × (n − b) elementos. De A = LLT, con el particionado anterior tenemos
que:

(

A11 ⋆

A21 A22

)

=

(

L11 0

L21 L22

)(

LT
11 LT

21

0 LT
22

)

=

(

L11L
T
11 ⋆

L21L
T
11 L21L

T
21 + L22L

T
22

)

,

de donde se obtienen las expresiones:

L11L
T
11 = A11,

L21 = A21L
−T
11 ,

A22 − L21L
T
21 = L22L

T
22.

El algoritmo por bloques recursivo que calcula el factor de Cholesky de A, sobreescribiendo con
éste los correspondientes elementos de la parte triangular inferior de A, puede entonces formularse
como sigue:

1. Particionar A =

(

A11 ⋆

A21 A22

)

, siendo A11 de tamaño b× b (o menor, si A no es suficiente-

mente grande).

2. A11 := L11 tal que A11 = L11L
T
11. (Es decir, obtener el factor de Cholesky de A11.)

3. A21 := L21 = A21L
−T
11 .

4. A22 := A22 − L21L
T
21.

5. Continuar recursivamente con A = A22 en el paso 1.

Este algoritmo por bloques, al igual que el algoritmo escalar, está orientado hacia la derecha:
tras factorizar el bloque diagonal A11, se actualizan los bloques que yacen abajo y a la derecha de
éste. De nuevo sólo es necesario que A contenga los datos del triángulo inferior de la matriz. De
este modo, el cálculo del factor de Cholesky del bloque diagonal, A11 := L11, y la actualización
A22 := A22 − L21L

T
21 sólo se deben realizar sobre la parte correspondiente a dicho triángulo. El

coste de esta formulación por bloques es también de n3/3 operaciones aritméticas.
Este modo de plantear los algoritmos por bloques es el que se ha utilizado tradicionalmente

para resolver problemas matriciales de álgebra lineal, como por ejemplo se hace en las rutinas
de LAPACK [6]. En el algoritmo que nos ocupa, el cálculo del panel A21 y la actualización de la
submatriz A22 se pueden realizar con rutinas de BLAS 3. La mayor parte de los cálculos se realizan,
precisamente, en esta última operación, una actualización simétrica de rango b, que conlleva O(n2b)
operaciones sobre O(n2) datos. Si b≫ 1, mediante el algoritmo por bloques se consigue, por tanto,
aumentar la relación entre operaciones y datos, aumentando en consecuencia la reutilización de
éstos.
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2.2. Algoritmos en notación FLAME

Es conocido que existen distintas variantes algoŕıtmicas para calcular la factorización de Cho-
lesky, como sucede para muchas otras operaciones de álgebra lineal [32]. La Figura 2.1 muestra
las tres variantes algoŕıtmicas existentes, escalares (izquierda) y por bloques (derecha), para cal-
cular la factorización de Cholesky de una matriz A simétrica definida positiva. Estas variantes se
han obtenido utilizando la metodoloǵıa de derivación formal de algoritmos FLAME. Siguiendo la
práctica habitual, se sobreescribe la parte triangular inferior de A con el factor de Cholesky L,
quedando intacta la parte triangular superior estricta. En las variantes por bloques, la expresión
A := {L\A} = Chol unb(A) indica que el triángulo inferior del bloque A se sobreescribe con
su factor de Cholesky L, no alterándose la parte estrictamente triangular superior de la matriz.
Para obtener esta factorización podŕıa utilizarse el propio algoritmo por bloques con un tamaño
de bloque menor (formulación recursiva), alguna de las otras variantes por bloques, también con
un tamaño de bloque menor, o cualquiera de los algoritmos escalares. Esta última opción es la
escogida en la Figura 2.1. En la práctica, los algoritmos por bloques utilizan un tamaño de bloque
algoŕıtmico b̄ definido por el usuario que, en cada iteración, se fija en b como el mı́nimo entre b̄ y
el tamaño de ABR (el bloque que queda por factorizar y del cual se extrae A11 en esta iteración).

Con cualquiera de las variantes de la figura, el coste del cálculo del factor de Cholesky es de
n3/3 operaciones aritméticas.

A continuación revisamos la notación FLAME usando la variante 1 del algoritmo por bloques
para el cálculo de la factorización de Cholesky. Una caracteŕıstica importante de esta notación es
que los algoritmos reflejan, casi de manera gráfica, las operaciones que se realizan. En la Figura 2.2
se muestran las acciones que tienen lugar en cada uno de los pasos del algoritmo por bloques
correspondiente a la variante 1 de la Figura 2.1. En la figura se ilustra también el particionado y
reparticionado de la matriz.

Inicialmente se particiona la matriz A en cuatro bloques: ATL, ATR, ABL y ABR, estando los tres
primeros vaćıos (el tamaño de ATL es 0×0 y, por tanto, ATR tiene cero filas y ABL cero columnas).
De este modo, al comienzo de la primera iteración del bucle, el bloque ABR está formado por todos
los elementos de A.

En cada iteración, el bloque ABR se divide a su vez en otros cuatro bloques, A11, A21, A12

y A22, tal y como se muestra en la Figura 2.2. Los elementos del factor L correspondientes a los
dos primeros de estos bloques, A11 y A21, son calculados en la iteración actual, y después A22 es
actualizado. De esta forma se sobreescriben el triángulo inferior del bloque A11 y todo el contenido
de A21, con los correspondientes elementos del factor de Cholesky L. Las operaciones que se realizan
son las que forman el cuerpo del bucle:

A11 := {L\A}11 = Chol unb(A11),

(trsm) A21 := A21tril(A11)
−T,

(syrk) A22 := A22 −A21A
T
21.

(2.1)

Junto a las dos últimas operaciones, y entre paréntesis, se ha indicado el nombre de la rutina BLAS
que realiza la operación que aparece a su derecha. La función tril(·) devuelve la parte triangular
inferior de la matriz que se le pasa como parámetro. Su utilización indica, en nuestro caso, que
la operación A21 := A21tril(A11)

−T corresponde a la resolución de un sistema triangular. Cabe
recordar que solamente se actualiza la parte triangular inferior del bloque A22.
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Algorithm: A := Chol unb(A)

Partition A→
 

ATL ATR

ABL ABR

!

where ATL is 0× 0

while m(ATL) < m(A) do

Repartition

 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 a01 A02

aT

10 α11 aT

12

A20 a21 A22

1

C

C

A

where α11 is 1× 1

Variante 1:

α11 :=
√

α11

a21 := a21/α11

A22 := A22 − a21a
T

21

Variante 2:

aT

10 := aT

10tril(A−T

00
)

α11 := α11 − a10a
T

10

α11 :=
√

α11

Variante 3:

α11 := α11 − a10a
T

10

α11 :=
√

α11

a21 := a21 − A20a
T

10

a21 := a21/α11

Continue with
 

ATL ATR

ABL ABR

!

←

0

B

B

@

A00 a01 A02

aT

10 α11 aT

12

A20 a21 A22

1

C

C

A

endwhile

Algorithm: A := Chol blk(A)

Partition A→
 

ATL ATR

ABL ABR

!

where ATL is 0× 0

while m(ATL) < m(A) do

Determine block size b
Repartition

 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

where A11 is b× b

Variante 1:

A11 := {L\A}11 = Chol unb(A11)

A21 := A21tril(A11)
−T

A22 := A22 − A21A
T

21

Variante 2:

A10 := A10tril(A00)
−T

A11 := A11 − A10A
T

10

A11 := {L\A}11 = Chol unb(A11)

Variante 3:

A11 := A11 − A10A
T

10

A11 := {L\A}11 = Chol unb(A11)

A21 := A21 − A20A
T

10

A21 := A21tril(A11)
−T

Continue with
 

ATL ATR

ABL ABR

!

←

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

endwhile

Figura 2.1: Variantes de los algoritmos escalares (izquierda) y por bloques (derecha) para calcular la
factorización de Cholesky.

Al finalizar la iteración actual, se avanza en la matriz recuperando el particionado 2× 2 sobre
la misma, quedando el nuevo bloque ABR formado únicamente por los elementos que compońıan
A22. De esta forma, en la siguiente iteración las operaciones sobre la matriz se aplican de nuevo
sobre el bloque ABR que se acaba de definir.
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Figura 2.2: Desarrollo de la variante 1 del algoritmo por bloques de la Figura 2.1.
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Algorithm: A := Chol blk var1(A)

Partition A→
(

ATL ATR

ABL ABR

)

where ATL is 0× 0

while m(ATL) < m(A) do

Determine block size b
Repartition
(

ATL ATR

ABL ABR

)

→









A00 A01 A02

A10 A11 A12

A20 A21 A22









where A11 is b× b

A11 := {L\A}11 = Chol unb(A11)

A21 := A21tril(A11)
−T

A22 := A22 −A21A
T

21

Continue with
(

ATL ATR

ABL ABR

)

←









A00 A01 A02

A10 A11 A12

A20 A21 A22









endwhile

FLA_Error FLA_Chol_blk_var1( FLA_Obj A, int nb_alg )

{ FLA_Obj ATL, ATR, A00, A01, A02,

ABL, ABR, A10, A11, A12,

A20, A21, A22;

int b;

FLA_Part_2x2( A, &ATL, &ATR,

&ABL, &ABR, 0, 0, FLA_TL );

while ( FLA_Obj_length( ATL ) < FLA_Obj_length( A ) )

{ b = min( FLA_Obj_length(ABR), nb_alg );

FLA_Repart_2x2_to_3x3(

ATL, /**/ ATR, &A00, /**/ &A01, &A02,

/* ************* */ /* ******************** */

&A10, /**/ &A11, &A12,

ABL, /**/ ABR, &A20, /**/ &A21, &A22,

b, b, FLA_BR );

/*---------------------------------------------*/

FLA_Chol_unb_var1( A11 );

FLA_Trsm( FLA_RIGHT, FLA_LOWER_TRIANGULAR,

FLA_TRANSPOSE, FLA_NONUNIT_DIAG,

FLA_ONE, A11,

A21 );

FLA_Syrk( FLA_LOWER_TRIANGULAR, FLA_NO_TRANSPOSE,

FLA_MINUS_ONE, A21,

FLA_ONE, A22 );

/*---------------------------------------------*/

FLA_Cont_with_3x3_to_2x2(

&ATL, /**/ &ATR, A00, A01, /**/ A02,

A10, A11, /**/ A12,

/* *************** */ /* ****************** */

&ABL, /**/ &ABR, A20, A21, /**/ A22,

FLA_TL );

}

return FLA_SUCCESS;

}

Figura 2.3: Variante 1 del algoritmo por bloques para calcular la factorización de Cholesky (izquierda) e
implementación FLAME/C correspondiente (derecha).

El algoritmo termina cuando el bloque ABR queda vaćıo, es decir, cuando el número de filas del
bloque ATL coincide con el número de filas de la matriz A. De esta manera, el bucle del algoritmo
se repite mientras m(ATL) < m(A), donde m(·) denota el número de filas de una matriz.

A partir de los algoritmos aśı diseñados es sencillo obtener código ejecutable en lenguaje C
mediante la API FLAME/C. La Figura 2.3 muestra la variante 1 del algoritmo por bloques para
la factorización de Cholesky (izquierda) y su implementación usando las rutinas de FLAME/C
(derecha). En esta implementación, el particionado inicial de A para obtener ATL, ATR, ABL

y ABR se realiza mediante la rutina FLA Part 2x2, mientras que el reparticionado con el que
comienza cada iteración se lleva a cabo mediante la rutina FLA Repart 2x2 to 3x3, que obtiene los
bloques A11, A21, A12 y A22 a partir de ABR. El tamaño de bloque definido por el usuario viene
dado por nb alg y se utiliza en cada iteración para determinar el tamaño de bloque b como el
mı́nimo entre dicho valor y el número de filas de ABR, que se obtiene mediante FLA Obj length. A
continuación se llevan a cabo los cálculos. En primer lugar se realiza la factorización de Cholesky del
bloque A11 mediante la llamada a la rutina FLA Chol unb var1. Esta rutina implementa mediante
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FLAME/C el algoritmo escalar correspondiente a la variante 1 de la Figura 2.1. Seguidamente se
realizan las actualizaciones de los bloques A21 y A22 mediante las rutinas FLA Trsm y FLA Syrk,
respectivamente. Estas dos rutinas pertenecen a la biblioteca libflame (Sección 1.4 del Caṕıtulo 1)
e implementan las operaciones de BLAS trsm y syrk, con la particularidad de que los parámetros
son objetos de FLAME. Para avanzar en la matriz, se recupera el particionado 2 × 2 al final de
cada iteración del bucle mediante la rutina FLA Cont with 3x3 to 2x2.

2.2.1. Algoritmos FLAME orientados a bloques

En el cuerpo del bucle de la variante 1 del algoritmo por bloques, mostrado en la Figura 2.3,
se trabaja sobre bloques, aunque no todos ellos son de las mismas dimensiones. Sin embargo, por
simplicidad, consideraremos de ahora en adelante que el tamaño de la matriz n es un múltiplo
exacto del tamaño de bloque b. Otro modo de plantear algoritmos por bloques es concebir el bloque
como la unidad de cálculo, de manera que todas las operaciones involucren a bloques del mismo
tamaño, b × b. Denominaremos a éstos como algoritmos orientados a bloques para distinguirlos
de los tradicionales algoritmos por bloques, presentados hasta el momento. Mediante este tipo de
algoritmos se puede obtener un mayor grado de paralelismo y además se mejora la localidad de
referencia [52]. Este tipo de planteamiento es también el más adecuado cuando se trata de trabajar
con matrices en disco, ya que, como veremos más adelante, es fácil plantear una equivalencia entre
el bloque y la unidad de almacenamiento en disco, conocida como tile, y en consecuencia entre los
algoritmos orientados a bloques y los algoritmos OOC.

FLAME proporciona la API FLASH [44] que explota el encapsulamiento que FLAME/C hace
de la información de la matriz en un objeto. Esto facilita trabajar con matrices de matrices, es
decir, matrices cuyos elementos son, a su vez, matrices, estableciéndose una jerarqúıa de matrices
de varios niveles.

La Figura 2.4 muestra, a la izquierda, la implementación correspondiente a la variante 1 del
algoritmo orientado a bloques para la factorización de Cholesky, utilizando la API FLASH. Esta
implementación es muy similar a la del algoritmo por bloques, realizada utilizando la API de
FLAME/C, que se mostró en la Figura 2.3 (derecha). La diferencia fundamental entre ambas
reside en la función de repartición FLA Repart 2x2 to 3x3: en el caso de FLAME/C el tamaño
para A11 es b× b (contiene b2 elementos escalares), mientras que en FLASH el bloque A11 es 1× 1,
ya que es un elemento “escalar” de una matriz de matrices.

En la implementación orientada a bloques, las rutinas FLASH Trsm y FLASH Syrk deben definirse
de manera que descompongan los cálculos en operaciones sobre bloques de dimensión b × b, tal y
como se muestra en las Figuras 2.4 (derecha) y 2.5.

Para ilustrar el funcionamiento de la implementación orientada a bloques se desarrolla en detalle
un ejemplo para una matriz formada por 4× 4 submatrices:

A =









Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33









.
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FLA_Error FLASH_Chol_by_blocks_var1( FLA_Obj A )

{

FLA_Obj ATL, ATR, A00, A01, A02,

ABL, ABR, A10, A11, A12,

A20, A21, A22;

FLA_Part_2x2( A, &ATL, &ATR,

&ABL, &ABR, 0, 0, FLA_TL );

while ( FLA_Obj_length( ATL ) < FLA_Obj_length( A ) ) {

FLA_Repart_2x2_to_3x3(

ATL, /**/ ATR, &A00, /**/ &A01, &A02,

/* ************* */ /* ******************** */

&A10, /**/ &A11, &A12,

ABL, /**/ ABR, &A20, /**/ &A21, &A22,

1, 1, FLA_BR );

/*---------------------------------------------*/

FLA_Chol_blk_var1( FLASH_MATRIX_AT( A11 ) );

FLASH_Trsm( FLA_RIGHT, FLA_LOWER_TRIANGULAR,

FLA_TRANSPOSE, FLA_NONUNIT_DIAG,

FLA_ONE, A11,

A21 );

FLASH_Syrk( FLA_LOWER_TRIANGULAR, FLA_NO_TRANSPOSE,

FLA_MINUS_ONE, A21,

FLA_ONE, A22 );

/*---------------------------------------------*/

FLA_Cont_with_3x3_to_2x2(

&ATL, /**/ &ATR, A00, A01, /**/ A02,

A10, A11, /**/ A12,

/* *************** */ /* ****************** */

&ABL, /**/ &ABR, A20, A21, /**/ A22,

FLA_TL );

}

return FLA_SUCCESS;

}

void FLASH_Trsm_rltn( FLA_Obj alpha, FLA_Obj L,

FLA_Obj B )

/* Special case with mode parameters

FLASH_Trsm( FLA_RIGHT, FLA_LOWER_TRIANGULAR,

FLA_TRANSPOSE, FLA_NONUNIT_DIAG,

... )

Assumption: L consists of one block and

B consists of a column of blocks */

{

FLA_Obj BT, B0,

BB, B1,

B2;

FLA_Part_2x1( B, &BT,

&BB, 0, FLA_TOP );

while ( FLA_Obj_length( BT ) < FLA_Obj_length( B ) ) {

FLA_Repart_2x1_to_3x1( BT, &B0,

/* ** */ /* ** */

&B1,

BB, &B2, 1, FLA_BOTTOM );

/*---------------------------------------------*/

FLA_Trsm( FLA_RIGHT, FLA_LOWER_TRIANGULAR,

FLA_TRANSPOSE, FLA_NONUNIT_DIAG,

alpha, FLASH_MATRIX_AT( L ),

FLASH_MATRIX_AT( B1 ) );

/*---------------------------------------------*/

FLA_Cont_with_3x1_to_2x1( &BT, B0,

B1,

/* ** */ /* ** */

&BB, B2, FLA_TOP );

}

}

Figura 2.4: Implementación FLASH de la variante 1 orientada a bloques de la factorización de Cholesky
(izquierda) e implementación FLASH de la función FLASH Trsm utilizada en este algoritmo (derecha).

El bucle principal de la rutina FLASH Chol by blocks var1 realizará cuatro iteraciones y, al
principio de cada iteración, el particionado contendrá los bloques que se muestran a continuación:





A00 A01 A02

A10 A11 A12

A20 A21 A22



 =

1a iteración












Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33













,

2a iteración












Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33













,

3a iteración












Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33













,

4a iteración












Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33













.

Utilizando la notación algoŕıtmica de la Figura 2.3 (izquierda), las siguientes expresiones espe-
cifican las operaciones que se realizan sobre los bloques de la matriz en la primera iteración del
bucle:
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void FLASH_Syrk_ln( FLA_Obj alpha, FLA_Obj A,

FLA_Obj beta, FLA_Obj C )

/* Special case with mode parameters

FLASH_Syrk( FLA_LOWER_TRIANGULAR, FLA_NO_TRANSPOSE,

... )

Assumption: A is a column of blocks (column panel) */

{

FLA_Obj AT, A0, CTL, CTR, C00, C01, C02,

AB, A1, CBL, CBR, C10, C11, C12,

A2, C20, C21, C22;

FLA_Part_2x1( A, &AT,

&AB, 0, FLA_LEFT );

FLA_Part_2x2( C, &CTL, &CTR,

&CBL, &CBR, 0, 0, FLA_TL );

while ( FLA_Obj_length( AL ) < FLA_Obj_length( A ) ) {

FLA_Repart_2x1_to_3x1( AT, &A0,

/* ** */ /* ** */

&A1,

AB, &A2, 1, FLA_BOTTOM );

FLA_Repart_2x2_to_3x3(

CTL, /**/ CTR, &C00, /**/ &C01, &C02,

/* ************* */ /* ******************** */

&C10, /**/ &C11, &C12,

CBL, /**/ CBR, &C20, /**/ &C21, &C22,

1, 1, FLA_BR );

/*---------------------------------------------*/

FLA_Syrk( FLA_LOWER_TRIANGULAR, FLA_NO_TRANSPOSE,

alpha, FLASH_MATRIX_AT( A1 ),

beta, FLASH_MATRIX_AT( C11 ) );

FLASH_Gepb( FLA_NO_TRANSPOSE, FLA_TRANSPOSE,

alpha, A2,

A1,

beta, C21 );

/*---------------------------------------------*/

FLA_Cont_with_3x1_to_2x1( &AT, A0,

A1,

/* ** */ /* ** */

&AB, A2, FLA_TOP );

FLA_Cont_with_3x3_to_2x2(

&CTL, /**/ &CTR, C00, C01, /**/ C02,

/* ************** */ /* ****************** */

&CBL, /**/ &CBR, C20, C21, /**/ C22,

FLA_TL );

}

}

void FLASH_Gepb_nt( FLA_Obj alpha, FLA_Obj A,

FLA_Obj B,

FLA_Obj beta, FLA_Obj C )

/* Special case with mode parameters

FLASH_Gepb( FLA_NO_TRANSPOSE, FLA_TRANSPOSE,

... )

Assumption: B is a block and

A, C are columns of blocks (column panels) */

{

FLA_Obj AT, A0, CT, C0,

AB, A1, CB, C1,

A2, C2;

FLA_Part_2x1( A, &AT,

&AB, 0, FLA_TOP );

FLA_Part_2x1( C, &CT,

&CB, 0, FLA_TOP );

while ( FLA_Obj_length( AT ) < FLA_Obj_length( A ) ) {

FLA_Repart_2x1_to_3x1( AT, &A0,

/* ** */ /* ** */

&A1,

AB, &A2, 1, FLA_BOTTOM );

FLA_Repart_2x1_to_3x1( CT, &C0,

/* ** */ /* ** */

&C1,

CB, &C2, 1, FLA_BOTTOM );

/*---------------------------------------------*/

FLA_Gemm( FLA_NO_TRANSPOSE, FLA_TRANSPOSE,

alpha, FLASH_MATRIX_AT( A1 ),

FLASH_MATRIX_AT( B ),

beta, FLASH_MATRIX_AT( C1 ) );

/*---------------------------------------------*/

FLA_Cont_with_3x1_to_2x1( &AT, A0,

A1,

/* ** */ /* ** */

&AB, A2, FLA_TOP );

FLA_Cont_with_3x1_to_2x1( &CT, C0,

C1,

/* ** */ /* ** */

&CB, C2, FLA_TOP );

}

}

Figura 2.5: Implementación FLASH de la función FLASH Syrk utilizada en el algoritmo orientado a bloques
de la variante 1 de la factorización de Cholesky.
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A11 := {L\A}11 = Chol(A11) ≡ Ā00 := {L\Ā}00 = Chol(Ā00), (2.2)

A21 := A21tril(A11)
−T ≡









Ā10

Ā20

Ā30









:=









Ā10

Ā20

Ā30









tril(Ā00)
−T

, (2.3)

A22 := A22 −A21A
T
21 ≡









Ā11 ⋆ ⋆

Ā21 Ā22 ⋆

Ā31 Ā32 Ā33









:=









Ā11 ⋆ ⋆

Ā21 Ā22 ⋆

Ā31 Ā32 Ā33









−









Ā10

Ā20

Ā30

















Ā10

Ā20

Ā30









T

. (2.4)

Puesto que la operación (2.3) trabaja sobre un panel de bloques, se ha desarrollado la rutina
FLASH Trsm (ver la parte derecha en la Figura 2.4), de manera que las operaciones básicas se
realicen sobre bloques y sea también aśı un algoritmo orientado a bloques. Cuando se utiliza esta
rutina para resolver el sistema triangular en (2.3), que tiene la forma B := BL−T, se llevan a cabo
tres iteraciones del bucle:





B0

B1

B2



 =

1a iteración








Ā10

Ā20

Ā30









,

2a iteración








Ā10

Ā20

Ā30









,

3a iteración








Ā10

Ā20

Ā30









.

Las siguientes expresiones muestran las operaciones sobre bloques de la matriz que se llevan a cabo
en cada una de estas tres iteraciones:

B1 := B1L
−T ≡ Ā10 := Ā10tril(Ā00)

−T
1a iteración, (2.5)

B1 := B1L
−T ≡ Ā20 := Ā20tril(Ā00)

−T
2a iteración, (2.6)

B1 := B1L
−T ≡ Ā30 := Ā30tril(Ā00)

−T
3a iteración. (2.7)

Del mismo modo, y puesto que la actualización de rango b en (2.4) involucra a una submatriz de
bloques, se han desarrollado las rutinas orientadas a bloques de la Figura 2.5.

Hemos utilizado la variante 1 del algoritmo que calcula la factorización de Cholesky para mostrar
cómo pueden descomponerse las diferentes operaciones del algoritmo de modo que éstas operen sobre
los componentes de una matriz de submatrices. Esta misma transformación puede desarrollarse para
las variantes 2 y 3 de la factorización. De esta forma obtendŕıamos algoritmos orientados a bloques
para todas la variantes. A continuación se establece la relación entre los algoritmos orientados a
bloques y los algoritmos OOC.

2.3. Implementaciones OOC para la factorización de Cholesky

Transformar los algoritmos orientados a bloques en algoritmos OOC simplemente requiere con-
siderar que cada bloque es un tile (bloque cuadrado en disco), e insertar en el código las operaciones
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de entrada/salida (E/S) necesarias para leer/escribir los tiles de/en disco. En particular, resulta
interesante almacenar las matrices en disco de modo que los elementos del mismo tile se encuentren
en posiciones próximas entre śı en el disco. Esto puede conseguirse, por ejemplo, si cada tile se
almacena en un fichero distinto (salvo fragmentación). Si la unidad básica de operación es el tile,
con los algoritmos orientados a bloques resulta sencillo saber, en cada momento y sin manejo de
sub́ındices, qué tiles se deben leer de disco para trabajar con ellos, escribiendo después aquellos que
hayan sido actualizados.

En esta sección se presentan las distintas implementaciones desarrolladas para calcular la fac-
torización de Cholesky OOC. Cada implementación introduce una nueva aportación que da t́ıtulo
al apartado en que se presenta. Estas aportaciones suponen mejoras con mayor o menor impacto,
como se verá en las secciones dedicadas a los experimentos, siendo siempre nuestro objetivo que las
prestaciones de las implementaciones OOC igualen a las prestaciones de la implementación in-core .
Si esto se consigue, el tamaño del problema sólo estará restringido por el tamaño del disco, sin que
el rendimiento se vea afectado negativamente por los accesos a disco que requiere el trabajo OOC.

2.3.1. Variantes algoŕıtmicas

En la Figura 2.1 se mostraban las tres variantes algoŕıtmicas para la factorización de Cholesky.
En este apartado se realiza un estudio de la implementación OOC de los correspondientes algoritmos
orientados a bloques. A estas implementaciones se las denominará a partir de ahora variantes
tradicionales, para distinguirlas de las sucesivas mejoras que les iremos incorporando. Para las
implementaciones OOC tradicionales se ha desarrollado una pequeña API que permite gestionar
los objetos OOC y la E/S, y que aparece descrita en el Apéndice A.

Consideremos que la matriz a factorizar A es una matriz de 7× 7 submatrices, donde cada una
de estas submatrices es un tile:

A =











Ā00 Ā01 . . . Ā06

Ā10 Ā11 . . . Ā16

...
...

. . .
...

Ā60 Ā61 . . . Ā63











.

Cada tile se almacena en un fichero y es de tamaño t × t. Se considera por simplicidad que el
tamaño de la matriz n es un múltiplo exacto de t. Las Figuras 2.6, 2.7 y 2.8 muestran, mediante
un ejemplo, cómo proceden los cálculos en las tres variantes implementadas, aśı como las lecturas
y escrituras de tiles. Como se puede observar, éstos se van leyendo de disco conforme va siendo
necesario y, cada vez que uno de ellos es actualizado, se escribe en disco inmediatamente.
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Ā33Ā33Ā33

Ā33Ā33Ā33

Ā33

Ā33

Ā43Ā43Ā43

Ā43

Ā43Ā43Ā43

Ā43

Ā53Ā53

Ā53 Ā53

Ā53

Ā53

Ā53

Ā53

Ā63

Ā63

Ā63

Ā63

Ā63

Ā63

Ā63

Ā63

Ā44

Ā44

Ā54

Ā54

Ā64

Ā64

Ā55

Ā55

Ā65

Ā65 Ā66

Ā66

Ā33 := {L\Ā}33 = Chol(Ā33)

Ā43 := Ā43tril(Ā33)
−T

Ā53 := Ā53tril(Ā33)
−T

Ā63 := Ā63tril(Ā33)
−T

Ā44 := Ā44 − Ā43Ā
T
43 Ā54 := Ā54 − Ā53Ā

T
43 Ā64 := Ā64 − Ā63Ā

T
43

Ā55 := Ā55 − Ā53Ā
T
53 Ā65 := Ā65 − Ā63Ā

T
53 Ā66 := Ā66 − Ā63Ā

T
63

S
Y

R
K

S
Y

R
K

S
Y

R
K

C
H

O
L

T
R
S
M

memoria

memoria

memoria

memoria

Figura 2.6: Operaciones aritméticas y de E/S que se realizan en la cuarta iteración de la variante 1 de la
factorización de Cholesky OOC, cuando se factoriza una matriz de 7× 7 tiles.
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Ā21
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Ā31
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−T
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Ā33 := Ā33 − Ā30Ā
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Figura 2.7: Operaciones aritméticas y de E/S que se realizan en la cuarta iteración de la variante 2 de la
factorización de Cholesky OOC, cuando se factoriza una matriz de 7× 7 tiles.
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Ā30
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Ā40
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Ā62
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T
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Figura 2.8: Operaciones aritméticas y de E/S que se realizan en la cuarta iteración de la variante 3 de la
factorización de Cholesky OOC, cuando se factoriza una matriz de 7× 7 tiles.
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En los tres casos nos hemos situado en la cuarta iteración del bucle, en la que A11, el bloque
central del reparticionado 3× 3 que se realiza al inicio de cada iteración, corresponde al tile Ā33:
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En cada ĺınea se ha indicado, a la izquierda, la operación que se realiza y sobre la matriz se
señalan los tiles implicados. Ya que éstos han de estar residentes en la memoria principal (RAM),
el contenido de esta última se ha representado bajo la matriz, mostrándose los tiles que almacena en
cada momento, aśı como los tiles que se deben leer y escribir de/en disco (flechas hacia arriba y hacia
abajo, respectivamente). Los tiles residentes en memoria que son reutilizados entre operaciones
aparecen en color azul, mientras que en rosa aparecen los que se deben leer desde el disco. De
la representación mostrada se concluye que, para poder realizar las ejecuciones, es necesario que
quepan tres tiles completos en memoria, por lo que el tamaño máximo del tile estará restringido
por el tamaño de la memoria principal.

Cuando se realizan implementaciones que utilizan datos que residen en disco (OOC), hay una
diferencia importante entre la variante 1 (right–looking) y las variantes 2 y 3 (left–looking), pues
estas últimas requieren menos escrituras. Esto se puede observar en la Figura 2.6, correspondiente a
la variante 1. Las operaciones syrk actualizan parcialmente la submatriz A22 que, en cada iteración,
incluye un subconjunto de los tiles que conteńıa en la iteración anterior. Por ejemplo, el tile Ā66

formará parte de A22 en todas las iteraciones, excepto en la última, que es cuando se factoriza. Por
lo tanto será actualizado parcialmente 6 veces, y en cada una de estas ocasiones será léıdo y escrito
de/en disco. La variante 3 también realiza actualizaciones parciales, pero mientras que la variante 1
las realiza sobre una matriz de tiles (A22), la variante 3 las hace sobre un vector de tiles (A21).
En consecuencia, el orden del coste de las escrituras es más reducido en esta variante. Lo mismo
sucede para la variante 2. Esta última es la que presenta un menor número de escrituras, puesto
que no realiza ninguna actualización parcial: cada tile es escrito una sola vez cuando se actualiza,
excepto los tiles diagonales que son escritos dos veces: una primera al ser actualizados respecto a
los tiles de su izquierda y la segunda al ser obtenida su factorización de Cholesky. La Tabla 2.1
muestra el coste de la E/S de las tres variantes de la factorización de Cholesky. Se ha considerado
que la matriz a factorizar, de tamaño n × n, está dividida tiles de tamaño t × t cada uno, por lo
que el tamaño en tiles es s× s, siendo s = n/t.

Cuando se trata de comparar las variantes 2 y 3, esta última es la utilizada tradicionalmente
por seguir una orientación por columnas: en cada iteración se calcula (y por lo tanto se escribe)
una columna de la matriz. La variante 2 es menos popular por trabajar, en cada iteración, sobre
una fila de la matriz, algo que resulta ser un inconveniente cuando las matrices se almacenan por
columnas, como es habitual en Fortran. En el caso de OOC no afecta negativamente el escribir por
filas de tiles ya que, en nuestro caso, cada tile se almacena en un fichero distinto. Cada fichero,
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Algoritmo Lecturas Escrituras

Variante 1 2s3+3s2+7s
6

s3+3s2+2s
6

Variante 2 2s3+3s2+7s
6

s2+3s
2

Variante 3 2s3+3s2+13s
6

s2 + s

Tabla 2.1: Número de lecturas y escrituras de tiles (coste teórico de la E/S) de las distintas variantes de la
factorización de Cholesky. (El número de elementos léıdos/escritos puede obtenerse fácilmente multiplicando

estos valores por el tamaño del tile: t× t.)
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Figura 2.9: Coste teórico de la E/S de las tres variantes tradicionales de la factorización de Cholesky, en
función del tamaño de tile para una matriz de tamaño n = 40.960 (izquierda) y 102.400 (derecha).

sin embargo, sigue almacenando los elementos del tile por columnas, por lo que śı es importante el
orden en que se accede a los elementos internos de éstos.

La gráfica en la izquierda de la Figura 2.9 muestra el coste teórico de la E/S para las tres
variantes de la factorización de Cholesky para una matriz de tamaño n = 40.960. Se observa que la
variante 2 es la que menor coste presenta para todos los tamaños de tile, mientras que las variantes 1
y 3 intercambian sus papeles a partir de un tamaño de tile elevado (t & n/4). Esto mismo sucede
para matrices de gran tamaño (n=102.400), como muestra la gráfica en la derecha de la Figura 2.9.

Para poder llevar a cabo la ejecución de las tres variantes será preciso ajustar el tamaño de
los tiles de modo que, al menos, quepan tres de ellos en memoria en todo momento. Además, en
este primer estudio teórico se concluye que los tiles más grandes no aseguran necesariamente las
mejores prestaciones, por lo que una tarea que deberemos realizar experimentalmente será la de
determinar el tamaño de tile óptimo para cada variante y tamaño de problema.

2.3.2. Uso de una caché software

En las aplicaciones OOC la latencia de la E/S a menudo se convierte en un cuello de botella, por
lo que nuestras propuestas de mejora estarán enfocadas a paliar su impacto. En el apartado anterior
se ha comprobado que, a partir de cierto umbral, el coste de la E/S depende poco del tamaño de
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tile, por lo que se intuye que no es necesario ocupar toda la memoria llenándola mediante unos
pocos tiles de gran dimensión. Por contra, es posible contemplar la memoria disponible como si de
una caché se tratara, llenándola con un mayor número de tiles de menor tamaño. Del mismo modo
que los procesadores utilizan la memoria caché para reducir los accesos a memoria, nos planteamos
utilizar la memoria RAM disponible como una memoria caché del disco. Si se saca buen partido
de la caché será posible ahorrar accesos a disco, por lo que se reducirá la influencia de la E/S y
podrán mejorar las prestaciones.

Para implementar una memoria de caché se debe escoger una organización que determine cómo
emparejar (mapear) los tiles de la matriz en disco con los bloques (ĺıneas) de la caché, gestionada
por software, en memoria. Cada bloque de la caché será del tamaño de un tile. Ya que la caché es
más pequeña que la matriz a factorizar, es necesario compartir los mismos bloques de caché por
parte de distintos tiles. El modo en que se mapeen los tiles a los bloques de caché puede afectar a la
ejecución del programa, ya que si dos tiles que son muy accedidos se mapean sobre el mismo bloque
de caché, la tasa de fallos de caché será más alta de lo deseable. Las memorias caché se pueden
organizar de varias formas: mapeo directo, completamente asociativa y asociativa por conjuntos [28].
Veamos brevemente cómo aplicar estas organizaciones a la caché que queremos implementar para
el programa.

El mapeo directo corresponde a la organización más simple. Si en la caché caben c bloques
(recordemos que cada uno alojará un tile), los primeros c tiles de la matriz se mapean directamente
en los c bloques de la caché. Lo mismo sucede con los siguientes c tiles y con el resto de conjuntos de
c tiles de la matriz. Aśı, determinar el bloque en el que se debe cargar un determinado tile es rápido
y sencillo. El problema con este tipo de mapeo se presenta cuando se accede a una secuencia de tiles
que recaen sobre el mismo bloque de caché. Cada acceso provoca un fallo de caché, siendo necesario
vaciar el bloque que se acaba de cargar. A la sobrecarga que produce este tipo de situaciones en las
memorias caché hardware se le denomina trashing y, cuando éste es muy alto, la caché se convierte
en un lastre en lugar de una ventaja.

En el extremo opuesto del mapeo directo se encuentra la caché completamente asociativa, en
la que cualquier tile puede mapearse sobre cualquiera de los bloque de la caché. Este tipo de
memorias contienen información sobre los datos que alojan. Cuando se busca un tile, se debe
consultar el contenido de todos los bloques de caché. Si ninguno coincide, hay un fallo de caché y se
debe escoger un bloque de caché para ser reemplazado. Normalmente se escoge aquel que hace más
tiempo que ha sido usado (poĺıtica de reemplazo LRU). El problema del trashing no es habitual
con las memorias caché completamente asociativas. Sin embargo, estas memorias son más lentas al
requerir una gestión más compleja, que incluye la poĺıtica de reemplazo y el tiempo de búsqueda
del bloque en la caché.

Si se sitúan dos (cuatro, ocho,. . . ) memorias caché de mapeo directo una junto a otra y se
hace que cada tile corresponda a un bloque de caché de cada una de las memorias, tendremos una
caché asociativa por conjuntos. Con esta configuración, cuando se debe traer un tile a la caché, se
reemplaza aquel de los dos (cuatro, ocho,. . . ) bloques que hace más tiempo que se ha usado. La
búsqueda y el reemplazo se realizan como en la caché completamente asociativa, con la diferencia
de que ahora sólo se debe buscar/escoger entre dos (cuatro, ocho,. . . ) bloques y no entre todos
ellos, por lo que será más rápida.

Una memoria caché asociativa por conjuntos es más inmune al problema del trashing que una
memoria del mismo tamaño de mapeo directo y tiene una gestión más ágil que la caché comple-
tamente asociativa, por lo que ésta es la organización que se ha escogido para implementar la
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1 void FLA_Trsm_OOCwrapper( FLA_Obj alpha, FLA_Obj L, FLA_Obj B )

2 /* OOC wrapper for FLA_Trsm */

3 {

4 Task *task;

5
6 FLAOOC_Create_task( &task, FLA_Trsm, 1, 2 );

7
8 FLAOOC_Set_task_out_operand( task, B );

9 FLAOOC_Set_task_in_operand( task, B );

10 FLAOOC_Set_task_in_operand( task, L );

11
12 FLAOOC_Push_task( task );

13
14 }

Figura 2.10: Rutinas intermedias para utilizar el sistema de caché.

memoria caché. La poĺıtica de reemplazo implementada es la LRU y el número de bloques de la
caché está en función del tamaño de la RAM y del tamaño de tile. En particular, la caché ocupa
una parte importante de la memoria disponible, dejando el resto para el sistema operativo y el
programa ejecutable.

Para esta nueva implementación se ha desarrollado además un entorno de ejecución, o run-
time, que se encarga de determinar, en cada momento, qué tiles se deben leer y escribir. En primer
lugar, el sistema ejecuta el código de manera simbólica, generando una lista de tareas pendientes
de ejecución, y anotando para cada una de éstas los tiles de entrada y de salida. Para ello se han
sustituido las llamadas a las rutinas de libflame (FLA Trsm, FLA Syrk y FLA Gemm ) por llamadas a
unas funciones intermedias que realizan este trabajo. Por ejemplo, la llamada a FLA Trsm del código
de la Figura 2.3 (derecha) se sustituye por una llamada a la rutina FLA Trsm OOCwrapper, cuya
implementación se muestra en la Figura 2.10. Esta rutina crea una nueva tarea en la ĺınea 6, asocia
los tiles de salida y de entrada en las ĺıneas 8–10, y apila la tarea en la lista de tareas pendientes
de ejecución en la ĺınea 12.

Una vez se ha completado la ejecución simbólica del código, obtenemos la lista completa de
las tareas que será necesario ejecutar para completar el proceso de factorización. A continuación,
en una segunda etapa, las tareas se ejecutan en orden, haciendo un recorrido FIFO de la lista: el
sistema toma la siguiente tarea, identifica los tiles que necesita para realizar la operación asociada
y comprueba si se encuentran en la caché, leyéndolos desde el disco en caso contrario. Una vez los
datos residen en memoria, se ejecuta la operación. Los tiles permanecen en la caché hasta que el
sistema decide que deben ser reemplazados porque se necesita el espacio que están ocupando.

Con este modo de funcionamiento toda la gestión de la caché queda en manos del run-time.
El resultado es un sistema que resulta transparente al programador y que puede utilizarse no sólo
en el cálculo de la factorización de Cholesky sino también en cualquier otra operación de álgebra
matricial para la que se disponga de un algoritmo por bloques y de los wrappers necesarios.

La sustitución de rutinas como FLA Trsm por llamadas a sus correspondientes wrappers puede
automatizarse (por ejemplo, mediante el uso de scripts), por lo que no complica en absoluto la
programación. El desarrollo del propio wrapper, por ejemplo FLA Trsm OOCwrapper, también puede
automatizarse, si bien, dado su escaso número, la implementación de los mismos se ha realizado de
forma manual.
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Figura 2.11: Coste teórico de la E/S de las variantes 2 y 3 de la factorización de Cholesky, con y sin el
uso del sistema que gestiona la memoria disponible como una memoria caché software.

En la Figura 2.11 se puede observar el ahorro en el número de accesos a elementos que se produce
gracias a la incorporación del sistema de caché software frente a las implementaciones iniciales
(tradicionales). En los resultados no se incluyen los de la variante 1, pues hemos comprobado en
el experimento anterior que únicamente es competitiva frente a las otras dos variantes cuando el
tamaño de tile es muy grande. Sin embargo, los tamaños de tile muy grandes resultan incompatibles
con un sistema de caché, ya que limitan demasiado el número de bloques que puede contener la
caché, eliminando su utilidad. Puesto que todas nuestras mejoras incorporan este sistema de caché,
a partir de ahora se descarta la variante 1. Para obtener estas curvas se ha realizado una simulación
que permite contabilizar el número de accesos de cada una de ellas. Se observa que al aumentar el
tamaño del tile se reduce el número de accesos, aunque no son los tamaños de tile más grandes los
que realizan un menor número de accesos, sobre todo cuando se trabaja con matrices grandes.

Si comparamos los mejores resultados de los esquemas con caché y sin caché (tradicional),
es decir, los correspondientes al tamaño de tile óptimo para cada tamaño de matriz, podemos
comprobar que el primero reduce sustancialmente el número de accesos a disco.

2.3.3. Actualizaciones en zigzag

Para sacar más partido a la caché software se propone una reordenación de las operaciones de
manera que se incremente la localidad de referencia de los algoritmos. Veamos, a modo de ejemplo,
las operaciones sobre tiles que se realizan en la variante 3 sobre una matriz de 7 × 7 tiles. Nos
situamos en la cuarta iteración del bucle, en la que A11, el bloque central del reparticionado 3× 3
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que se realiza al inicio de esta iteración, corresponde al tile Ā33:





A00 A01 A02
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.

La lista de tareas que se llevan a cabo en esta iteración es la siguiente:

syrk (1) Ā33 := Ā33 − Ā30Ā
T
30

(2) Ā33 := Ā33 − Ā31Ā
T
31

(3) Ā33 := Ā33 − Ā32Ā
T
32

chol (4) Ā33 := {L\Ā}33 = chol(Ā33)

gemm (5) Ā43 := Ā43 − Ā40Ā
T
30

(6) Ā43 := Ā43 − Ā41Ā
T
31

(7) Ā43 := Ā43 − Ā42Ā
T
32

(8) Ā53 := Ā53 − Ā50Ā
T
30

(9) Ā53 := Ā53 − Ā51Ā
T
31

(10) Ā53 := Ā53 − Ā52Ā
T
32

(11) Ā63 := Ā63 − Ā60Ā
T
30

(12) Ā63 := Ā63 − Ā61Ā
T
31

(13) Ā63 := Ā53 − Ā62Ā
T
32

trsm (14) Ā43 := Ā43tril(A33)
−T

(15) Ā53 := Ā53tril(A33)
−T

(16) Ā63 := Ā63tril(A33)
−T

Estas operaciones se ilustran en la Figura 2.12(a), en la que se ha señalado con el número de
la operación, los tiles que son datos de entrada (lecturas desde disco) para cada una de ellas. En
azul se marcan los tiles que deben escribirse al finalizar cada operación. Las flechas rojas muestran
el sentido en que se recorren los tiles.

Si en la actualización (5) se produce un fallo de caché por Ā30, las siguientes actualizaciones
mediante gemm producirán también fallos de caché por los tiles de esa misma fila, tanto al actualizar
Ā43, como Ā53 y Ā63. Estos fallos de caché serán menos probables si las actualizaciones de la (5) a
la (7) se realizan en orden inverso, al igual que las actualizaciones de la (11) a la (13). Recorriendo
en zigzag los tiles de la partición A20 en la gemm es posible que se eviten algunos fallos de caché,
ahorrando aśı accesos a disco. En cuanto a la última operación, la trsm, ya que la gemm anterior
ha recorrido los tiles de la partición A20 de arriba a abajo, disminuirán los fallos de caché si los tiles
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de la partición A21 se recorren de abajo a arriba. La reordenación resultante de realizar el recorrido
en zigzag se muestra en la Figura 2.12(b).

Para la variante 2 también se ha realizado un recorrido en zigzag. En este caso, los tiles que se
recorren son los del bloque A10, tanto en la operación trsm como en la syrk posterior, operaciones
que se muestran en la Figura 2.7.

Las gráficas de la Figura 2.13 reflejan, mediante simulación, el ahorro que se produce en el
número de accesos de las variantes 2 y 3 gracias al recorrido en zigzag de los tiles. La ganancia que
esta modificación es capaz de aportar teóricamente es de nuevo significativa.

2.3.4. Solapamiento de cálculos y accesos a disco

El run-time que gestiona la caché software y la reorganización de los recorridos en zigzag explo-
tan la localidad de referencia para reducir las transferencias de datos entre el disco y la memoria,
posibilitando una mejora de las prestaciones. Aún aśı, sigue habiendo tiempos de inactividad (sin
cálculos) debidos a las esperas para que se completen los accesos a datos en disco. A continuación se
propone introducir una nueva mejora en el run-time que gestiona la caché, de modo que sea capaz
de solapar cálculos y comunicaciones, sin que sea necesario que el programador haga uso expĺıcito
de rutinas de E/S aśıncrona en los códigos.

Cuando el run-time ejecuta el código de manera simbólica, genera una lista de tareas, indicando
para cada una de éstas los tiles de entrada y de salida. En una segunda etapa las tareas se ejecutan
de manera secuencial siguiendo la lista en orden FIFO. El orden en que las tareas aparecen en
dicha lista, junto con la direccionalidad de los operandos (entrada o salida), definen el orden y la
dirección en que deben transferirse los tiles entre la memoria y el disco. Puesto que la lista se genera
antes de comenzar los cálculos, en cualquier momento de la factorización se conoce qué datos serán
necesarios más adelante. Si estos datos son transferidos desde el disco con antelación, cuando sean
necesarios ya residirán en memoria, reduciendo aśı los tiempos de espera.

La implementación de esta técnica se consigue del siguiente modo. Cuando la ejecución co-
mienza, una hebra explora la lista de tareas pendientes. Para cada tarea de la lista, si hay espacio
suficiente en la caché software, esta hebra exploradora lee los tiles necesarios a memoria, si no
residen ya en ésta, pasando la tarea a otra lista en donde se encuentran las tareas preparadas para
su ejecución. Una segunda hebra, la ejecutora, es la que va tomando las tareas de esta segunda
lista para ejecutarlas. Cuando la caché está llena y es necesario hacer espacio para un nuevo tile,
la hebra exploradora reemplaza alguno de los que no están involucrados en ninguna tarea de la
lista de pendientes de ejecución. Si esto no es posible, la hebra exploradora espera a que la hebra
ejecutora complete el procesamiento de nuevas tareas.

Este funcionamiento corresponde a una t́ıpica interacción entre un productor y un consumidor:
una hebra produce datos (la exploradora) y la otra hebra los consume (la ejecutora). Dado que la
caché software tiene una capacidad limitada, se realiza una sincronización para detener a la hebra
productora cuando la caché esté llena (y no se pueda reemplazar ningún tile) y bloquear a la hebra
consumidora cuando la caché esté vaćıa.

Mediante el paralelismo que proporcionan las hebras, es posible solapar cálculo y transferencias
con el disco, y ocultar casi totalmente los tiempos de espera (la latencia) que producen las lecturas
y escrituras de datos, de modo que las prestaciones no se vean afectadas por el hecho de trabajar
con matrices que residen en el disco. Las hebras también proporcionan un mecanismo de E/S
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Figura 2.12: Reordenación de las operaciones de actualización sobre tiles para aumentar la localidad
temporal en el acceso a los datos.
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Figura 2.13: Coste teórico de la E/S de las variantes 2 y 3 de la factorización de Cholesky, con y sin el
recorrido en zigzag de los tiles.

aśıncrona que queda oculto al desarrollador de los códigos de computación matricial, aislándolo de
la complejidad de su uso.

Las figuras de la 2.14 a la 2.19 muestran un ejemplo de traza de la factorización de Cholesky
OOC de una matriz de 4× 4 tiles,

A =









Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33









,

con el algoritmo correspondiente a la variante 3 que realiza el solapamiento de cálculos y accesos a
disco.

En este caso no se realiza ninguna simulación del número de lecturas/escrituras, puesto que
el solapamiento no reduce su cantidad respecto a las mejoras aportadas anteriormente, sino que
realiza al mismo tiempo los cálculos y las operaciones de E/S; en cambio, cabe esperar que el efecto
del solapamiento se deje notar en la fase experimental.

2.4. Experimentos sobre una arquitectura monoprocesador

Como ya se ha expuesto en la introducción del Caṕıtulo 1, las técnicas OOC pueden ser necesa-
rias en entornos especializados donde, por motivos técnicos, la cantidad de memoria RAM es muy
reducida, como sucede en los sistemas empotrados. Otra razón en favor de las técnicas OOC es que
son más económicas, ya que reemplazan parcialmente el almacenamiento en RAM por el disco. Por
estos motivos consideramos que resulta interesante experimentar nuestros códigos sobre sistemas
monoprocesador.

Los experimentos que se presentan en esta sección han sido realizados sobre la estación de
trabajo rope (en la Tabla 1.1 se muestran las caracteŕısticas de ésta y otras máquinas usadas en la
evaluación experimental de este caṕıtulo), que dispone de un único procesador de propósito general.

En esta primera arquitectura se aprovecha la existencia de implementaciones optimizadas de
las bibliotecas BLAS y LAPACK para el cálculo de los cuatro núcleos básicos que operan sobre
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Ā30 := Ā30L
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Figura 2.14: La hebra exploradora inspecciona la lista de tareas pendientes y comprueba si los tiles

implicados en la tarea de la cabeza de la lista están disponibles en la memoria caché. La hebra ejecutora
espera a que haya trabajo preparado para su ejecución.
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Ā10 := Ā10L
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T
10
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Hebra exploradora

Hebra ejecutora

Lista de tareas pendientes Lista de tareas preparadas

(3) Lee tile

(4)

(3) Espera
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Ā11 := Ā11 − Ā10Ā
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Figura 2.15: La hebra exploradora lee del disco el tile requerido por la primera tarea pendiente y pasa
dicha tarea a la lista de tareas preparadas: la tarea está lista para su ejecución, ya que los datos que necesita

están en memoria.
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Ā11 := Ā11 − Ā10Ā
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Figura 2.16: Mientras la hebra exploradora continúa encargándose de la lista de tareas pendientes, la hebra
ejecutora toma la tarea que se encuentra en la cabeza de la lista de tareas preparadas para su ejecución y

comienza a realizar los cálculos.
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T
10
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Figura 2.17: Mientras la hebra ejecutora se encarga de los cálculos, la hebra exploradora va llenando la
memoria caché con los tiles con los que trabajarán las siguientes tareas listas para su ejecución. En la parte
superior de la figura se observa que se han cargado los tiles Ā10, Ā20 y Ā30, y se han llevado las tareas

correspondientes a la lista de preparadas.



58 2.4. EXPERIMENTOS SOBRE UNA ARQUITECTURA MONOPROCESADOR
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Ā22 := Chol(Ā22)
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Memoria caché
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Ā11 := Ā11 − Ā10Ā
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Memoria caché
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Figura 2.18: Cuando la memoria caché está llena y todos los tiles que contiene se necesitan para ta-
reas preparadas, la hebra exploradora pasa a un estado de espera. Esta espera finalizará cuando la hebra

exploradora detecte que algún tile no es necesario en memoria.
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Ā21 := Ā21 − Ā20Ā
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Ā21 := Ā21L
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Ā22 := Ā22 − Ā20Ā
T
20
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T
20
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Figura 2.19: En cuanto la hebra exploradora detecta que un tile ya no es necesario en memoria, lo escribe
en disco (si ha sido modificado) y reanuda su actividad.
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los tiles in-core (en la Tabla 1.2 se muestra la versión de las bibliotecas usadas en la evaluación
experimental de este caṕıtulo). Denominaremos a éstos como potrf (factorización de Cholesky de
un tile), trsm (resolución de un sistema triangular en el que tanto la matriz de coeficientes como la
de términos independientes son tiles), gemm (producto de tiles) y syrk (actualización de rango t
de la parte triangular inferior de un tile).

2.4.1. Variantes algoŕıtmicas

Para poder llevar a cabo la ejecución de las tres variantes de los algoritmos OOC tradicionales
(sin gestión de caché) es preciso ajustar, en primer lugar, el tamaño de los tiles, de modo que
quepan tres de ellos en memoria en todo momento. La cuestión que se plantea es escoger el tamaño
de tile óptimo, por lo que se han realizado ejecuciones de las tres variantes con distintos tamaños de
tile y de matriz. Las prestaciones obtenidas se muestran en la Figura 2.20. En ella observamos un
comportamiento similar para las tres variantes, que se asemeja al coste teórico que cabŕıa esperar a
partir de los resultados en la Figura 2.9 (izquierda). Al igual que en teoŕıa, en la práctica la variante 1
es la que ofrece peores prestaciones (en términos de una tasa de GFLOPS más reducida), pero el
rendimiento de las tres variantes tiende a igualarse a medida que crece el tamaño de tile.

La Figura 2.21 permite comparar las tres variantes para distintos tamaños de matriz. Para cada
tamaño se ha escogido el tamaño de tile óptimo de cada variante. Tal y como se esperaba, las
variantes 2 y 3 ofrecen mejores prestaciones, si bien la diferencia es menor de lo esperado.
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Figura 2.20: Ejecución sobre rope de la implementación OOC tradicional de las tres variantes para la
factorización de Cholesky. Efecto del tamaño de tile sobre las prestaciones para una matriz de tamaño

n = 40.960.
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Figura 2.21: Ejecución sobre rope de la implementación OOC tradicional de las tres variantes para la
factorización de Cholesky.

2.4.2. Uso de una caché software

En el apartado anterior se ha comprobado que el tamaño de tile no resulta determinante sobre
las prestaciones obtenidas en las implementaciones OOC de las variantes 2 y 3. Esto confirma que
no es necesario ocupar toda la memoria con los tiles con los que se opera y, por lo tanto, es posible
utilizar la RAM como si de una memoria caché se tratara. Esto no es posible para la variante 1,
que necesita unos tamaños de tile grandes para ser competitiva. Por esta razón se descarta esta
variante a partir de este experimento. Si se saca buen partido de la caché, será posible ahorrar
accesos a disco, por lo que la E/S tendrá un impacto menor y podrán mejorar las prestaciones.

La gráfica de la Figura 2.22 expone cómo se incrementa el rendimiento para las variantes 2 y 3
cuando se realiza la gestión de memoria como una caché. Evidentemente, cuantos más tiles quepan
en la caché, mayor probabilidad de acierto en el acceso a la caché. Sin embargo, para un tamaño
de caché determinado, un mayor tamaño de tile permitirá un menor número de bloques de caché y,
por lo tanto, menor ahorro y menos ganancia. Es por esto que la mejora obtenida es algo discreta,
ya que el ahorro de accesos no es muy significativo para el tamaño de tile óptimo.

2.4.3. Actualizaciones en zigzag

Para intentar ahorrar accesos a disco en las actualizaciones de los tiles éstas se han reordenado,
realizando recorridos en zigzag. La ligera mejora obtenida se puede observar en la gráfica de la
Figura 2.23, que muestra las prestaciones obtenidas para las variantes 2 y 3 implementadas con el
run-time de gestión de memoria y con la reordenación de accesos para evitar fallos de caché. En la
gráfica se recogen también las prestaciones cuando no se realiza la reordenación.
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Figura 2.22: Ejecución sobre rope de las implementaciones OOC tradicional y con gestión de memoria
caché de las variantes 2 y 3 para la factorización de Cholesky.
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Figura 2.23: Ejecución sobre rope de las implementaciones OOC con gestión de memoria y con reorde-
nación de operaciones (zigzag) de las variantes 2 y 3 para la factorización de Cholesky.

Como en el caso anterior, la ganancia aportada por esta modificación es exigua, pues no consigue
reducir el número de accesos a disco de manera significativa para el tamaño de tile óptimo.

2.4.4. Solapamiento de cálculos y accesos a disco

Las gráficas de la Figura 2.24 ilustran el efecto del tamaño del tile en las prestaciones obtenidas
sobre un procesador de las variantes 2 y 3, cuando se realiza solapamiento entre cálculos y accesos
a disco. Resulta interesante observar que las prestaciones ahora śı crecen notablemente, situándose
por encima del 85 % de la velocidad pico de la máquina. Como se puede observar, el rendimiento
crece con el tamaño de la matriz.

La Figura 2.25 permite comparar todas las implementaciones realizadas de las variantes 2 y 3
de la factorización de Cholesky OOC. En estas gráficas se han incluido las prestaciones obtenidas al
realizar la factorización mediante la rutina potrf de BLAS disponible en la biblioteca MKL [38].
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Figura 2.24: Ejecución sobre rope de las implementaciones OOC con reordenación de operaciones (zigzag)
y con solapamiento de cálculos y E/S de las variantes 2 y 3 para la factorización de Cholesky.

En este caso, cuando la matriz no cabe en memoria, se hace uso de la memoria virtual, decayendo las
prestaciones de una manera muy pronunciada. Además, el tamaño de matriz que se puede factorizar
está limitado por el tipo de datos de las variables que se utilizan para indexar los elementos de la
matriz.

Aunque el sistema de caché software y los recorridos en zigzag no presentan una mejora no-
table sobre la implementación tradicional de cada una de las variantes escogidas, śı son la base
imprescindible para la implementación que realiza el solapamiento de la E/S con los cálculos. Es
esta última mejora la que śı consigue aumentar significativamente las prestaciones, eliminando el
impacto de las esperas a causa de las lecturas y escrituras en disco. Para un tamaño de matriz
n = 40.960, la variante 2 mejora su rendimiento en un 15 % mientras que la variante 3 lo hace en
casi un 20 %. Cabe destacar que las prestaciones obtenidas aumentan conforme crece el tamaño
de la matriz. Además, resulta especialmente significativo que el algoritmo OOC que incluye todas
las mejoras (caché software, recorrido en zigzag y solapamiento de cálculo y E/S) supera en buena
medida el rendimiento de la implementación in-core de la rutina de factorización de MKL. Esto es
debido al almacenamiento en RAM por tiles, que se deriva de la utilización de los algoritmos OOC,
y que exhibe una mayor localidad de referencia que el almacenamiento tradicional por columnas
utilizado por MKL.

2.5. Experimentos sobre arquitecturas multihebra

La mayor parte de los procesadores actuales disponen de varios núcleos, que pueden utilizarse
para aumentar la productividad del equipo (en términos de trabajos procesados por unidad de
tiempo) o para reducir el tiempo de respuesta de una determinada aplicación. En nuestro caso,
utilizaremos los núcleos para reducir el tiempo de procesamiento de las cuatro operaciones compu-
tacionales básicas que operan sobre los tiles. Como se comentó en la sección anterior, estos núcleos
computacionales básicos corresponden, en el caso de la factorización de Cholesky, a las tareas po-
trf (factorización de Cholesky de un tile), trsm (resolución de un sistema triangular en el que
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potrf de MKL in-core

Tradicional
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Figura 2.25: Ejecución sobre rope de las distintas implementaciones OOC de las variantes 2 y 3 de la
factorización de Cholesky.

tanto la matriz de coeficientes como la de términos independientes son tiles), gemm (producto de
tiles) y syrk (actualización de rango t de la parte triangular inferior de un tile).

En nuestra aproximación paralela, para explotar la multiplicidad de los recursos hardware, hemos
optado por ejecutar las tareas en el mismo orden en que aparecen en la lista de tareas pendientes,
extrayendo el paralelismo únicamente dentro de cada una de las tareas. Para la paralelización
hacemos uso de una implementación multihebra de BLAS, optimizada para explotar de manera
eficiente el paralelismo que ofrece el hardware de los procesadores multinúcleo. Aśı, cuando se
requiere la ejecución de una tarea que involucra una operación de BLAS (como trsm, gemm o
syrk), se lanzan tantas hebras como núcleos, que colaboran para ejecutar la tarea en paralelo.
De este modo, se consigue un doble nivel de paralelismo o paralelismo anidado: paralelismo entre
hebra exploradora y hebra ejecutora, y paralelismo dentro de la hebra ejecutora gracias al uso de
BLAS multihebra (Figura 2.26). En nuestra evaluación hemos usado la implementación multihebra
de la biblioteca MKL de Intel. Para la ejecución paralela del núcleo computacional potrf (de
LAPACK) hemos considerado dos opciones. Inicialmente utilizamos la implementación optimizada
disponible en la propia biblioteca MKL pero, debido a las bajas prestaciones paralelas de esta
implementación y a la importancia de este núcleo computacional en el rendimiento global de la
aplicación, decidimos emplear una versión paralelizada mediante una aproximación basada en el
flujo de datos (data-flow), descrita en [52].

Existe otra alternativa de paralelización, basada en el cálculo concurrente de varias operaciones
de la lista de tareas pendientes, siempre que no existan dependencias entre éstas, usando tantos
núcleos como tareas. Esta es, básicamente, la aproximación que utilizan los algoritmos data-flow a
nivel de bloque para incrementar el rendimiento en el cálculo de factorizaciones matriciales in-core
frente a las paralelizaciones tradicionales basadas en el uso de BLAS multihebra, como la de MKL.
Sin embargo, esta misma aproximación no resulta claramente beneficiosa cuando el tamaño del
problema es reducido o cuando el tamaño de tile es grande. Además, los discos habitualmente
empleados no ofrecen buen rendimiento cuando se realizan múltiples peticiones de E/S. Concreta-
mente, el que el tamaño de los tiles es relativamente grande (el tamaño de tile óptimo en nuestros
experimentos habitualmente estaba en el rango 4.000–5.000) y el que el número de invocaciones a
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Figura 2.26: Paralelismo anidado en dos niveles. Primer nivel: la hebra exploradora se encarga de la E/S
y, en paralelo, la hebra ejecutora se encarga de los cálculos. Segundo nivel: la hebra ejecutora realiza los

cálculos en paralelo mediante el BLAS multihebra.

núcleos del BLAS es mucho más elevado que el de las invocaciones a potrf, nos llevaron a descartar
esta segunda opción.

El riesgo que corremos al utilizar varios núcleos para incrementar la velocidad de cómputo
es que el problema pase a estar limitado por la E/S, en lugar de estar limitado por el cálculo.
Esto puede ocurrir, aun cuando el número de operaciones aritméticas sigue siendo de O(n3) y el
número de E/S de O(n2), si la relación entre las velocidades de cálculo y de transferencia con el
disco no es muy elevada y el tamaño del problema no es suficientemente grande. El objetivo de
esta evaluación es comprobar, pues, si éste es el caso cuando utilizamos un procesador con varios
núcleos, incrementando la velocidad de cálculo pero manteniendo constante la ratio de E/S.

Para realizar la evaluación, se ha repetido el mismo estudio gradual de la sección anterior,
introduciendo las mejoras una tras otra (uso de caché, recorrido en zigzag, solapamiento de cálculos
y accesos a disco), determinando los tamaños de tile óptimos en cada caso. Además, se realizó un
estudio inicial de las prestaciones de las implementaciones multihebra y data-flow de la factorización
de Cholesky de un tile in-core, para determinar cuál de estas opciones seŕıa la escogida para
realizar la factorización de los tiles diagonales en los algoritmos OOC. Por simplicidad, todos estos
resultados se recogen en una única figura para la variante 3. Como en la evaluación sobre un
sistema monoprocesador, los resultados de la variante 2 son prácticamente idénticos, por lo que no
se recogen en esta memoria, mientras que la variante 1 se descartó prácticamente al principio de la
evaluación, debido a su peor rendimiento.

Los resultados obtenidos para la variante 3 se muestran en la Figura 2.27. En particular, en
la figura se ilustra el rendimiento para matrices in-core , tanto por parte de la rutina de BLAS
potrf de MKL, como por la versión paralela data-flow, que consigue un nivel más alto de pa-
ralelismo mediante la planificación dinámica de tareas. Respecto al trabajo OOC, y como cabŕıa
esperar, las mejores prestaciones se consiguen mediante la implementación que combina todas las
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mejoras: uso de caché software, recorrido en zigzag y solapamiento, llegando incluso a superar las
prestaciones de la rutina in-core basada en el código data-flow. Aśı, mientras que esta última alcan-
za los 92,7 GFLOPS con las mayores matrices in-core , la mejor implementación OOC llega a los
97 GFLOPS con matrices cuatro veces más grandes, lo que supone un 75,8 % de la velocidad pico de
la máquina (128 GFLOPS). En cambio, la versión optimizada de MKL no supera los 52 GFLOPS
trabajando con matrices que caben en RAM.

0

20

40

60

80

100

120

0 10000 20000 30000 40000 50000 60000 70000

Tamaño de la matriz (n)

G
F
L
O

P
S

Variante 3 sobre tesla (tile óptimo)
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Figura 2.27: Ejecución sobre tesla de distintas implementaciones de la variante 3 de la factorización de
Cholesky.

La Figura 2.28 ofrece los mismos resultados para tesla2. De nuevo, las mejores prestaciones
están alrededor del 76 % de la velocidad pico de la máquina (181 GFLOPS). A diferencia de lo
que sucede en tesla, la mejora que introduce el solapamiento tiene ahora menos impacto porque
tesla2 dispone de seis discos duros con striping y más rápidos (15.000 rpm frente a las 7.200 rpm
del disco de tesla). De nuevo, los códigos OOC superan las prestaciones de la rutina in-core de
MKL, que sólo consigue 72 GFLOPS, menos de un 40 % de la velocidad pico de la máquina.

2.6. Experimentos sobre una arquitectura multihebra con un acelerador

gráfico

En esta sección damos un paso más en la aceleración de los cómputos que aparecen en la
factorización de Cholesky, utilizando para ello tanto los múltiples núcleos del procesador como
los de un acelerador hardware de tipo GPU (procesador gráfico). En particular, de las cuatro
operaciones computacionales que aparecen durante la factorización de Cholesky, descargaremos
sobre la GPU los tres pertenecientes a BLAS: trsm, gemm y syrk, mientras que para el núcleo
computacional restante (potrf) describiremos dos opciones de ejecución en breve. Para realizar
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Figura 2.28: Ejecución sobre tesla2 de distintas implementaciones de la variante 3 de la factorización de
Cholesky.

esta asignación de las tareas, en la que algunas deben ejecutarse sobre la GPU, se ha llevado a cabo
una adaptación del run-time en la que la CPU sigue siendo la encargada de planificar las tareas, y
la comunicación entre CPU y GPU se realiza transfiriendo datos entre sus memorias. De este modo,
cuando la CPU decide que una tarea que está preparada (sus datos están in-core) se ejecute en la
GPU, copia los datos a la memoria de la GPU, ordena a ésta que realice los cálculos, y una vez
se completa la operación, trae de vuelta los resultados a la memoria principal. Los experimentos
realizados en esta sección se han llevado a cabo sobre zape.

En la GPU las operaciones se ejecutan mediante la implementación de BLAS optimizada propia
de Nvidia: CUBLAS. Esta biblioteca no posee rutinas para realizar la factorización de Cholesky
(potrf), por lo que debemos encontrar alternativas para llevarla a cabo cuando se trata de facto-
rizar los tiles diagonales. Una primera alternativa consiste en realizar esta factorización haciendo
uso de los múltiples núcleos de la CPU, tal y como se ha hecho en la sección anterior. Puesto que se
dispone de una GPU, una alternativa diferente consiste en realizar una factorización h́ıbrida del tile,
en donde participan tanto la CPU como la GPU. Para ello, se realiza un particionado en bloques
del tile, de manera que cada bloque diagonal se factoriza en la CPU, mientras que las restantes
actualizaciones sobre el tile se realizan en la GPU, mediante llamadas a rutinas de CUBLAS. Hay
que tener en cuenta que, para la factorización h́ıbrida de un tile, se emplea la variante 1 de la
factorización de Cholesky por sus mejores prestaciones.

Una vez más, para realizar la evaluación se ha desarrollado un estudio gradual en el que las
mejoras se han introducido una a una y los tamaños de tile óptimos se han determinado experimen-
talmente para cada tamaño de problema, implementación y variante. En este caso se ha realizado
un estudio inicial de las prestaciones de las implementaciones in-core correspondientes a la facto-
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rización de Cholesky. Por una parte, se ha estudiado la implementación que empleaba únicamente
los núcleos de la CPU, y por otra parte, la factorización h́ıbrida que utilizaba tanto la CPU co-
mo la GPU, con el objetivo de determinar cuál de estas opciones seŕıa la escogida para realizar
la factorización de los tiles diagonales en los algoritmos OOC. Esta segunda alternativa ha sido
claramente la ganadora. Todos estos resultados se recogen en la Figura 2.29 para la variante 3.
Los resultados de la variante 2 fueron muy similares mientras que la variante 1 quedó descartada
de inicio por su peor rendimiento. En la figura se muestra el rendimiento para matrices in-core de
la implementación h́ıbrida que realiza la factorización de la matriz, aśı como las prestaciones que
se obtienen al incorporar las sucesivas mejoras a los algoritmos OOC. Una vez más, las mejores
prestaciones se consiguen mediante la implementación que combina las tres mejoras, que incluso
supera las prestaciones de la implementación h́ıbrida in-core .
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Caché software + zigzag
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Figura 2.29: Ejecución sobre zape de distintas implementaciones de la variante 3 de la factorización de
Cholesky.

2.7. Resumen y conclusiones

Este caṕıtulo ha introducido las principales aportaciones de la tesis en el campo del uso de técni-
cas OOC en computación matricial, mediante un ejemplo de operación simple como la factorización
de Cholesky. En particular, en el caṕıtulo se describen estas aportaciones de forma progresiva:

Uso de una caché software para mejorar la eficiencia de los algoritmos OOC. La caché software
realiza una función análoga a la caché hardware entre el procesador y la memoria principal,
reduciendo el número de lecturas y escrituras de datos desde/en disco.
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Incorporación de un entorno de ejecución (run-time), a cargo de la E/S, que aisla a la biblio-
teca de computación matricial del acceso a disco y gestiona la caché de manera transparente
al programador.

Reorganización de los accesos, siguiendo un patrón zigzagueante para incrementar la localidad
de referencia.

Solapamiento de cálculo y accesos a disco, para ocultar la latencia de este último, mediante
una prelectura de datos desde el disco a partir de la lista de tareas futuras de la descomposición
que se encuentran pendientes de ejecución.

Modificación del run-time para que gestione el solapamiento de cálculo y E/S de manera
transparente a los códigos.

El entorno de ejecución supone un avance importante desde el punto de vista de la programabi-
lidad, permitiendo obtener rutinas OOC directamente a partir de algoritmos orientados a bloques,
sin necesidad de realizar ninguna modificación sobre éstos, descargando al programador de la tarea
de introducir en los códigos operaciones de E/S que organicen el trasiego de datos entre el disco y
la memoria principal.

Las implementaciones correspondientes a estas mejoras se han evaluado en tres arquitecturas
diferentes, representativas de los sistemas de cálculo actuales: rope, una ordenador personal con
un único procesador Intel Pentium; tesla y tesla2, estaciones de trabajo con dos procesadores
Intel Xeon que disponen de cuatro núcleos cada uno; y zape, una estación de trabajo con
un procesador AMD Phenom de cuatro núcleos conectado mediante un bus PCI-e a una GPU
GeForce 9800 GX2 de Nvidia. En todos los casos, el rendimiento de la mejor implementación
OOC que incorpora las distintas mejoras propuestas iguala o incluso llega a superar el que consigue
una implementación eficiente in-core para el mayor tamaño de problema que es posible almacenar
en la RAM. La conclusión más directa es que, para el cálculo de la factorización de Cholesky en
estas tres arquitecturas, las técnicas aportadas en este trabajo hacen que la latencia del disco sea
irrelevante.
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Caṕıtulo 3

Factorización LU en Disco

En este caṕıtulo se aborda la factorización LU de una matriz de gran dimensión que reside
en disco, al no ser posible almacenarla completamente en la memoria principal del sistema. Si la
factorización de Cholesky, tratada en el Caṕıtulo 2, es la operación de descomposición que se lleva a
cabo en la resolución de sistemas de ecuaciones lineales cuando la matriz de coeficientes es simétrica
y definida positiva, la factorización LU juega el mismo papel cuando la matriz de coeficientes
no tiene una estructura particular. Nuestro trabajo analiza, desde el punto de vista teórico y
práctico, la implementación Out-of-Core (OOC) de dos variantes algoŕıtmicas para el cálculo de esta
factorización, incorporando un tipo especial de pivotamiento denominado pivotamiento incremental.

Son dos las arquitecturas destino de los algoritmos OOC desarrollados: una plataforma de altas
prestaciones con un único procesador de propósito general y un procesador multinúcleo con varios
núcleos (cores) de propósito general que comparten una memoria común.

El caṕıtulo está estructurado del modo siguiente. En la primera sección se define la factoriza-
ción LU, se justifica su utilidad, y se ofrecen dos formulaciones recursivas, una escalar y otra por
bloques, para su cálculo. En la Sección 3.2 se justifica la necesidad del pivotamiento y se presentan
tres variantes algoŕıtmicas escalares para el cálculo de la factorización de forma iterativa con pivo-
tamiento parcial, y las respectivas versiones por bloques. La técnica del pivotamiento incremental
se introduce en la Sección 3.3, como una alternativa al pivotamiento parcial, junto a dos variantes
algoŕıtmicas orientadas a bloques. Las implementaciones de estas variantes en forma de algoritmos
OOC se discuten en la Sección 3.4, que reitera la utilidad de las aportaciones principales de la tesis.
Las Secciones 3.5 y 3.6 recogen la evaluación del impacto experimental que suponen las propuestas
realizadas y, finalmente, la Sección 3.7 resume el contenido y las aportaciones del caṕıtulo.

3.1. Factorización LU

Una de las estrategias que se utilizan habitualmente para resolver sistemas de ecuaciones lineales
densos de la forma Ax = b (o AX = B) comienza con la factorización de la matriz coeficiente A, de
manera que ésta se descompone en el producto de dos matrices triangulares, que se utilizan después
para obtener la solución del sistema inicial resolviendo sendos sistemas triangulares. La factorización
LU y la factorización de Cholesky, esta última estudiada en el Caṕıtulo 2, son descomposiciones de
este tipo.

La factorización de Cholesky se utiliza cuando la matriz coeficiente A es densa y simétrica
definida positiva. En cambio, la factorización LU, combinada con alguna estrategia de pivotamiento
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(normalmente un pivotamiento parcial de filas), es el método más común para resolver sistemas
lineales cuando la matriz coeficiente A es densa, pero no presenta ninguna estructura particular.
En cualquier caso, para poder calcular estas factorizaciones es necesario que la matriz coeficiente
sea invertible (ver definición en la Sección 2.1).

Para llevar a cabo la factorización LU de una matriz A ∈ R
n×n se aplica una secuencia de

n − 1 transformaciones de Gauss [73], que descomponen la matriz en el producto A = LU, donde
L ∈ R

n×n es triangular inferior unidad (los elementos de su diagonal son todos iguales a 1) y
U ∈ R

n×n es triangular superior. A continuación se definen las transformaciones de Gauss y se
establece formalmente la relación entre el proceso de eliminación Gaussiana y la factorización LU
de una matriz.
Definición 3 Una transformación de Gauss es una matriz que tiene la forma

Lk =









Ik 0 0

0 1 0

0 l21 In−k−1









, 0 ≤ k < n. (3.1)

Una de las propiedades más interesantes de las transformaciones de Gauss es su facilidad de inversión
y aplicación. Aśı, la inversa de la transformación de Gauss en (3.1) viene dada por

L−1
k =









Ik 0 0

0 1 0

0 −l21 In−k−1









, 0 ≤ k ≤ n,

mientras que, por ejemplo, al aplicar la inversa de L0 a una matriz A tenemos que

L−1
0 A =

(

1 0

−l21 In−1

)(

α11 aT
12

a21 A22

)

=

(

α11 aT
12

a21 − α11l21 A22 − l21a
T
12

)

. (3.2)

Sin embargo, la utilidad principal de las transformaciones de Gauss reside en su capacidad de anular
los elementos subdiagonales de una columna de una matriz. Por ejemplo, tomando l21 := a21/α11

en (3.2), se obtiene a21 − α11l21 = 0, de modo que se anulan los elementos bajo la diagonal de la
primera columna de A.

Otra propiedad interesante es que las transformaciones de Gauss se pueden acumular fácilmente,
tal y como se muestra a continuación:









L00 0 0

lT10 1 0

L20 0 In−k−1









Lk =









L00 0 0

lT10 1 0

L20 l21 In−k−1









,

donde L00 ∈ R
k×k.

Con estas herramientas, ya estamos en disposición de describir el uso de las transformaciones de
Gauss para triangularizar una matriz (obteniendo en la práctica la factorización LU). En concreto,
si después de k pasos se ha sobreescrito la matriz inicial A con L−1

k−1 · · ·L−1
1 L−1

0 A, habiendo escogido
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las transformaciones de Gauss Lj , 0 ≤ j < k, de modo que anulen los elementos subdiagonales de
la columna j de L−1

j−1 · · ·L−1
1 L−1

0 A, se tiene

L−1
k−1 · · ·L−1

1 L−1
0 A =

(

UTL UTR

0 ABR

)

,

donde UTL ∈ R
k×k es triangular superior. Reparticionando





UTL UTR

0 ABR
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0 α11 aT
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y tomando Lk =









Ik 0 0

0 1 0

0 l21 In−k−1









,

donde l21 := a21/α11, se tiene

L−1
k (L−1
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1 L−1
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=
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0 µ11 uT
12

0 0 A22 − l21u
T
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.

Este razonamiento inductivo se puede utilizar para confirmar que se puede reducir una matriz
a la forma triangular superior aplicando sucesivamente las transformaciones de Gauss que anulan
sus elementos subdiagonales, lo que es equivalente a realizar una factorización LU. De hecho, si
L−1

n−1 · · ·L−1
1 L−1

0 A = U entonces A = LU , donde L = L0L1 · · ·Ln−1 se construye de manera trivial
a partir de las columnas de las correspondientes transformaciones de Gauss.

Una vez obtenida la factorización LU de la matriz A, se puede obtener la solución del sistema
lineal Ax = b resolviendo dos sistemas triangulares: en primer lugar se obtiene la solución del
sistema Ly = b mediante eliminación progresiva y, a continuación, se resuelve el Ux = y mediante
sustitución regresiva. Los procedimientos de eliminación progresiva y de sustitución regresiva son
muy sencillos [32], y presentan un coste de orden menor frente al de la propia factorización, por lo
que su cálculo, cuando la matriz reside en disco, no se aborda expĺıcitamente en nuestro trabajo.

Para concluir esta introducción, y antes de presentar los algoritmos para el cálculo de la factori-
zación LU de una matriz, se ofrece un resultado en forma de teorema que establece las condiciones
necesarias para la existencia de esta factorización.

Definición 4 Dada la partición de la matriz A como A =

(

ATL ATR

ABL ABR

)

, donde ATL ∈ R
k×k,

se denominan menores principales de A a las submatrices ATL, 1 ≤ k ≤ n.
El siguiente teorema establece las condiciones para que exista la factorización LU de una matriz.

Teorema 2 (Factorización LU) Una matriz A ∈ R
n×n tiene una factorización LU si sus n− 1

primeros menores principales son invertibles. Si la factorización LU existe y A es invertible, en-
tonces dicha factorización es única.

Golub y Van Loan [32] dan una demostración de este teorema.
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3.1.1. Algoritmo escalar

A continuación se obtiene, mediante un proceso de derivación formal, un algoritmo para calcular
la factorización LU de una matriz A ∈ R

n×n. Durante este proceso (y en todos los que presentaremos
en este caṕıtulo en forma de algoritmos), los elementos bajo la diagonal de la matriz L sobreescriben
el triángulo inferior estricto de A, mientras que los elementos de la matriz U sobreescriben el
triángulo superior. La diagonal de la matriz L no se almacena puesto que sus elementos son todos
la unidad. Consideremos las siguientes particiones de la matriz de coeficientes densa A y de sus
factores L y U :

A =

(

α11 aT
12

a21 A22

)

, L =

(

1 0

l21 L22

)

, U =

(

µ11 uT
12

0 U22

)

,

siendo α11 y µ11 escalares; a21, l21 y u12 vectores de n− 1 elementos; y A22, L22 y U22 matrices de
tamaño (n− 1)× (n− 1). A partir de la expresión A = LU se tiene que:

(

α11 aT
12

a21 A22

)

=

(

1 0

l21 L22

)(

µ11 uT
12

0 U22

)

=

(

µ11 uT
12

µ11l21 l21u
T
12 + L22U22

)

,

de donde se derivan las siguientes expresiones:

µ11 = α11,
uT

12 = aT
12,

l21 = a21/µ11,
A22 − l21u

T
12 = L22U22.

Se obtiene aśı una formulación recursiva de un algoritmo escalar para calcular la factorización LU,
en la que se sobreescriben los elementos de A con las correspondientes entradas de los factores L y
U , tal y como se muestra a continuación:

1. Particionar A =

(

α11 aT
12

a21 A22

)

.

2. α11 := µ11 = α11.

3. aT
12 := uT

12 = aT
12.

4. a21 := l21 = a21/µ11.

5. A22 := A22 − l21u
T
12.

6. Continuar recursivamente con A = A22 en el paso 1.

Éste es un algoritmo orientado hacia la derecha (right–looking) ya que, en cada iteración, se calcula
una nueva columna del factor L, se “mira” a la derecha para obtener una nueva fila del factor U y
se actualiza la submatriz que queda encerrada a la derecha y por debajo de la nueva columna y la
nueva fila, respectivamente. Los pasos 2 y 3, aunque no conllevan operaciones aritméticas, se han
incluido en el algoritmo para mostrar cómo queda la matriz A sobreescrita con sus factores L y U .
El paso 4 calcula los parámetros que definen una transformación de Gauss que es la transformación
que permite anular los elementos que se encuentran por debajo de la diagonal.
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El algoritmo escalar que obtiene la factorización LU tiene un coste de 2n3/3 operaciones
aritméticas en coma flotante (flops). Al igual que en el algoritmo de la factorización de Cholesky, el
mayor volumen de cálculos de este nuevo algoritmo está en la actualización de rango 1, que realiza
O(n2) operaciones aritméticas sobre O(n2) datos. De nuevo, para obtener códigos que ofrezcan un
buen rendimiento, es necesario reformular el algoritmo en términos de productos de matrices (o
actualizaciones de rango k), de modo que se incremente la relación entre el número de operaciones
aritméticas y el volumen de datos, haciendo posible una mayor reutilización de datos en los niveles
de la jerarqúıa de memoria más próximos al procesador. El algoritmo por bloques que se presenta
a continuación persigue este objetivo.

3.1.2. Algoritmo por bloques

Un algoritmo por bloques es un algoritmo que se basa en operaciones matriz–matriz, por lo que
el particionado de las matrices debe realizarse de modo que en cada paso se trabaje con submatrices,
en lugar de operar con escalares y vectores, como era el caso del algoritmo escalar. Por lo tanto,
partiremos de particionados de A, L y U como los siguientes:

A =

(

A11 A12

A21 A22

)

, L =

(

L11 0

L21 L22

)

, U =

(

U11 U12

0 U22

)

,

donde A11, L11 y U11 son submatrices (o bloques) de tamaño b × b (con b mucho menor que el
tamaño de A), y A22, L22 y L22 son matrices con (n − b) × (n − b) elementos. A partir de la
expresión A = LU , con el particionado anterior, tenemos que:

(

A11 A12

A21 A22

)

=

(

L11 0

L21 L22

)(

U11 U12

0 U22

)

=

(

L11U11 L11U12

L21U11 L21U12 + L22U22

)

,

de donde se obtienen las expresiones:

L11U11 = A11,

U12 = L−1
11 A12,

L21 = A21U
−1
11 ,

A22 − L21U12 = L22U22.

Aśı pues, el algoritmo recursivo por bloques que calcula la factorización LU de A, sobreescribiendo
ésta con los factores L y U , puede formularse como sigue:

1. Particionar A =

(

A11 A12

A21 A22

)

, siendo A11 de tamaño b× b (o menor, si A no es suficiente-

mente grande).

2. A11 := {L\U}11 tal que A11 = L11U11. (Es decir, obtener la factorización LU de A11, sobre-
escribiendo este bloque con los correspondientes elementos de L11 y U11.)

3. A12 := U12 = L−1
11 A12.

4. A21 := L21 = A21U
−1
11 .

5. A22 := A22 − L21U12.
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6. Continuar recursivamente con A = A22 en el paso 1.

Este algoritmo por bloques está orientado hacia la derecha, al igual que el algoritmo escalar.
Aśı, tras factorizar el bloque diagonal A11, se actualizan los bloques que se encuentran a la derecha
y por debajo de éste. El coste de esta formulación por bloques es también de 2n3/3 operaciones
aritméticas.

En este algoritmo, tanto el cálculo de los paneles A12 y A21, como la actualización de la submatriz
A22, se pueden llevar a cabo con rutinas de BLAS 3. La mayor parte de los cálculos se realizan,
precisamente, en esta última operación, un producto de matrices que conlleva O(n2b) operaciones
sobre O(n2) datos. Si b ≫ 1, mediante el algoritmo por bloques se consigue, por tanto, aumentar
la relación entre operaciones y datos (en un factor proporcional a b), aumentando en consecuencia
la reutilización de éstos.

3.2. Factorización LU con pivotamiento parcial

La solución del sistema lineal Ax = b existe y es única cuando la matriz A es invertible. Sin
embargo, éste no es el único requisito que debe cumplir A para que exista su factorización LU.
Por ejemplo, si A es invertible pero algún elemento de su diagonal es nulo, la factorización no se
puede llevar a cabo, ya que aparece una división por cero durante el propio proceso. En este caso, el
requisito que se incumple es el de que los n− 1 primeros menores principales de A sean invertibles.

El pivotamiento de filas es una estrategia que se puede utilizar para soslayar este problema: si
la fila con el elemento diagonal nulo se intercambia con otra fila situada más abajo en la matriz y
que no tenga nulo el elemento correspondiente, la factorización puede proseguir. Hay que tener en
cuenta que los intercambios realizados deberán reflejarse también sobre el vector b antes de resolver
el sistema lineal.

Otro problema que podemos encontrar al realizar la factorización LU, y que también se evita
mediante el pivotamiento de filas, sucede cuando, durante el proceso de factorización, aparece un
elemento diagonal mucho menor (en magnitud) que el resto de los elementos que se encuentran por
debajo en su misma columna. Cuando esto sucede, y aún cumpliéndose los requisitos para poder
calcular la factorización LU, la magnitud de los elementos del factor U crece considerablemente, lo
que conlleva errores de redondeo importantes cuando se trabaja en aritmética finita [73].

Un pivotamiento de filas que deje en la diagonal el elemento más grande en magnitud de entre
los situados en y por debajo de la diagonal de la columna que se está tratando en cada iteración,
garantiza que todos los elementos de L son menores o iguales a 1, modera el crecimiento de los
elementos de U y, con ello, limita los errores de redondeo. A esta técnica de pivotamiento de filas
se le denomina pivotamiento parcial, para distinguirlo del pivotamiento completo, que involucra
tanto a filas como a columnas.

3.2.1. Algoritmo escalar

La introducción del pivotamiento parcial en el algoritmo escalar recursivo que obtiene la facto-
rización LU de una matriz conlleva la inserción de dos nuevas operaciones tras el paso inicial en
el que se realiza el particionado: un primer paso en el que se debe encontrar el elemento de mayor
magnitud de la primera columna de la submatriz con la que se trabaja, y un segundo paso en el
que se permutan la primera fila y la fila del elemento de mayor magnitud encontrado.

El algoritmo resultante se muestra a continuación:



CAṔITULO 3. FACTORIZACIÓN LU EN DISCO 77

1. Particionar A =

(

α11 aT
12

a21 A22

)

.

2. π := ı́ndice del mayor elemento (en valor absoluto) de

(

α11

a21

)

.

3. Intercambiar la fila ( α11 aT
12 ) con los correspondientes elementos de la fila cuyo ı́ndice es π.

4. α11 := µ11 = α11.

5. aT
12 := uT

12 = aT
12.

6. a21 := l21 = a21/µ11.

7. A22 := A22 − l21u
T
12.

8. Continuar recursivamente con A = A22 en el paso 1.

La misma secuencia de permutaciones que se efectúa al calcular la factorización LU con pivota-
miento parcial debe aplicarse sobre el vector de términos independientes b. Habitualmente, esta
aplicación se realiza tras el cálculo de la factorización LU, por lo que se hace necesario guardar
la información que permita recuperar esta secuencia. En la práctica, un vector de n elementos es
suficiente para mantener esta información.

Formalmente, las permutaciones de una matriz se capturan mediante el siguiente par de defini-
ciones.
Definición 5 Una matriz de permutación P ∈ R

n×n es equivalente a la matriz identidad con
algunas de sus filas y/o columnas intercambiadas.

Definición 6 Si P es la matriz identidad con las filas i y j intercambiadas, entonces aplicar P
sobre una matriz A como PA realiza una permutación de las filas i y j de A.

El algoritmo que se acaba de mostrar es el que se encuentra implementado en LINPACK [49].
Una particularidad de este algoritmo es que la aplicación de las transformaciones de Gauss y de
las permutaciones sobre b debe hacerse de manera intercalada, exactamente del mismo modo que
se ha realizado sobre A para obtener U . Aśı, si Pk ∈ R

n×n y Lk ∈ R
n×n son, respectivamente, la

matriz de permutación y la transformación de Gauss aplicadas durante la etapa k, se tiene que
A = (P0L0P1L1 · · · Pn−1Ln−1)U y, por lo tanto, la solución del sistema lineal Ax = b puede
obtenerse de Ux = (L−1

n−1Pn−1 · · · L−1
1 P1L

−1
0 P0)b. Desgraciadamente, intercalar las permutaciones

con la aplicación de las transformaciones de Gauss no permite el desarrollo de un algoritmo por
bloques equivalente, ya que cada transformación de Gauss se aplica mediante una actualización de
rango 1 (ger de BLAS 2).

Otro modo de realizar el pivotamiento de filas es el que se implementa en LAPACK [48]. En esta
biblioteca, cada intercambio afecta a todos los elementos de las filas implicadas. Aśı, en el paso 3 del
algoritmo, los elementos que están a la izquierda del elemento α11 (y que no aparecen expĺıcitamente,
debido a la formulación recursiva del algoritmo), junto con ( α11 aT

12 ), son permutados con todos
los elementos de la fila cuyo ı́ndice es π. Hay que tener en cuenta que, al sobreescribir A con los
factores triangulares resultantes de la factorización, estos elementos corresponden a entradas de
L. Realizar el pivotamiento sobre las filas completas es equivalente a agrupar las permutaciones,
de modo que no es necesario aplicarlas de manera intercalada con las transformaciones de Gauss.
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En concreto, si la matriz P = Pn−1 · · · P1P0 contiene las permutaciones realizadas durante la
factorización, la solución del sistema lineal Ax = b se obtiene resolviendo los sistemas Ly = Pb y
Ux = y. Como se puede ver, las permutaciones se realizan en primer lugar sobre la parte derecha
b, y después se lleva a cabo la resolución de sendos sistemas triangulares, tal y como se haŕıa si no
hubiera necesidad de realizar el pivotamiento.

En lo que respecta a la estabilidad numérica, ésta depende del factor de crecimiento [59]

ρ =
‖L‖ ‖U‖
‖A‖ ,

que viene determinado básicamente por el tamaño del problema y la estrategia de pivotamiento. El
factor de crecimiento indica en qué medida crecen los valores numéricos de los factores triangulares
durante el proceso de eliminación. Aunque la incorporación del pivotamiento de filas no garantiza la
estabilidad numérica del algoritmo de la factorización LU, en la práctica esta combinación raramente
falla (sólo para matrices especialmente construidas para este propósito se ha podido comprobar
que el método produce un crecimiento desmesurado de las entradas del factor U [36, 32]). En
consecuencia, el pivotamiento parcial de filas es la técnica habitualmente aplicada en las bibliotecas
de resolución de sistemas lineales densos, por su sencillez y menor coste frente a otras como el
pivotamiento completo.

Adaptar la formulación recursiva del algoritmo anterior para este nuevo modo de pivotamiento
no resulta un paso directo, puesto que el pivotamiento afecta a la submatriz sobre la que se realizan
los cálculos en cada iteración (A22 de la iteración anterior), aśı como a los elementos que han
sido ya factorizados a la izquierda en iteraciones anteriores. En este caso resulta más adecuada
la formulación del algoritmo en notación FLAME, tanto para el algoritmo escalar como para el
algoritmo por bloques.

3.2.2. Algoritmos en notación FLAME

Al seguir el proceso de derivación formal de algoritmos propuesto por FLAME para la factoriza-
ción LU se obtienen cinco variantes algoŕıtmicas. Sólo en tres de estas cinco variantes la combinación
con el pivotamiento parcial de filas da lugar a algoritmos correctos [72]. Los algoritmos escalares
y por bloques de estas tres variantes se muestran en la Figura 3.1 (izquierda y derecha, respecti-
vamente). En estos algoritmos, n(·) denota el número de columnas de una matriz y P (π1) denota
la matriz de permutación que, al aplicarla a otra matriz, intercambia la primera fila de ésta por la
fila π1. Si p1 = (π1, π2, . . . , πb), P (p1) denota la matriz de permutación que, aplicada a otra matriz,
intercambia la primera fila de ésta por la fila π1, la segunda fila por la fila π2, y aśı sucesivamente
hasta cambiar la fila b por la fila πb. La secuencia de permutaciones aplicadas en los algoritmos que-
da recogida en el vector resultado p. La función PivIndex devuelve el ı́ndice del elemento de mayor
magnitud del vector que se le pasa como parámetro. La función trilu(·) devuelve la matriz trian-
gular inferior que se almacena en la matriz se le pasa como parámetro, poniendo a unos la diagonal
(el resultado es triangular inferior unidad). Su utilización indica, en nuestro caso, que la operación
A12 := trilu(A11)

−TA12 consiste en la resolución de un sistema triangular, que corresponde a la
operación trsm de BLAS (A := L−1A). Las demás operaciones de cálculo de los algoritmos por
bloques son todas del tipo gemm de BLAS (C := C + A · B). Nótese que el algoritmo escalar de
la variante 1 sigue el esquema del algoritmo recursivo del Apartado 3.2.1, esta vez realizando el
pivotamiento sobre filas completas.
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Algorithm: [A,p] := LU piv unb(A)

Partition

A→

 

ATL ATR

ABL ABR

!

, p→

 

pT

pB

!

where ATL is 0× 0 and pT has 0 elements

while n(ATL) < n(A) do

Repartition
 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 a01 A02

aT

10
α11 aT

12

A20 a21 A22

1

C

C

A

,

 

pT

pB

!

→

0

B

B

@

p0

π1

p2

1

C

C

A

where α11 and π1 are 1×1

Variante 1:

π1 := PivIndex

 

α11

a21

!

 

aT

10 α11 aT

12

A20 a21 A22

!

:= P (π1)

 

aT

10 α11 aT

12

A20 a21 A22

!

a21 := a21/α11

A22 := A22 − a21a
T

12

Variante 2:
0

B

B

@

a01

α11

a21

1

C

C

A

:= P (p0)

0

B

B

@

a01

α11

a21

1

C

C

A

a01 := trilu(A00)
−1a01

α11 := α11 − aT

10a01

a21 := a21 − A20a01

π1 := PivIndex

 

α11

a21

!

 

aT

10 α11

A20 a21

!

:= P (π1)

 

aT

10 α11

A20 a21

!

a21 := a21/α11

Variante 3:

α11 := α11 − aT

10a01

a21 := a21 − A20a01

aT

12 := aT

12 − aT

10A02

π1 := PivIndex

 

α11

a21

!

 

aT

10 α11 aT

12

A20 a21 A22

!

:= P (π1)

 

aT

10 α11 aT

12

A20 a21 A22

!

a21 := a21/α11

Continue with
 

ATL ATR

ABL ABR

!

←

0

B

B

@

A00 a01 A02

aT

10
α11 aT

12

A20 a21 A22

1

C

C

A

,

 

pT

pB

!

←

0

B

B

@

p0

π1

p2

1

C

C

A

endwhile

Algorithm: [A, p] := LU piv blk(A)

Partition

A→

 

ATL ATR

ABL ABR

!

, p→

 

pT

pB

!

where ATL is 0× 0 and pT has 0 elements

while n(ATL) < n(A) do

Determine block size b
Repartition
 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

pT

pB

!

→

0

B

B

@

p0

p1

p2

1

C

C

A

where A11 is b×b and p1 has b elements

Variante 1:
" 

A11

A21

!

, p1

#

:= LU piv unb

 

A11

A21

!

 

A10 A12

A20 A22

!

:= P (p1)

 

A10 A12

A20 A22

!

A12 := trilu(A11)
−1A12

A22 := A22 − A21A12

Variante 2:
0

B

B

@

A01

A11

A21

1

C

C

A

:= P (p0)

0

B

B

@

A01

A11

A21

1

C

C

A

A01 := trilu(A00)
−1A01

A11 := A11 − A10A01

A21 := A21 − A20A01

" 

A11

A21

!

, p1

#

:= LU piv unb

 

A11

A21

!

 

A10

A20

!

:= P (p1)

 

A10

A20

!

Variante 3:

A11 := A11 − A10A01

A21 := A21 − A20A01
" 

A11

A21

!

, p1

#

:= LU piv unb

 

A11

A21

!

 

A10 A12

A20 A22

!

:= P (p1)

 

A10 A12

A20 A22

!

A12 := A12 − A10A02

A12 := trilu(A11)
−1A12

Continue with
 

ATL ATR

ABL ABR

!

←

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

pT

pB

!

←

0

B

B

@

p0

p1

p2

1

C

C

A

endwhile

Figura 3.1: Variantes de los algoritmos escalares (izquierda) y por bloques (derecha) para calcular la
factorización LU con pivotamiento parcial.



80 3.3. FACTORIZACIÓN LU CON PIVOTAMIENTO INCREMENTAL

Como paso previo a la implementación OOC de los algoritmos por bloques es conveniente ob-
tener algoritmos orientados a bloques, que son aquellos en los que cada operación involucra, en
general, a unos pocos bloques cuadrados (aproximadamente del mismo tamaño). En este tipo de
algoritmos, la matriz a factorizar se trata como una matriz de submatrices (bloques). Estas sub-
matrices serán después los tiles en los algoritmos OOC. Debido a la introducción del pivotamiento,
la formulación por bloques descrita en esta sección no desemboca fácilmente en los deseados al-
goritmos orientados a bloques, ya que tanto la columna que se debe utilizar para decidir qué fila
permutar, como las filas que se permutan, se extienden a través de distintos bloques, pudiendo
llegar a involucrar al bloque diagonal y a todos los subdiagonales en cada etapa. Esta falta de
localidad de referencia espacial es especialmente perjudicial cuando estamos tratando con el disco
y el subsistema de E/S.

Por otra parte, una solución OOC basada en algoritmos que incorporan un pivotamiento parcial
sufre de problemas de escalabilidad (a medida que el tamaño del problema crece, el rendimiento no
solo no aumenta sino que mengua). Esto es debido a que son algoritmos que trabajan sobre paneles
(secciones verticales) de la matriz de modo que el pivotamiento parcial tenga cabida dentro del
panel. Aśı, al aumentar el tamaño de la matriz, el panel deberá tener menos columnas, de modo
que siga cabiendo en memoria. Sin embargo, estrechar el panel limita el uso de operaciones de
BLAS 3, lo que provoca una pérdida de prestaciones.

Puesto que la factorización LU con pivotamiento parcial es un algoritmo poco escalable y que
resulta dif́ıcil de formular como un algoritmo orientado a bloques, que además requiere un gran
número de actualizaciones con una carga computacional mı́nima (permutar filas), nos proponemos
utilizar una estrategia de pivotamiento diferente para llevar a cabo la factorización OOC de modo
más eficiente, garantizando una aceptable calidad numérica.

3.3. Factorización LU con pivotamiento incremental

Joffrain et al. [39] presentan un algoritmo para calcular la factorización LU de una matriz con
pivotamiento incremental. El algoritmo surgió ante la cuestión de cómo actualizar una factorización
LU existente cuando cambian algunas de las filas y/o columnas de la matriz que da origen a la
misma. Este problema aparece cuando es necesario calcular la factorización LU de la matriz A,
particionada como

A =

(

B C

D E

)

, (3.3)

para diferentes valores de C, D y E. La cuestión se transforma en cómo reutilizar la factorización
de B para obtener la de A para diferentes C, D y E. En las aplicaciones que dan lugar a esta
cuestión, la dimensión de B es normalmente mucho mayor que la de las demás submatrices, por lo
que resulta muy conveniente factorizar B una sola vez y actualizar la factorización de A cuando
cambian C, D y E.

En concreto, algunas aplicaciones del campo de los métodos de elementos de contorno (boundary
element methods) conllevan la resolución de grandes sistemas lineales densos. En muchas de estas
aplicaciones, el objetivo es optimizar una caracteŕıstica de un objeto, como puede ser la forma de
alguno de sus componentes. Si los grados de libertad del componente cuya forma se quiere optimizar
se colocan al final de todos los grados de libertad, la matriz presenta la estructura de (3.3). La
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búsqueda de la forma óptima de este componente requiere entonces la solución de sistemas lineales
de la forma (3.3) para diferentes bloques C, D y E [30].

3.3.1. Algoritmo básico

A continuación se presenta el algoritmo básico que calcula la factorización LU con pivotamiento
incremental de la matriz A en (3.3) [39]:

Paso 1: Factorizar B. En este paso se calcula la factorización LU con pivotamiento parcial
de B. El pivotamiento se realiza sobre filas completas de la matriz, al estilo de LAPACK. Los
factores triangulares sobreescriben la propia matriz B y, además, se hace necesario el uso de
un vector p para almacenar los ı́ndices que definen la secuencia de permutaciones aplicada
durante esta factorización. Denotamos los cálculos realizados en este primer paso como

[B, p] := [{L\U}, p] = LU(B)

Paso 2: Actualizar C consistentemente con la factorización de B. Para ello se debe llevar
a cabo un proceso de eliminación progresiva con el factor L obtenido en el paso anterior.
Además, puesto que en la factorización de B se ha realizado el pivotamiento al estilo de
LAPACK, todas las permutaciones contenidas en p se podrán aplicar sobre C al principio de
esta etapa. Es decir, C := L−1 · P (p) · C, que denotamos a partir de ahora como

C := Apply L(B, p,C)

Paso 3: Factorizar

(

U

D

)

. En este paso se calcula la factorización LU con pivotamiento

parcial, esta vez al estilo de LINPACK, permutando sólo los elementos que se encuentran a
la derecha del elemento diagonal. De este modo se preserva la estructura triangular superior
de U . Consideraremos que el vector r almacena los ı́ndices de las permutaciones empleadas
en esta factorización. En nuestra notación esto se refleja como

[(

U

D

)

, L̄, r

]

:=

[(

{L̄\Ū}
Ľ

)

, r

]

= LUlin
td

(

U

D

)

En este paso, Ū sobreescribe la parte triangular superior de B, que conteńıa U tras el paso 1.
La matriz triangular inferior L̄ que se obtiene en esta factorización debe almacenarse por
separado, ya que tanto la matriz L, obtenida en el paso 1, como la matriz L̄, serán necesarias
para resolver el sistema lineal una vez completado el cálculo de la factorización.

Paso 4: Actualizar

(

C

E

)

consistentemente con la factorización de

(

U

D

)

. Esta actua-

lización se realiza mediante eliminación progresiva, intercalando además las permutaciones
definidas en r al estilo LINPACK durante este proceso. En la notación empleada, este paso
se refleja como

(

C

E

)

:= Apply Llin
td

((

L̄

D

)

, r,

(

C

E

))
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Paso 5: Factorizar E. Por último, se realiza una factorización LU con pivotamiento par-
cial estilo LAPACK de E. El vector s almacenará los ı́ndices que definen la secuencia de
permutaciones, en tanto que los factores triangulares sobreescriben las entradas de E.

[E, s] := [{L̃\Ũ}, s] = LU(E)

El algoritmo presentado lleva a cabo una secuencia de permutaciones de filas diferente a las
permutaciones que se realizan en una factorización LU con pivotamiento parcial, por lo que la
estabilidad numérica de este algoritmo también será diferente. En el Apartado 3.3.3 se ofrecen
algunas observaciones en este sentido.

La segunda columna de la Tabla 3.1 muestra el coste teórico de cada paso del algoritmo. Por
simplicidad, se considera que las submatrices B, C, D y E son todas de tamaño t× t.

Paso Coste teórico Coste teórico

Algoritmo básico Formulación BLAS 3

LU 2
3
t3 2

3
t3

Apply L t3 t3

LUlin
td

5
3
t3 t3+ 2

3
t2b

Apply Llin
td 3t3 2t3+ tb2

LU 2
3
t3 2

3
t3

Total 7t3 16
3

t3+ 2
3
t2b + tb2

Tabla 3.1: Coste teórico en flops de cada paso del algoritmo para la factorización LU con pivotamiento
incremental. Se ha considerado que las submatrices B, C, D y E son todas de tamaño t × t. El valor b
corresponde al tamaño algoŕıtmico de bloque considerado en la factorización BLAS 3 de los módulos LUlin

td
y Apply Llin

td .

El coste total del algoritmo básico es de 7t3 flops, frente al coste de realizar la factorización LU
con pivotamiento parcial, que es de 16

3
t3 flops, lo que supone un coste adicional de 5

3
t3 flops. Este

coste adicional se puede reducir utilizando sendas implementaciones por bloques de los algoritmos
empleados en las etapas LUlin

td y Apply Llin
td (denominados módulos en adelante), que se presentan

en el siguiente apartado. Si bien el sobrecoste en el que se puede llegar a incurrir no es importante
cuando C, D y E en (3.3) son bloques de dimensión pequeña comparada con la de B, reducir este
coste, haciéndolo despreciable, es fundamental en el algoritmo OOC, donde C, D y E tendrán la
misma dimensión que B.

3.3.2. Formulación BLAS 3 del algoritmo básico

Tanto el módulo LU como el módulo Apply L, correspondientes a los pasos 1 y 2 del algoritmo
básico para la factorización LU con pivotamiento incremental, pueden ser implementados como
algoritmos por bloques que hagan uso de BLAS 3. El módulo LU se puede implementar mediante
cualquiera de las variantes por bloques de la Figura 3.1, que fundamentalmente hacen uso de las



CAṔITULO 3. FACTORIZACIÓN LU EN DISCO 83

Algorithm: [C] := Apply L(B,C)

Partition C →
“

CL CR

”

where CL has 0 columns

while n(CL) < n(C) do

Determine block size b
Repartition
“

CL CR

”

→
“

C0 C1 C2

”

where C1 has b columns

C1 := trilu(B)−1C1

Continue with
“

CL CR

”

←
“

C0 C1 C2

”

endwhile

Figura 3.2: Algoritmo por bloques que actualiza la matriz C consistentemente con la factorización LU
con pivotamiento parcial de la matriz B.

operaciones trsm y gemm. La Figura 3.2 muestra una implementación para el módulo Apply L,
que únicamente utiliza operaciones trsm. El detalle de cómo se realiza el pivotamiento no se incluye
en los algoritmos que se presentan en adelante para dar una mayor claridad a los mismos.

Los módulos LUlin
td y Apply Llin

td , que calculan y aplican una factorización LU con pivotamiento
estilo LINPACK, no pueden implementarse haciendo uso de operaciones de BLAS 3, ya que tanto
el cálculo de las transformaciones de Gauss como su aplicación (operación ger de BLAS 2), se
intercalan con las permutaciones de filas. En [39] se proponen sendos algoritmos por bloques para
implementar estas operaciones, que se muestran en las Figuras 3.3 y 3.4.

La clave para obtener un algoritmo por bloques para el módulo de factorización LUlin
td está en

avanzar en la factorización por paneles de columnas, factorizando cada panel con un algoritmo que
realiza el pivotamiento estilo LAPACK (Figura 3.1), pero aplicando las permutaciones resultantes
de la factorización del panel actual sólo a aquellos paneles a la derecha de éste, tal y como se hace
en el pivotamiento estilo LINPACK. Una vez factorizado un panel de b columnas, la aplicación de
los factores obtenidos a los paneles de la derecha se realiza con operaciones de BLAS 3 (trsm y
gemm). Como resultado, se obtiene una factorización con un estilo h́ıbrido LAPACK–LINPACK
que tiene la forma

L−1
M−1PM−1 · · · L−1

1 P1L
−1
0 P0

(

U

D

)

=

(

Ū

0

)

.

En el algoritmo se hace uso de una matriz auxiliar L̄ con b columnas y tantas filas como A,
destinada a guardar la parte triangular inferior de los factores L11. El objetivo es preservar la
parte estrictamente triangular inferior de A, que contiene el factor L obtenido en el paso 1 de la
factorización LU con pivotamiento incremental.

Considerando que las submatrices B, C, D y E son todas de tamaño t × t y que cada panel
tiene b columnas (por simplicidad se asume que b es un múltiplo de t: M = t/b), se obtiene que el
algoritmo LUlin

td de la Figura 3.3 tiene un coste de t3+ 2
3
t2b flops. Gracias a que se sigue este proceso

por paneles, también es posible obtener un algoritmo por bloques para aplicar la factorización de
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Algorithm:

" 

U

D

!

, L̄

#

:= LUlin
td

 

U

D

!

Partition U →
 

UTL UTR

0 UBR

!

, D →
“

DL DR

”

, L̄→
 

L̄T

L̄B

!

where UTL is 0× 0, DL has 0 columns, L̄T has 0 rows

while n(UTL) < n(U) do

Determine block size b
Repartition

 

UTL UTR

0 UBR

!

→

0

B

B

@

U00 U01 U02

0 U11 U12

0 0 U22

1

C

C

A

,
“

DL DR

”

→
“

D0 D1 D2

”

,

 

L̄T

L̄B

!

→

0

B

B

@

L̄0

L̄1

L̄2

1

C

C

A

where U11, L̄1 are b× b, D1 has b columns

 

{L̄1\U11}
D1

!

:= LU piv blk

 

U11

D1

!

U12 := L̄−1

1
U12

D2 := D2 −D1U12

Continue with
 

UTL UTR

0 UBR

!

←

0

B

B

@

U00 U01 U02

0 U11 U12

0 0 U22

1

C

C

A

,
“

DL DR

”

←
“

D0 D1 D2

”

,

 

L̄T

L̄B

!

←

0

B

B

@

L̄0

L̄1

L̄2

1

C

C

A

endwhile

Figura 3.3: Algoritmo por bloques que calcula la factorización LU con pivotamiento parcial de una matriz

de la forma (UT, DT)
T

cuyo bloque U es triangular superior. Esta estructura triangular superior se mantiene
gracias a la factorización con pivotamiento estilo LINPACK (no se permutan las filas de la matriz a la
izquierda de A11). Se procede por paneles de columnas realizando factorizaciones con pivotamiento estilo

LAPACK, lo que posibilita el uso de BLAS 3.

(

U

D

)

a

(

C

E

)

, tal y como se muestra en el algoritmo Apply Llin
td de la Figura 3.4. En este caso,

los cálculos se realizan todos en términos de operaciones de BLAS 3 trsm y gemm, y se consigue
reducir el coste de este algoritmo a solo 2t3 + tb2 flops.

El coste adicional en que se incurre con los algoritmos LUlin
td y Apply Llin

td , frente a la factori-
zación LU con pivotamiento parcial, es de 2

3
t2b + tb2 flops, un término de orden menor que resulta

despreciable cuando b≪ t (ver tercera columna de la Tabla 3.1) [39].

3.3.3. Algoritmos FLAME orientados a bloques

Los algoritmos presentados en los Apartados 3.3.1 y 3.3.2 proporcionan los módulos básicos
que nos permitirán construir algoritmos orientados a bloques para el cálculo de la factorización
LU con pivotamiento incremental. Para ilustrar cómo pueden utilizarse estos módulos básicos en



CAṔITULO 3. FACTORIZACIÓN LU EN DISCO 85

Algorithm:

 

C

E

!

:= Apply Llin
td

  

L̄

D

!

,

 

C

E

!!

Partition L̄→
 

L̄T

L̄B

!

, D →
“

DL DR

”

, C →
 

CT

CB

!

where L̄T is b× b, CT has 0 rows, DL has 0 columns

while n(DL) < n(D) do

Determine block size b
Repartition

 

L̄T

L̄B

!

→

0

B

B

@

L̄0

L̄1

L̄2

1

C

C

A

,
“

DL DR

”

→
“

D0 D1 D2

”

,

 

CT

CB

!

→

0

B

B

@

C0

C1

C2

1

C

C

A

where L̄1 , C1 have b rows, D1 has b columns

C1 := L̄−1

1
C1

E := E −D1C1

Continue with
 

L̄T

L̄B

!

←

0

B

B

@

L̄0

L̄1

L̄2

1

C

C

A

,
“

DL DR

”

←
“

D0 D1 D2

”

,

 

CT

CB

!

←

0

B

B

@

C0

C1

C2

1

C

C

A

endwhile

Figura 3.4: Algoritmo por bloques que actualiza la matriz (CT, ET)
T

consistentemente con la factorización

LU con pivotamiento parcial de la matriz (L̄T, DT)
T

realizada con el algoritmo LUlin
td de la Figura 3.3.

la factorización, se desarrolla en detalle un ejemplo para una matriz formada por 4× 4 bloques:

A =









Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33









.

En la primera iteración del algoritmo orientado a bloques se efectúa el siguiente particionado (se
indica qué papel toma cada bloque de la matriz en relación con la estructura de (3.3)):





A00 A01 A02

A10 A11 A12

A20 A21 A22



 =

1a iteración












Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33













→













B C C C

D E E E

D E E E

D E E E













.

De este modo, inicialmente calculamos la factorización LU del bloque B (paso 1), aplicamos repeti-
damente el correspondiente factor L a cada uno de los bloques C (esto es, repetimos el paso 2 tres

veces, para Ā01, Ā02 y Ā03), calculamos las sucesivas factorizaciones de

(

U

D

)

para cada uno de
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los bloques D (paso 3 repetido en tres ocasiones), y actualizamos de manera consistente los bloques

de tipo

(

C

E

)

(paso 4 repetido nueve veces, una por cada bloque de tipo E).

Este procedimiento repetitivo aplicado para la primera iteración es el equivalente del problema
de la actualización de una factorización LU, pues se está utilizando la factorización de B para
diferentes valores de C, D y E, que en este caso son diferentes bloques de la matriz.

Este mismo proceso se efectúa nuevamente a continuación para la segunda iteración, en la que
el particionado es





A00 A01 A02

A10 A11 A12

A20 A21 A22



 =

2a iteración












Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33













→













Ā00 Ā01 Ā02 Ā03

Ā10 B C C

Ā20 D E E

Ā30 D E E













.

Seguidamente, en la tercera iteración,





A00 A01 A02

A10 A11 A12

A20 A21 A22



 =

3a iteración












Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33













→













Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 B C

Ā30 Ā31 D E













.

Y, en la última iteración,





A00 A01 A02

A10 A11 A12

A20 A21 A22



 =

4a iteración












Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 Ā33













→













Ā00 Ā01 Ā02 Ā03

Ā10 Ā11 Ā12 Ā13

Ā20 Ā21 Ā22 Ā23

Ā30 Ā31 Ā32 B













.

Un detalle de implementación importante es que, cuando se lleva a cabo el paso 3 en cada
iteración mediante el módulo LUlin

td , es necesario guardar cada factor L̄ obtenido para cada bloque
D, ya que más tarde será necesario para resolver el sistema lineal Ax = b. Por lo tanto, en nuestro
algoritmo orientado a bloques deberemos utilizar un espacio adicional con este propósito.

Las Figuras 3.5 y 3.6 capturan el proceso global en forma de un algoritmo orientado a bloques
para la factorización LU con pivotamiento incremental. En los algoritmos se han sombreado los
módulos básicos que llevan a cabo cada uno de los pasos del algoritmo básico (en su formulación
BLAS 3): la factorización LU de una matriz densa (LU), la aplicación de las transformaciones de
Gauss resultantes de esta factorización (Apply L), la factorización LU de una matriz con 2 × 1
bloques, en la que el bloque superior es triangular y el inferior es denso (LUlin

td ), y la aplicación de
las transformaciones de Gauss correspondientes a esta última factorización sobre una matriz con
2 × 1 bloques (Apply Llin

td ). La implementación de estos módulos es la que se ha ilustrado en las
Figuras 3.1–3.4.

De nuevo, el detalle de cómo se realiza el pivotamiento no se ha incluido para dar una mayor
claridad a los algoritmos. Este detalle no modifica el análisis del coste computacional de este
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Tipo de paso Coste teórico

Factorización LU con pivotamiento incremental

LU n2t2

3

Apply L n2 t
2
− n t2

2

LUlin
td n2( t

2
+ b

3
)− n( t2

2
+ bt

3
)

Apply Llin
td n3(2

3
+ b2

3t2
)− n2(t + b2

2t ) + n( t2

3
+ b2

6
)

Total n3(2
3

+ b2

3t2
) + n2( b

3
− b2

2t ) + n( b2

6
− bt

3
)

Tabla 3.2: Coste teórico en flops de la variante 1 del algoritmo orientado a bloques para la factorización
LU con pivotamiento incremental de una matriz n×n, siendo t el tamaño de los bloques Aij y b el tamaño

algoŕıtmico de bloque utilizado internamente en los módulos LUlin
td y Apply Llin

td .

algoritmo, que se muestra en la Tabla 3.2. Además, puesto que cada acción asociada al pivotamiento
(encontrar el ı́ndice y permutar filas) va seguida de una operación algebraica que afecta a los
bloques implicados en el pivotamiento, el no incluir estas operaciones en los algoritmos tampoco
invalida las consideraciones sobre el coste teórico de la E/S que realizaremos más adelante. Es
importante destacar aqúı que, cuando t≪ n y b≪ t, el coste total de este procedimiento se reduce
a 2

3
n3 operaciones aritméticas, resultando equivalente al coste de calcular la factorización LU con

pivotamiento parcial de una matriz de dimensión n× n.
En lo que respecta a la estabilidad numérica, la factorización LU con pivotamiento incremental

aplica pivotamiento parcial en la factorización de la submatriz B y, posteriormente, también en la

factorización de

(

U

D

)

, por lo que puede considerarse como una variante por bloques del pivota-

miento por pares (pairwise pivoting [74]). En [65] se demuestra, mediante modelos estad́ısticos y
un gran número de experimentos, que en la media, el factor de crecimiento para el pivotamiento
completo es ρc ≈ n1/2, para el pivotamiento parcial es ρp ≈ n2/3 y para el pivotamiento por pares
es ρw ≈ n. De este estudio deducen sus autores que, en la práctica, el pivotamiento parcial y el
pivotamiento por pares son numéricamente estables, esperándose que el pivotamiento por pares
exhiba un comportamiento numérico ligeramente peor que el pivotamiento parcial. Por lo tanto,
es razonable pensar que la factorización LU con pivotamiento incremental responda a un factor
de crecimiento que se encuentre entre el del pivotamiento parcial y el del pivotamiento por pares.
En [39] se presenta un experimento en el que se obtienen evidencias que apoyan esta hipótesis,
observándose que el pivotamiento incremental tiene un factor de crecimiento menor que el del pi-
votamiento por pares y muy próximo al factor de crecimiento del pivotamiento parcial. En este
sentido, resulta ilustrativo apuntar que, cuando t = 1, el pivotamiento incremental se transforma
en pivotamiento por pares, mientras que, cuando t = n, se transforma en pivotamiento parcial.

La Figura 3.7 muestra una segunda variante algoŕıtmica para la factorización LU con pivota-
miento incremental. Ésta es una variante orientada hacia la izquierda, a diferencia de la primera
variante, que está orientada hacia la derecha. El desarrollo en cada iteración es el siguiente: en
primer lugar se actualiza el panel que contiene el bloque A11 respecto de la factorización de la sub-
matriz que queda a su izquierda, a continuación se factoriza el bloque A11 y, por último, se factoriza
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Algorithm:
ˆ

A, L̄
˜

:= LU B var1(A)

Partition A→
 

ATL ATR

ABL ABR

!

, L̄→
 

L̄TL L̄TR

L̄BL L̄BR

!

where ATL, L̄TL have 0× 0 tiles

while n(ATL) < n(A) do

Repartition

 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

L̄TL L̄TR

L̄BL L̄BR

!

→

0

B

B

@

L̄00 L̄01 L̄02

L̄10 L̄11 L̄12

L̄20 L̄21 L̄22

1

C

C

A

where A11, L̄11 are tiles

A11 := LU (A11)

A12 := LU B1(A11, A12)
ˆ

A11, A21, L̄21

˜

:= LU B2(A11, A21)

[A12, A22] := LU B3(L̄21, A12, A21, A22)

Continue with
 

ATL ATR

ABL ABR

!

←

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

L̄TL L̄TR

L̄BL L̄BR

!

←

0

B

B

@

L̄00 L̄01 L̄02

L̄10 L̄11 L̄12

L̄20 L̄21 L̄22

1

C

C

A

endwhile

Algorithm: [ C] := LU B1(B, C)

Partition C →
“

CL CR

”

where CL is 0 tiles wide

while n(CL) < n(C) do

Repartition
“

CL CR

”

→
“

C0 C1 C2

”

where C1 is a tile

C1 := Apply L (B, C1)

Continue with
“

CL CR

”

←
“

C0 C1 C2

”

endwhile

Algorithm:
ˆ

B, D, L̄
˜

:= LU B2(B, D)

Partition D →
 

DT

DB

!

, L̄→
 

L̄T

L̄B

!

where DT , L̄T are 0 tiles high

while m(DT ) < m(D) do

Repartition

 

DT

DB

!

→

0

B

B

@

D0

D1

D2

1

C

C

A

,

 

L̄T

L̄B

!

→

0

B

B

@

L̄0

L̄1

L̄2

1

C

C

A

where D1, L̄1 are tiles

" 

B

D1

!

, L̄1

#

:= LUlin
td

  

B

D1

!!

Continue with
 

DT

DB

!

←
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B

@
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D1

D2

1

C

C

A

,

 

L̄T

L̄B
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1
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A

endwhile

Figura 3.5: Algoritmo orientado a bloques para calcular la factorización LU. Variante 1 orientada hacia
la derecha.
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Algorithm: [ C, E] := LU B3(L̄, C, D, E)

Partition C →
“

CL CR

”

, E →
“

EL ER

”

where CL, EL are 0 tiles wide

while n(CL) < n(C) do

Repartition
“

CL CR

”

→
“

C0 C1 C2

”

,
“

EL ER

”

→
“

E0 E1 E2

”

where C1 is a tile, E1 is 1 tile wide

[C1, E1] := LU B4(L̄, C1, D, E1)

Continue with
“

CL CR

”

←
“

C0 C1 C2

”

,
“

EL ER

”

←
“

E0 E1 E2

”

endwhile

Algorithm: [ C, E] := LU B4(L̄, C, D, E)

Partition L̄→
 

L̄T

L̄B

!

, D →
 

DT

DB

!

, E →
 

ET

EB

!

where L̄T , DT , ET are 0 tiles high

while m(DT ) < m(D) do

Repartition

 

L̄T

L̄B

!

→

0

B

B

@

L̄0
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1

C

C

A

,
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!
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C

A

,
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!

→
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B

@
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E1

E2

1

C

C

A

where L̄1, D1, E1 are tiles
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:= Apply Llin
td
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!

,
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!!

Continue with
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endwhile

Figura 3.6: Algoritmo orientado a bloques para calcular la factorización LU. Variante 1 orientada hacia
la derecha (continuación).
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Algorithm:
ˆ

A, L̄
˜

:= LU B var2(A)

Partition A→
 

ATL ATR

ABL ABR

!

, L̄→
 

L̄TL L̄TR

L̄BL L̄BR

!

where ATL, L̄TL have 0× 0 tiles

while n(ATL) < n(A) do

Repartition

 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

L̄TL L̄TR

L̄BL L̄BR

!

→

0

B

B

@

L̄00 L̄01 L̄02

L̄10 L̄11 L̄12

L̄20 L̄21 L̄22

1

C

C

A

where A11, L̄11 are tiles

0

B

@

A01

A11

A21

1

C

A
:= LU B5

0

B

@

0

B

@

A00

A10

A20

1

C

A
,

0

B

@

A01

A11

A21

1

C

A
,

0

B

@

L̄00

L̄10

L̄20

1

C

A

1

C

A

A11 := LU (A11)
ˆ

A11, A21, L̄21

˜

:= LU B2(A11, A21)

Continue with
 

ATL ATR

ABL ABR

!

←

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

L̄TL L̄TR

L̄BL L̄BR

!

←

0

B

B

@

L̄00 L̄01 L̄02

L̄10 L̄11 L̄12

L̄20 L̄21 L̄22

1

C

C

A

endwhile

Algorithm: [B] := LU B5(A, B, L̄)

Partition A→
 

ATL ATR

ABL ABR

!

, B →
 

BT

BB

!

, L̄→
 

L̄TL L̄TR

L̄BL L̄BR

!

where ATL, L̄TL have 0× 0 tiles, BT is 0 tiles high

while n(ATL) < n(A) do

Repartition

 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,
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!

→
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B

@
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A
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!
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1
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C

A

where A11, B1, L̄11 are tiles

B1 := Apply L (A11, B1)

[B1, B2] := LU B4(L̄21, B1, A21, B2)

Continue with
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endwhile

Figura 3.7: Algoritmo orientado a bloques para calcular la factorización LU. Variante 2 orientada hacia
la izquierda.
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Algoritmo Lecturas Escrituras

Variante 1 2s3+s2
−s

2
4s3+3s2

−s
6

Variante 2 2s3+s2
−s

2
4s3+3s2

−s
6

Tabla 3.3: Número de lecturas y escrituras de tiles (coste teórico de la E/S) de las dos variantes obtenidas
para la factorización LU con pivotamiento incremental. (El número de elementos léıdos/ escritos puede

obtenerse fácilmente multiplicando estos valores por el tamaño del tile: t× t.)

el panel de bloques que contiene al bloque A11 y los bloques que se encuentran por debajo de éste.
En este último paso de cada iteración se generan los bloques de la matriz L̄, que son utilizados en
el primer paso de las siguientes iteraciones para actualizar el panel que se va a factorizar.

3.4. Implementaciones OOC para la factorización LU

Para transformar los algoritmos a bloques en algoritmos OOC consideraremos que cada bloque
es un tile, es decir, un bloque que constituye la unidad elemental de transferencia de datos entre
disco y memoria principal. A partir de los algoritmos orientados a bloques resulta sencillo saber,
en cada momento y sin manejar sub́ındices, qué tiles se deben leer del disco para trabajar con ellos
y cuáles escribir después de ser actualizados.

En la Figura 3.8 se muestran dos iteraciones del desarrollo de la variante 1 orientada a bloques
LU B var1 de la Figura 3.5, concretamente la segunda y la tercera iteración. Cada iteración
contiene los cuatro pasos del algoritmo básico presentado en el Apartado 3.3.1, y en cada paso se
han sombreado los tiles que son modificados. Los cuatro pasos son: obtener la factorización LU del
tile diagonal (LU), actualizar los tiles a la derecha de éste con respecto a la factorización obtenida

en el paso anterior (LU B1), obtener la factorización LU del panel de tiles

(

A11

A21

)

(LU B2) y, por

último, actualizar los tiles a la derecha de este panel con respecto a la factorización recién calculada

(LU B3). El espacio adicional L̄ que se necesita cuando se factorizan los paneles

(

A11

A21

)

tiene

una estructura triangular inferior. Si el tamaño de tile es t y s = n/t, este espacio adicional será de
tamaño (s− 1)t× (s− 1)b, siendo b el tamaño de bloque con que se trabaja en los módulos LUlin

td

y Apply Llin
td . La estructura de cada columna de bloques de L̄ se observa en las dos iteraciones

del desarrollo del algoritmo mostradas en la figura. Nótese que puede ser almacenada de manera
compactada ya que de cada bloque sólo se almacena la parte triangular inferior.

En la Figura 3.9 se muestra el desarrollo de una iteración (la tercera) de la variante 2 orientada
a bloques LU B var2 de la Figura 3.7.

A continuación, analizamos el comportamiento de las dos variantes de la factorización LU con
pivotamiento incremental desde el punto de vista del coste teórico de la E/S. Para calcular este
coste se tiene en cuenta que toda la E/S es realizada por los módulos básicos LU, Apply L, LUlin

td

y Apply Llin
td . La Tabla 3.3 recoge el coste de la E/S de ambas variantes, en función del tamaño en

tiles de la matriz (s = n/t). Como se puede apreciar, el coste es exactamente el mismo para ambas
variantes.



92 3.4. IMPLEMENTACIONES OOC

A00

A00

A00

A00

A00

A00

A00

A00

A11

A11

A11

A11

A11

A11

A12

A12

A12

A12

A12

A12

A21

A21

A21

A21

A21

A21

A22

A22

A22

A22

A22

A22

L
U

B
1

L
U

B
2

L
U

B
3

LU

LU

Apply L

Apply L

LUlin
td

LUlin
td

Apply Llin
td

Apply Llin
td

tile t× t

tile t× t

b× b

b× b

L̄21

L̄21L̄21

L̄21

Figura 3.8: Desarrollo de la segunda (izquierda) y tercera (derecha) iteración de la variante 1 orientada a
bloques para la factorización LU con pivotamiento incremental OOC.



CAṔITULO 3. FACTORIZACIÓN LU EN DISCO 93

A00

A00

A00

A01

A01 A02

A02

A02

A10

A10

A10 A11 A12

A12

A12

A20

A20

A20 A21

A22

A22

A22

LU

L
U

B
5

L
U

B
2

A
p
p
ly

L

LUlin
td

A
p
p
ly

L
l
in

t
d

tile t× t
b× b

L̄21L̄

L̄

L̄

Figura 3.9: Desarrollo de la tercera iteración de la variante 2 orientada a bloques para la factorización LU
con pivotamiento incremental OOC.



94 3.4. IMPLEMENTACIONES OOC

En las implementaciones realizadas de las dos variantes para calcular la factorización LU con
pivotamiento incremental OOC, se han llevado a cabo distintas optimizaciones que dan t́ıtulo al
apartado en que se presentan a continuación.

3.4.1. Uso de una caché software

A partir del run-time desarrollado para la factorización de Cholesky OOC (expuesto en el
Apartado 2.3.2), se han desarrollado las funciones intermedias necesarias para poder utilizarlo en
la factorización LU OOC. Recordemos que el run-time es el encargado de determinar qué tiles se
deben leer y escribir en cada momento desde/en disco. En una primera etapa, el sistema ejecuta
el código de manera simbólica, generando una lista de tareas pendientes de ejecución, y anotando
para cada una de éstas los tiles de entrada y de salida. Una vez finalizada la ejecución simbólica
del código, se obtiene la lista completa de las tareas que será necesario ejecutar para completar el
proceso de factorización (equivalente a un desenrollado completo de los bucles que comprende el
algoritmo). A continuación, en una segunda etapa, las tareas se ejecutan en orden, haciendo un
recorrido secuencial de la lista: el sistema toma la siguiente tarea, identifica los tiles que necesita
para realizar la operación asociada y comprueba si se encuentran en la caché, leyéndolos desde el
disco en caso contrario. Una vez los datos residen en memoria, se ejecuta la operación. Los tiles
permanecen en la caché hasta que el sistema decide que deben ser reemplazados porque se necesita
reutilizar el espacio que están ocupando.

En la Figura 3.10 se puede observar el ahorro en el número de accesos a elementos que se
produce gracias a la incorporación del sistema de caché software en la variante 2, que llega a ser
de casi el 40 % para n = 40.960. Los datos de la gráfica de esta figura se han obtenido a partir del
coste teórico del algoritmo (sin optimizaciones) mediante una simulación del cálculo de lecturas y
escrituras de tiles cuando se utiliza el sistema de caché.

3.4.2. Solapamiento de cálculos y accesos a disco

Al igual que en la factorización de Cholesky OOC (Apartado 2.3.4), otra optimización que es
posible introducir en los algoritmos OOC para la factorización LU con pivotamiento incremental
es la que permite el solapamiento de cálculos y accesos a disco. En particular, cuando el run-time
ejecuta el código de manera simbólica, genera la lista de tareas, indicando para cada una de éstas
los tiles de entrada y de salida. El orden en que las tareas aparecen en dicha lista, junto con la
direccionalidad de los operandos (entrada o salida), definen el orden y la dirección en que deben
transferirse los tiles entre la memoria y el disco. Puesto que la lista se genera antes de comenzar
los cálculos, en cualquier momento de la factorización se conoce qué datos serán necesarios más
adelante, de modo que si los datos son transferidos desde el disco con antelación, cuando sean
necesarios, ya residirán en memoria. El resultado es un mecanismo de prefetch con una tasa de
aciertos plena.

Además, mediante el paralelismo que proporcionan las hebras exploradora y ejecutora, es posible
solapar cálculo y transferencias con el disco, y ocultar parcialmente los tiempos de espera que
producen las lecturas y escrituras de datos, de modo que las prestaciones no estén afectadas por
el hecho de trabajar con matrices que residen en el disco. El hecho de dejar el solapamiento de la
E/S y los cálculos en manos del run-time hace transparente su uso al desarrollador de bibliotecas
OOC.
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Figura 3.10: Coste teórico de la E/S de la variante 2 (left–looking) de la factorización de LU con pivo-
tamiento incremental, con y sin el uso del sistema que gestiona la memoria disponible como una memoria

caché software. El tamaño de tile es t = 5.120.

3.5. Experimentos sobre una arquitectura monoprocesador

En el cálculo de las prestaciones de esta sección y las siguientes, se ha considerado que el coste
de la factorización LU de una matriz cuadrada de dimensión n × n es de 2n3/3 flops, ya sea con
pivotamiento parcial como con pivotamiento incremental.

La Figura 3.11 recoge los resultados experimentales obtenidos sobre rope (en la Tabla 1.1
se muestran las caracteŕısticas de ésta y otras máquinas usadas en la evaluación experimental de
este caṕıtulo) con las distintas implementaciones OOC desarrolladas para la factorización LU con
pivotamiento incremental. Como referencia, en la figura se ha incluido la curva correspondiente a
la implementación in-core de la rutina getrf de MKL (en la Tabla 1.2 se muestra la versión de
las bibliotecas usadas en la evaluación experimental de este caṕıtulo) que calcula la factorización
LU con pivotamiento parcial. Cuando la matriz cabe en memoria principal, esta rutina obtiene
mejores prestaciones que nuestras implementaciones ya que con el pivotamiento parcial se realizan
menos operaciones al calcular la factorización. Como se observa, estas prestaciones se deterioran en
cuanto la matriz aumenta de tamaño y no cabe en memoria (se empieza a hacer uso de la memoria
virtual).

En primer lugar, se han implementado las variantes 1 y 2 OOC, mostrando esta última un
mejor comportamiento. Se observa que las prestaciones de ambas variantes decaen a partir de un
determinado tamaño de matriz (n ≥ 20.480), que coincide con el punto en que el disco baja su
velocidad a menos de un 3 % de la que se consigue en el acceso a matrices más pequeñas.

Sobre la variante 2 se ha incorporado una primera optimización consistente en el uso de la
caché software ya utilizada para la factorización de Cholesky. Con este mecanismo, las prestaciones
mejoran, aunque lo hacen muy ligeramente, y de nuevo disminuyen en el mismo punto en que soĺıan
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Figura 3.11: Ejecución sobre rope de distintas implementaciones OOC de las dos variantes de la factori-
zación LU con pivotamiento incremental.

hacerlo. Este comportamiento negativo se evita gracias a la segunda optimización introducida, el
solapamiento de la E/S con los cálculos. De este modo, se consigue ocultar el impacto negativo
del acceso a disco. En la curva correspondiente a esta última implementación se observa que,
mediante la combinación de estos dos mecanismos, se logran mantener unas prestaciones constantes
de 9,5 GFLOPS, lo que corresponde a un 74,5 % de la velocidad pico de la máquina (12,8 GFLOPS)
y un 88 % de las mejores prestaciones conseguidas por MKL para matrices in-core.

3.6. Experimentos sobre una arquitectura multihebra

Cuando se dispone de varios procesadores/núcleos, es posible desarrollar nuevas versiones de
los códigos para explotar el paralelismo que ofrece el hardware, lanzando a ejecución tantas hebras
como núcleos para llevar a cabo los cálculos en paralelo, explotando la multiplicidad de recursos
computacionales (procesadores o núcleos). En la factorización LU con pivotamiento incremental
OOC hemos implementado dos alternativas distintas para aprovechar el paralelismo de las opera-
ciones, que se describen en los siguientes apartados.

3.6.1. Paralelización estándar con BLAS

La primera alternativa de paralelización consiste en utilizar implementaciones multihebra de
las operaciones de LAPACK y de BLAS que realizan los cálculos en los módulos básicos de los
algoritmos a bloques de las dos variantes.

El primero de estos módulos es la factorización LU de un tile (matriz densa), cuya implemen-
tación se puede realizar mediante cualquiera de los algoritmos por bloques de la Figura 3.1, que
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Figura 3.12: Paralelización estándar con BLAS en el módulo básico Apply L. Las hebras h0, . . . , h4
trabajan en paralelo para resolver cada uno de los sistemas C̄j := trilu(B)−1C̄j . Tras la resolución de

cada sistema hay una sincronización que limita el paralelismo.
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calculan la factorización LU con pivotamiento parcial. Para la paralelización en este módulo se
han probado dos alternativas: la rutina de LAPACK getrf que proporciona la implementación
multihebra de la biblioteca MKL, y una versión de esta misma rutina paralelizada mediante una
aproximación basada en el flujo de datos (data–flow) [52].

El segundo paso del algoritmo básico de la factorización LU con pivotamiento incremental
corresponde al módulo Apply L de la Figura 3.2, que lleva a cabo la aplicación sobre un tile de
las transformaciones de Gauss resultantes de la factorización LU realizada en el primer paso. El
tercer paso consiste en el cálculo de la factorización LU de una matriz de 2×1 tiles en la que el tile
superior es triangular y el inferior es denso (módulo LUlin

td de la Figura 3.3), y el cuarto y último
paso aplica las transformaciones de Gauss correspondientes a la factorización recién calculada por
LUlin

td , sobre una matriz de 2 × 1 tiles (módulo Apply Llin
td de la Figura 3.4). La paralelización

en estos tres últimos módulos se realiza mediante el uso de las implementaciones multihebra de las
rutinas de BLAS trsm y gemm de MKL.

Los resultados obtenidos mediante esta optimización para las variantes 1 y 2 de la factorización
LU con pivotamiento incremental OOC sobre tesla y tesla2 se muestran en las Figuras 3.14
y 3.15, respectivamente, en las curvas identificadas con la leyenda paralelización estándar. En
ambas arquitecturas, la mejora en prestaciones es mı́nima, por lo que se propone otra alternativa
de paralelización de nivel superior a la que proporciona BLAS multihebra. Como se aprecia en la
Tabla 3.2, es el módulo Apply Llin

td el que representa un mayor coste en el algoritmo por lo que el
paralelismo de este módulo fija el rendimiento de todo el algoritmo paralelo. En consecuencia, la
siguiente alternativa se centra precisamente en mejorar el rendimiento paralelo de este módulo.

3.6.2. Paralelización de nivel superior a BLAS

Puesto que en la paralelización estándar, cada llamada a BLAS multihebra supone un punto de
sincronización para las hebras que colaboran en su ejecución, encontramos que en algunos módulos
básicos aparece un elevado número de sincronizaciones que limitan el paralelismo. Aumentando la
granularidad del paralelismo es posible evitar estos puntos de sincronización, aumentando aśı el
nivel de paralelismo. Esto es posible hacerlo tanto en el módulo Apply L como en el módulo
Apply Llin

td , que soporta la mayor carga computacional.
Como muestra la Figura 3.12, en cada ejecución del módulo Apply L(B,C) habrá tantas sin-

cronizaciones como bloques de columnas contenga el tile C. Por ejemplo, si el tamaño de bloque es
b = t/5, el tile C contiene cinco bloques de columnas de tamaño t×b: C =

(

C0 C1 C2 C3 C4

)

.
Con la paralelización estándar ilustrada en el apartado anterior encontramos que, en cada itera-
ción del bucle de la rutina Apply L(B,C), se resuelve un sistema triangular para un bloque de b
columnas de C mediante una llamada a BLAS multihebra (trsm). Puesto que el tile C tiene cinco
bloques de columnas, habrá cinco sincronizaciones.

Una alternativa a esta paralelización, que evita los puntos de sincronización intermedios, con-
siste en lanzar tantas hebras paralelas como bloques de columnas tenga el tile C, y utilizar una
implementación secuencial de BLAS para resolver el sistema triangular correspondiente a cada blo-
que de columnas de forma concurrente. Ésta es una paralelización de nivel superior a BLAS y de
un grano más grueso. La Figura 3.13 muestra el efecto de esta optimización sobre el ejemplo de la
Figura 3.12.

Cuando se realiza esta optimización en el módulo Apply Llin
td , se aplica sobre la operación gemm

E := E−D1C1. En este caso, se particiona E en bloques de columnas y se trabaja concurrentemente
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sobre cada uno de estos bloques Ej mediante la implementación de BLAS secuencial para realizar
la operación Ej := Ej −D1Cj (C1 se particiona acorde a la partición de E).

Los resultados obtenidos mediante la paralelización de nivel superior a BLAS y el uso de la
caché software para la variante 2 de la factorización LU con pivotamiento incremental OOC están
incluidos en las Figuras 3.14 y 3.15. Aunque se produce una mejora en las prestaciones con la
paralelización de nivel superior, hay un descenso de las mismas conforme aumenta el tamaño de la
matriz, debido, en parte, a la disminución en la ganancia que produce el uso de la caché software,
ya que la localidad temporal es menor.

En las mismas figuras se muestran los resultados obtenidos mediante la paralelización de nivel
superior a BLAS, el uso de la caché software y el solapamiento de cálculos y accesos a disco para
la variante 2. Se observa una mejora en las prestaciones, que se mantiene incluso para las matrices
más grandes, ocultando la latencia: 61,8 GFLOPS frente a 42,6 GFLOPS en tesla y 82 GFLOPS
frente a 73,4 GFLOPS en tesla2. Cabe destacar que la ganancia en tesla es de un 15 % (sobre
la velocidad pico de la máquina), mientras que en tesla2 es de tan solo un 5 %. Esto es debido a
que esta arquitectura dispone de un RAID con 6 discos, por lo que la latencia es, de por śı, menor.

:=

C0 C0C1 C1C2 C2C3 C3C4 C4B
−1

C
j

:=
t
r
il

u
(B

)−
1
C

j

h
0

h
1

h
2

h
3

h
4

Figura 3.13: Paralelización de nivel superior a BLAS en el módulo básico Apply L. Las hebras h0, . . . , h4
trabajan en paralelo para resolver el sistema C := trilu(B)−1C. La única sincronización tiene lugar tras

la resolución del sistema.

3.7. Resumen y conclusiones

En este caṕıtulo se han aplicado las técnicas OOC aportadas en esta tesis para la resolución
de una operación más compleja que la factorización de Cholesky (tratada en el Caṕıtulo 2), la
factorización LU con pivotamiento incremental. Al igual que en el caṕıtulo anterior, se han aplicado
las técnicas de manera progresiva, para evaluar el impacto que producen sobre las prestaciones que
se obtienen. Aparte del uso de la caché software y del run-time que permite el solapamiento de la
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Figura 3.14: Ejecución sobre tesla de distintas implementaciones OOC de las dos variantes de la facto-
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E/S y los cálculos, se ha realizado una nueva aportación mediante la paralelización de los códigos
en un nivel superior a BLAS, consiguiendo aśı una mejora en el rendimiento.

Las implementaciones realizadas se han evaluado en dos arquitecturas diferentes, representativas
de los sistemas de cálculo actuales: rope, un ordenador personal con un único procesador Intel
Pentium, y tesla y tesla2, estaciones de trabajo con dos procesadores Intel Xeon que disponen
de cuatro núcleos cada uno. La diferencia principal entre tesla y tesla2 es que la primera dispone
de un solo disco a 7.200 r.p.m. mientras que tesla2 dispone de un RAID de seis discos a 15.000
r.p.m.

A diferencia de la experimentación realizada sobre la factorización de Cholesky, para este proble-
ma no hemos trabajado sobre GPU debido a que la biblioteca CUBLAS no proporciona las rutinas
necesarias para implementar eficientemente las operaciones de los módulos LUlin

td y Apply Llin
td

sobre matrices de 2× 1 bloques.
Los resultados obtenidos son satisfactorios, ya que se logra mantener las prestaciones conforme

aumenta el tamaño de la matriz, ocultando en gran medida la latencia en el acceso al disco, aún
cuando disminuye su velocidad. El rendimiento es siempre menor que el obtenido en la factorización
de Cholesky puesto que el algoritmo de la factorización LU tiene una mayor complejidad debido a
la realización del pivotamiento, y debido a que el tamaño de los datos de entrada es también mayor,
ya que en esta ocasión la matriz no es simétrica y por lo tanto se almacenan y se procesan todos
sus elementos.



102 3.7. RESUMEN Y CONCLUSIONES



Caṕıtulo 4

Factorización QR en Disco

Una vez tratadas las factorizaciones de Cholesky (Caṕıtulo 2) y LU (Caṕıtulo 3), abordamos
en este caṕıtulo la factorización QR de una matriz que, por su tamaño, no es posible almacenar
completamente en la memoria principal del sistema y, por tanto, reside inicialmente en disco. Esta
operación de descomposición está asociada a la resolución por mı́nimos cuadrados de sistemas de
ecuaciones lineales sobredeterminados. Como en los caṕıtulos anteriores, nuestro trabajo en este
caṕıtulo analiza, desde el punto de vista teórico y práctico, la implementación Out-of-Core (OOC)
de dos variantes algoŕıtmicas para el cálculo de esta factorización. La solución propuesta calcula
la factorización mediante un algoritmo alternativo al tradicional, basado en el problema de la
actualización de una factorización cuando cambian algunas de las filas/columnas de la matriz de
coeficientes. Esta solución, aunque conlleva un mayor coste computacional, da lugar a algoritmos
escalables.

Las arquitecturas destino de los algoritmos OOC desarrollados son dos: una plataforma de altas
prestaciones con un único procesador de propósito general y un procesador multinúcleo con varios
núcleos (cores) de propósito general que comparten una memoria común.

El caṕıtulo está estructurado del modo siguiente. En la primera sección se define la factoriza-
ción QR, se justifica su utilidad, y se ofrecen dos algoritmos, uno escalar y otro por bloques, para
su cálculo mediante transformaciones de Householder. Puesto que estos algoritmos trabajan sobre
paneles de la matriz (secciones verticales) no son escalables desde el punto de vista de su imple-
mentación OOC, lo que hace necesario plantear algoritmos orientados a bloques que después sean
fácilmente adaptables para trabajar OOC. Para ello se plantea un algoritmo basado en el problema
de la actualización de la factorización QR de una matriz cuando cambian algunas de sus filas y
columnas. En la Sección 4.2 se discuten las implementaciones de las dos variantes orientadas a blo-
ques presentadas en la sección anterior. Las Secciones 4.3 y 4.4 recogen la evaluación del impacto
experimental que suponen las propuestas realizadas sobre una arquitectura monoprocesador y una
arquitectura multihebra, respectivamente. Finalmente, se incluye una sección donde se resume el
contenido y las aportaciones del caṕıtulo.

4.1. Factorización QR

Uno de los métodos que se utilizan habitualmente para resolver sistemas de ecuaciones lineales
sobredeterminados es el de mı́nimos cuadrados. Dado el sistema Ax = b, con A ∈ R

m×n, b ∈
R

m y m ≥ n, su resolución mediante este método consiste en encontrar el vector x ∈ R
n que

103



104 4.1. FACTORIZACIÓN QR

minimiza ‖ Ax − b ‖2. Los procedimientos más fiables para resolver este problema conllevan la
reducción de la matriz A a alguna forma canónica mediante transformaciones ortogonales. Entre
estos procedimientos el más comúnmente utilizado es la factorización QR [32], que descompone la
matriz A ∈ R

m×n en el producto A = QR, donde Q ∈ R
m×m es ortogonal y R ∈ R

m×n es triangular
superior. Una vez factorizada la matriz en el producto A = QR, la resolución del problema de
mı́nimos cuadrados se lleva a cabo calculando, en primer lugar, y := QTb y resolviendo, después,
el sistema triangular superior Rx = y. El cálculo de estas dos últimas operaciones no se aborda
expĺıcitamente en nuestro trabajo ya que su coste computacional presenta un coste de orden menor
frente al de la propia factorización.

Existen varios métodos para calcular la factorización QR. Aśı, los hay que se basan en transfor-
maciones de Householder, otros se basan en rotaciones de Givens, y por último están los métodos
que realizan una ortogonalización v́ıa Gram-Schmidt o v́ıa Gram-Schmidt modificado [32]. Cuando
se trabaja con matrices densas, el método a elegir depende en gran medida de cómo se va a utili-
zar después la factorización, de la estabilidad del sistema y de la dimensión de la matriz. Cuando
m≫ n, el método basado en transformaciones de Householder es muy conveniente.

4.1.1. Transformaciones de Householder

Definición 7 Dado el vector x ∈ R
m y la partición x =

(

χ0

x1

)

, donde χ0 es el primer elemento

de x, el vector de Householder asociado a x se define como

u =

(

1

x1/ν0

)

,

donde ν0 = χ0 + signo(χ0)‖x‖2.
Definición 8 Si σ = 2

uTu
, a la transformación Im−σuuT se le denomina transformación o reflector

de Householder.

Al aplicar la transformación de Householder asociada a x se tiene que (Im − σuuT)x = ηe0;
es decir, en el resultado se anulan todos los elementos de x excepto el primero, que toma el valor
η = −signo(χ0)‖x‖2.

Utilizaremos la notación [u, η, σ] := h(x) para referirnos al cálculo de η, u y σ a partir del
vector x, y denominaremos H(x) a la transformación correspondiente, H(x) = (I − σuuT). Por
simplicidad, obviaremos el sub́ındice que indica el tamaño de la matriz identidad cuando quede
determinado por el contexto. Una caracteŕıstica importante de H(x) es que es ortogonal y simétrica
(H(x)−1 = H(x)T y H(x)T = H(x) respectivamente).

4.1.2. Algoritmo escalar en notación FLAME

La factorización QR puede obtenerse mediante el algoritmo escalar (orientado a la derecha)
mostrado en la Figura 4.1. En este algoritmo, las transformaciones de Householder se van calculando
sucesivamente para anular los elementos subdiagonales de la matriz A. Los vectores de Householder
sobreescriben los elementos que se han anulado (es decir, la parte estrictamente triangular inferior
de A) y, al finalizar el proceso, el factor triangular R queda contenido sobre la parte triangular
superior de la matriz A. Los escalares σ se almacenan en el vector s de n elementos. El coste de
este algoritmo es de 2n2(m− n/3) flops.
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Algorithm: [A, s] := QRunb(A)

Partition A→
 

ATL ATR

ABL ABR

!

and s→
 

sT

sB

!

where ATL is 0× 0 and sT has 0 elements

while n(ATL) < n(A) do

Repartition

 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 a01 A02

aT

10 α11 aT

12

A20 a21 A22

1

C

C

A

and

 

sT

sB

!

→

0

B

B

@

s0

σ1

s2

1

C

C

A

where α11 and σ1 are scalars

" 

1

u2

!

, η, σ1

#

:= h

 

α11

a21

!

α11 := η

a21 := u2

wT := aT

12 + uT

2 A22
 

aT
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A22

!
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T

A22 − σ1u2w
T

!
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endwhile

Figura 4.1: Algoritmo escalar para calcular la factorización QR mediante transformaciones de Householder.

Si se desea calcular la matriz Q expĺıcitamente, se debe acumular el producto H0 ·H1 · · ·Hn−1 =
Q, siendo Hk la (k + 1)-ésima transformación de Householder calculada mediante el algoritmo
anterior. Puesto que en los problemas de mı́nimos cuadrados no es habitual la necesidad de formar
la matriz Q, no trataremos este aspecto en adelante. La realización del cálculo y := QTb en la
resolución del problema de mı́nimos cuadrados tras la factorización no requiere la formación de la
matriz Q, ya que las transformaciones ortogonales que conlleva se realizan directamente a partir
de los vectores de Householder almacenados en A, y de modo más eficiente que a partir de Q.

4.1.3. Algoritmo por bloques en notación FLAME

Para obtener un algoritmo por bloques que calcule la factorización QR utilizamos la repre-
sentación WY compacta [12, 57], que acumula productos de transformaciones de Householder, de
manera que su aplicación se puede realizar mediante productos de matrices (en el algoritmo escalar
las transformaciones se aplican mediante productos matriz-vector).

Hay dos detalles que juegan un papel clave en la construcción del algoritmo por bloques de la
Figura 4.2:
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Algorithm: [A, S] := QRblk(A)

Partition A→
 

ATL ATR

ABL ABR

!

and S →
 

ST

SB

!

where ATL is 0× 0 and ST has 0 rows

while n(ATL) < n(A) do

Determine block size b
Repartition
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!
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where A11 is b× b and S1 has b rows
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Figura 4.2: Algoritmo por bloques para calcular la factorización QR mediante transformaciones de
Householder.

Si u0, . . . , ub−1 son los primeros b vectores de Householder calculados en la factorización
y σ0, . . . , σb−1 son los escalares correspondientes, de modo que Hj = (I − σjuju

T
j ), j =

0, . . . , b− 1, entonces
H0 ·H1 · · ·Hb−1 = I + UbSbU

T
b , (4.1)

donde Ub es una matriz trapezoidal inferior unidad de tamaño n×b, Sb es una matriz triangular
superior de tamaño b× b, y bajo la diagonal de la columna (j +1) de Ub se encuentra uj, para
j = 0, . . . , b− 1.

La factorización QR de las k primeras columnas de A da lugar a los mismos k vectores uk y
a los mismos valores en la parte triangular superior de esas k columnas que la factorización
QR de toda la matriz.

Asumiendo que b≪ m,n, el coste del algoritmo por bloques es igual al coste del algoritmo escalar,
es decir, 2n2(m−n/3) flops. El algoritmo devuelve en la matriz S ∈ R

n×b las matrices triangulares
superiores “S1”, de tamaño b× b cada una de ellas, que agrupan parte de las transformaciones de
Householder correspondientes a cada bloque de columnas de la matriz A. Este algoritmo, que se
desv́ıa de las implementaciones tradicionales como la de LAPACK, no necesita volver a calcular
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dichas matrices al aplicar las transformaciones de Householder al vector de términos independientes
del sistema.

Aunque los algoritmos por bloques son deseables para obtener buenas prestaciones, no son
escalables cuando las matrices se particionan en paneles (secciones verticales), como sucede en el
algoritmo de la Figura 4.2. Nuestro objetivo es, por tanto, utilizar algoritmos orientados a bloques
(algoritmos en los que el bloque es la unidad básica de cálculo), ya que son escalables, permiten un
mayor grado de paralelismo y pueden ser directamente transformados en algoritmos OOC con tan
solo plantear una equivalencia entre el bloque y el tile (la unidad de almacenamiento en disco).

4.1.4. Algoritmo orientado bloques en notación FLAME

Gunter y van de Geijn [33] plantean un algoritmo por bloques para calcular la actualización de
una factorización QR cuando se añaden más ecuaciones lineales al sistema inicial. Seŕıa el caso en
que, por ejemplo, se ha obtenido la factorización QR de una matriz A = QR y se necesita calcular
la factorización

(

A

B

)

= Q̄R̄. (4.2)

Si la factorización de A se ha realizado mediante el algoritmo de la Figura 4.2, se tiene que la parte
triangular superior de A se ha sobreescrito con la matriz R y las transformaciones de Householder
se han almacenado de manera compacta en su parte triangular inferior esctricta y en la matriz S.
Ya que la factorización QR de

(

R

B

)

(4.3)

produce la misma matriz triangular superior R̄ que la factorización de (4.2), si además no es necesa-
rio formar expĺıcitamente la matriz Q̄ y es suficiente con almacenar los vectores de Householder que
calculan la factorización QR de A y la posterior factorización de (4.3), se dispone de una estrategia
para calcular la factorización QR de un sistema que ha sido ampliado.

Este es básicamente el mismo procedimiento seguido por Joffrain et al. [39] para obtener un
algoritmo que calcula la factorización LU de una matriz con pivotamiento incremental, a partir del
problema de cómo actualizar una factorización LU existente cuando cambian algunas de las filas
y/o columnas de la matriz que da origen a la misma. Extendiendo ambos análisis al caso que nos
ocupa, el problema consiste en calcular la factorización QR de la matriz A, particionada como

A =

(

B C

D E

)

, (4.4)

para diferentes valores de C, D y E. La cuestión se transforma en cómo reutilizar la factorización
de B para obtener la de A para diferentes C, D y E.

A continuación se presenta el algoritmo básico que calcula la factorización QR de la matriz A
en (4.4):

Paso 1: Factorizar B. En este paso se calcula la factorización QR de B mediante transfor-
maciones de Householder.

[B, S] := QR(B)
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Paso 2: Actualizar C consistentemente con la factorización de B.

C := Apply Q(B,S,C)

Paso 3: Factorizar

(

R

D

)

. En este paso se calcula la factorización QR mediante transforma-

ciones de Householder, preservando la estructura triangular superior de R (que se almacena
en B).

[(

R

D

)

, S̄

]

:= QRtd

(

R

D

)

Paso 4: Actualizar

(

C

E

)

consistentemente con la factorización de

(

R

D

)

.

(

C

E

)

:= Apply Qtd

((

R

D

)

, S̄,

(

C

E

))

Paso 5: Factorizar E mediante transformaciones de Householder.
[

E, S̃
]

:= QR(E)

Los módulos QR y Apply Q se pueden implementar mediante los algoritmos de las Figuras 4.2
y 4.3, respectivamente. Ya que éstas son operaciones habituales de álgebra lineal, existen implemen-
taciones secuenciales eficientes para las mismas en bibliotecas como libflame y LAPACK (rutinas
geqrf y ormqr).

En cuanto a las implementaciones de los módulos QRtd y Apply Qtd, cabe destacar el hecho
de que el bloque superior de la matriz de 2 × 1 con la que trabajan es triangular superior, por lo
que han de explotar esta estructura y mantenerla. La Figura 4.4 muestra cómo hacerlo en el caso
del módulo QRtd. Asumiendo que R y C son ambas de dimensión t × t y que b ≪ t, calcular
QRtd requiere 2t3 flops, que es bastante menor que los 8t3/3 flops que se requieren si no se tiene
en cuenta la estructura de la matriz R. El procedimiento del módulo Apply Qtd se muestra en la
Figura 4.5; en este caso, con las mismas consideraciones de tamaño que en QRtd, el coste se reduce
de 8t3 a 4t3 flops cuando se tiene en cuenta la estructura del bloque superior de la matriz [34].

Una vez establecidos los módulos básicos del algoritmo, estamos en disposición de obtener
un algoritmo orientado a bloques que dé lugar, más tarde, al algoritmo OOC. Consideramos un
particionado de la matriz A ∈ R

m×n en bloques cuadrados (serán los tiles cuando trabajemos
OOC) de tamaño t× t (por sencillez, supondremos que ambas dimensiones de la matriz, m y n, son
múltiplos de t). Las Figuras 4.6 y 4.7 muestran un algoritmo orientado a bloques orientado hacia
la derecha que calcula la factorización QR de una matriz. En los algoritmos de las figuras aparecen
sombreados los módulos básicos identificados en la resolución del problema de actualización de una
factorización QR: la factorización QR de una matriz densa (QR), la aplicación de la transformación
ortogonal resultante de esta factorización (Apply Q), la factorización QR de una matriz con 2× 1
bloques, en la que el bloque superior es triangular superior y el inferior es denso (QRtd), y la
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Algorithm: C := Apply Q(B, S, C)

Partition B →
 

BTL BTR

BBL BBR

!

, S →
 

ST

SB

!

, C →
 

CT

CB

!

where BTL is 0× 0, ST and CT have 0 rows

while n(BTL) < n(B) do

Determine block size b
Repartition

 

BTL BTR

BBL BBR

!

→

0

B

B

@

B00 B01 B02

B10 B11 B12

B20 B21 B22

1

C

C

A

,

 

ST

SB

!

→

0

B

B

@

S0

S1

S2

1

C

C

A

,

 

CT

CB

!

→

0

B

B

@

C0

C1

C2

1

C

C

A

where B11 is b× b, S1 and C1 have b rows

 

C1

C2

!

:=

 

I +

 

U11

U21

!

S1

“

UT

11 UT

21

”

! 

C1

C2

!

Continue with
 

BTL BTR

BBL BBR

!

←

0

B

B

@

B00 B01 B02

B10 B11 B12

B20 B21 B22

1

C

C

A

,

 

ST

SB

!

←

0

B

B

@

S0

S1

S2

1

C

C

A

,

 

CT

CB

!

←

0

B

B

@

C0

C1

C2

1

C

C

A

endwhile

Figura 4.3: Algoritmo por bloques para actualizar la matriz C respecto a la factorización QR de la matriz
B (almacenada en B y S). En el algoritmo, U11 se refiere a la parte triangular inferior de B11, mientras

que U21 se refiere a B21.
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Algorithm:

" 

R

D

!

, S̄

#

:= QRtd

  

R

D

!!

Partition R→
 

RTL RTR

RBL RBR

!

, D →
“

DL DR

”

, S̄(td) →
 

S̄T

S̄B

!

where RTL is 0× 0, DL has 0 columns, S̄T has 0 rows

while m(RTL) < m(R) do

Determine block size b
Repartition

 

RTL RTR

RBL RBR

!

→

0

B

B

@

R00 R01 R02

R10 R11 R12

R20 R21 R22

1

C

C

A

,
“

DL DR

”

→
“

D0 D1 D2

”

,

 

S̄T

S̄B

!

→

0

B

B

@

S̄0

S̄1

S̄2

1

C

C

A

where R11 is b× b, D1 has b columns, S̄1 has b rows

" 

R11

D1

!

, S̄1

#

:= QR

  

R11

D1

!!

 

R12

D2

!

:= Apply Q

  

R11

D1

!

, S̄1,

 

R12

D2

!!

Continue with
 

RTL RTR

RBL RBR

!

←

0

B

B

@

R00 R01 R02

R10 R11 R12

R20 R21 R22

1

C

C

A

,
“

DL DR

”

←
“

D0 D1 D2

”

,

 

S̄T

S̄B

!

←

0

B

B

@

S̄0

S̄1

S̄2

1

C

C

A

endwhile

Figura 4.4: Algoritmo por bloques para el módulo QRtd que calcula la factorización QR de una matriz

de la forma (RT, DT)
T

cuyo bloque R es triangular superior.
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Algorithm:

" 

C

E

!#

:= Apply Qtd

  

R

D

!

, S̄(td),

 

C

E

!!

Partition R→
 

RTL RTR

RBL RBR

!

, D →
“

DL DR

”

, S̄(td) →
 

S̄T

S̄B

!

, C →
 

CT

CB

!

where RTL is 0× 0, DL has 0 columns, S̄T and CT have 0 rows

while m(RTL) < m(R) do

Determine block size b
Repartition

 

RTL RTR

RBL RBR

!

→

0

B

B

@

R00 R01 R02

R10 R11 R12

R20 R21 R22

1

C

C

A

,
“

DL DR

”

→
“

D0 D1 D2

”

,

 

S̄T

S̄B

!

→

0

B

B

@

S̄0

S̄1

S̄2

1

C

C

A

,

 

CT

CB

!

→

0

B

B

@

C0

C1

C2

1

C

C

A

where R11 is b× b, D1 has b columns, S̄1 and C1 have b rows

 

C1

E

!

:= Apply Q

  

R11

D1

!

, S̄1,

 

C1

E

!!

Continue with
 

RTL RTR

RBL RBR

!

←

0

B

B

@

R00 R01 R02

R10 R11 R12

R20 R21 R22

1

C

C

A

,
“

DL DR

”

←
“

D0 D1 D2

”

,

 

S̄T

S̄B

!

←

0

B

B

@

S̄0

S̄1

S̄2

1

C

C

A

,

 

CT

CB

!

←

0

B

B

@

C0

C1

C2

1

C

C

A

endwhile

Figura 4.5: Algoritmo por bloques para el módulo Apply Qtd que actualiza la matriz (CT, ET)
T

con-

sistentemente con la factorización QR de la matriz (RT, DT)
T

realizada con el algoritmo QRtd de la
Figura 4.4.
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Algorithm: [A, S] := QR B var1(A)

Partition A→
 

ATL ATR

ABL ABR

!

, S →
 

STL STR

SBL SBR

!

where ATL, STL have 0× 0 tiles

while n(ATL) < n(A) do

Repartition

 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

STL STR

SBL SBR

!

→

0

B

B

@

S00 S01 S02

S10 S11 S12

S20 S21 S22

1

C

C

A

where A11, S11 are tiles

[A11, S11] := QR (A11)

A12 := QR B1(A11, S11, A12)

[A11, A21, S21] := QR B2(A11, A21)

[A12, A22] := QR B3(S21, A11, A12, A21, A22)

Continue with
 

ATL ATR

ABL ABR

!

←

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

STL STR

SBL SBR

!

←

0

B

B

@

S00 S01 S02

S10 S11 S12

S20 S21 S22

1

C

C

A

endwhile

Algorithm: [ C] := QR B1(B, S̄, C)

Partition C →
“

CL CR

”

where CL is 0 tiles wide

while n(CL) < n(C) do

Repartition
“

CL CR

”

→
“

C0 C1 C2

”

where C1 is a tile

C1 := Apply Q (B, S̄, C1)

Continue with
“

CL CR

”

←
“

C0 C1 C2

”

endwhile

Algorithm:
ˆ

B, D, S̄
˜

:= QR B2(B, D)

Partition D →
 

DT

DB

!

, S̄ →
 

S̄T

S̄B

!

where DT , S̄T are 0 tiles high

while m(DT ) < m(D) do

Repartition

 

DT

DB

!

→

0

B

B

@

D0

D1

D2

1

C

C

A

,

 

S̄T

S̄B

!

→

0

B

B

@

S̄0

S̄1

S̄2

1

C

C

A

where D1, S̄1 are tiles

" 

B

D1

!

, S̄1

#

:= QRtd

  

B

D1

!!

Continue with
 

DT

DB

!

←

0

B

B

@

D0

D1

D2

1

C

C

A

,

 

S̄T

S̄B

!

←

0

B

B

@

S̄0

S̄1

S̄2

1

C

C

A

endwhile

Figura 4.6: Algoritmo orientado a bloques para calcular la factorización QR. Variante 1 orientada hacia
la derecha.
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Algorithm: [ C, E] := QR B3(S̄, R,C, D, E)

Partition C →
“

CL CR

”

, E →
“

EL ER

”

where CL, EL are 0 tiles wide

while n(CL) < n(C) do

Repartition
“

CL CR

”

→
“

C0 C1 C2

”

,
“

EL ER

”

→
“

E0 E1 E2

”

where C1 is a tile, E1 is 1 tile wide

[C1, E1] := QR B4(S̄, R, C1, D, E1)

Continue with
“

CL CR

”

←
“

C0 C1 C2

”

,
“

EL ER

”

←
“

E0 E1 E2

”

endwhile

Algorithm: [ C, E] := QR B4(S̄, R,C, D, E)

Partition S̄ →
 

S̄T

S̄B

!

, D →
 

DT

DB

!

, E →
 

ET

EB

!

where S̄T , DT , ET are 0 tiles high

while m(DT ) < m(D) do

Repartition

 

S̄T

S̄B

!

→

0

B

B

@

S̄0

S̄1

S̄2

1

C

C

A

,

 

DT

DB

!

→

0

B

B

@

D0

D1

D2

1

C

C

A

,

 

ET

EB

!

→

0

B

B

@

E0

E1

E2

1

C

C

A

where S̄1, D1, E1 are tiles

 

C

E1

!

:= Apply Qtd

  

R

D1

!

, S̄1,

 

C

E1

!!

Continue with
 

S̄T

S̄B

!

←

0

B

B

@

S̄0

S̄1

S̄2

1

C

C

A

,

 

DT

DB

!

←

0

B

B

@

D0

D1

D2

1

C

C

A

,

 

ET

EB

!

←

0

B

B

@

E0

E1

E2

1

C

C

A

endwhile

Figura 4.7: Algoritmo orientado a bloques para calcular la factorización QR. Variante 1 orientada hacia
la derecha (continuación).
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Algorithm: [A, S] := QR B var2(A)

Partition A→
 

ATL ATR

ABL ABR

!

, S →
 

STL STR

SBL SBR

!

where ATL, STL have 0× 0 tiles

while n(ATL) < n(A) do

Repartition

 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

STL STR

SBL SBR

!

→

0

B

B

@

S00 S01 S02

S10 S11 S12

S20 S21 S22

1

C

C

A

where A11, S11 are tiles

0

B

@

A01

A11

A21

1

C

A
:= LU B5

0

B

@

0

B

@

A00

A10

A20

1

C

A
,

0

B

@

A01

A11

A21

1

C

A
,

0

B

@

S00

S10

S20

1

C

A

1

C

A

[A11, S11] := QR (A11)

[A11, A21, S21] := LU B2(A11, A21)

Continue with
 

ATL ATR

ABL ABR

!

←

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

STL STR

SBL SBR

!

←

0

B

B

@

S00 S01 S02

S10 S11 S12

S20 S21 S22

1

C

C

A

endwhile

Algorithm: [B] := QR B5(A, B, S̄)

Partition A→
 

ATL ATR

ABL ABR

!

, B →
 

BT

BB

!

, S̄ →
 

S̄TL S̄TR

S̄BL S̄BR

!

where ATL, S̄TL have 0× 0 tiles, BT is 0 tiles high

while n(ATL) < n(A) do

Repartition

 

ATL ATR

ABL ABR

!

→

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

BT

BB

!

→

0

B

B

@

B0

B1

B2

1

C

C

A

,

 

S̄TL S̄TR

S̄BL S̄BR

!

→

0

B

B

@

S̄00 S̄01 S̄02

S̄10 S̄11 S̄12

S̄20 S̄21 S̄22

1

C

C

A

where A11, B1, S̄11 are tiles

B1 := Apply QR (A11, S̄11, B1)

[B1, B2] := QR B4(S̄21, A11, B1, A21, B2)

Continue with
 

ATL ATR

ABL ABR

!

←

0

B

B

@

A00 A01 A02

A10 A11 A12

A20 A21 A22

1

C

C

A

,

 

BT

BB

!

←

0

B

B

@

B0

B1

B2

1

C

C

A

,

 

S̄TL S̄TR

S̄BL S̄BR

!

←

0

B

B

@

S̄00 S̄01 S̄02

S̄10 S̄11 S̄12

S̄20 S̄21 S̄22

1

C

C

A

endwhile

Figura 4.8: Algoritmo orientado a bloques para calcular la factorización QR. Variante 2 orientada hacia
la izquierda.



CAṔITULO 4. FACTORIZACIÓN QR EN DISCO 115

aplicación de las transformaciones correspondientes a esta última factorización sobre una matriz
2× 1 (Apply Qtd).

Para reducir el número de operaciones de E/S, planteamos en la Figura 4.8 un algoritmo orienta-
do hacia la izquierda. Tanto éste como el algoritmo orientado hacia la derecha, tienen una estructura
similar a las dos variantes orientadas a bloques para la factorización LU. Esto es aśı porque ambos
algoritmos se han desarrollado a partir de la solución al problema de la actualización de una facto-
rización existente cuando cambian algunas filas y columnas de la matriz de coeficientes. El motivo
para obtener los algoritmos a partir de esta solución es el hecho de que los algoritmos originales
de factorización trabajan sobre paneles de la matriz y, por lo tanto, no son escalables. Los nuevos
algoritmos, aunque realizan más operaciones, śı son escalables.

4.2. Implementaciones OOC para la factorización QR

De nuevo, realizamos la transformación de los algoritmos a bloques en algoritmos OOC con-
siderando que cada bloque es un tile. En esta sección no hacemos un estudio en detalle de las
dos variantes algoŕıtmicas orientadas a bloques obtenidas para la factorización QR puesto que su
estructura, en esencia, es la misma que la de las variantes algoŕıtmicas obtenidas para la factoriza-
ción LU con pivotamiento incremental (ver Sección 3.4). En su lugar, nos detenemos en el estudio
de las diferencias, que vienen dadas por las operaciones de cálculo que conllevan cada una de las
factorizaciones.

Una primera diferencia se encuentra en los módulos básicos que se utilizan en ambas factoriza-
ciones. En la factorización QR, estos módulos se denominan QR, Apply Q, QRtd y Apply Qtd
y sus implementaciones se muestran en las Figuras de la 4.2 a la 4.5. La segunda diferencia se
encuentra en la estructura y el uso de la matriz auxiliar S̄, que almacena de manera compacta las
transformaciones de Householder tal y como se detalla a continuación.

La Figura 4.9 muestra gráficamente dos iteraciones de la variante 1 orientada a bloques hacia
la derecha, QR B var1, concretamente la segunda y la tercera iteración. En la figura aparecen
sombreados los tiles que son actualizados en cada paso. Al inicio de cada iteración, en el primer
paso, se calcula la factorización QR del tile A11 mediante un algoritmo que procede por paneles de
b columnas (el tamaño de cada panel es t × b). La factorización de cada uno de estos paneles da
lugar a un bloque de tamaño b× b triangular superior que corresponde a la matriz Sb de (4.1). En
el ejemplo de la figura, el tamaño de tile es t = 3b, por lo que la factorización QR de A11 da lugar a
tres bloques triangulares superiores de tamaño b× b, que pueden almacenarse de manera compacta
en S tal y como se muestra en la figura. El segundo paso de cada iteración (QR B1) consiste en
aplicar las transformaciones de Householder correspondientes a la factorización del tile A11 a los
tiles que quedan a la derecha de éste en A12. Por ejemplo, en la segunda iteración hay cuatro tiles
en A12, por lo que se invocará cuatro veces al módulo Apply Q. En el tercer paso (QR B2), se
anulan los elementos de los tiles que se encuentran por debajo del A11 (A21). Para ello, se invoca
al módulo QRtd con cada tile de A21. Este módulo realiza la factorización QR de una matriz de
2 × 1 tiles: el tile superior es A11 y el inferior es uno de los tiles de A21 cuyos elementos se debe
anular. El módulo QRtd también procede por paneles de b columnas, pero en este caso cada panel
es de tamaño 2t × b. Puesto que el tile superior ya es triangular superior, los cálculos se realizan
respetando los elementos nulos. Continuando con el ejemplo de la figura, ya que hay tres paneles
de b columnas en cada una de estas matrices, en su factorización se generan tres nuevos bloques
de tamaño b × b que se almacenan en S̄. El cuarto y último paso del algoritmo (QR B3) consiste
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en la aplicación de las transformaciones de Householder del paso anterior (QR B2), a los tiles que
quedan a la derecha de A11 y A21. Este paso se lleva a cabo mediante el módulo básico Apply Qtd,
que también actualiza matrices de 2 × 1 tiles. En la figura se muestra, en cada iteración, cómo se
forma y cómo se utiliza cada columna de tiles de la matriz S̄.

La Figura 4.10 muestra el desarrollo de la tercera iteración del algoritmo orientado a bloques
hacia la izquierda QR B var2. De nuevo, aparecen sombreados los tiles que se actualizan en cada
paso. En la figura se observa cómo se construye la matriz S̄ y cómo se utilizan sus bloques b× b. En
el primer paso (QR B5) se aplican las transformaciones de Householder producidas en iteraciones
anteriores del algoritmo, tanto las transformaciones que anulan elementos en los tiles diagonales
(mediante Apply Q), como las transformaciones que anulan los elementos en los tiles subdiago-
nales (mediante Apply Qtd). En el segundo paso se realiza la factorización del tile diagonal A11.
Siguiendo con el mismo ejemplo utilizado para el algoritmo orientado hacia la derecha, tenemos
que t = 3b, por lo que esta factorización da lugar a tres bloques b× b en S̄. El tercer y último paso
de esta segunda variante algoŕıtmica (QR B2) coincide con el tercer paso de la primera variante,
la eliminación de los elementos de los tiles de A21. En la figura se observa cómo se va constru-
yendo la matriz S̄ a partir de los bloques b × b triangulares superiores generados en las distintas
factorizaciones.

4.2.1. Uso de una caché software

Se han realizado implementaciones OOC de ambas variantes algoŕıtmicas realizando la gestión
de la memoria como si se tratara de una caché. Esto ha requerido la creación de una nueva función
para cada variante, que se encarga de generar la lista de tareas que llevan a cabo la factorización QR
en cada caso. Puesto que los módulos básicos QRtd y Apply Qtd no se encuentran implementados
en las bibliotecas de álgebra lineal, también hemos llevado a cabo su implementación in-core .

Una vez realizadas estas implementaciones, el código se ha integrado con el run-time ya desa-
rrollado, que es el encargado de la gestión de la caché software. Las gráficas de la Figura 4.11
muestran el ahorro, en cuanto al número de accesos a elementos, que supone la gestión de la me-
moria por parte del run-time. A la vista de los resultados, se confirma que la variante 2 orientada
hacia la izquierda requiere menos E/S en la implementación tradicional, en la que los tiles se leen
de disco cuando son necesarios en los cálculos y se escriben en disco después de ser actualizados.
La integración con el run-time conlleva un ahorro en los accesos a elementos, que es más notorio
en la variante 2, por lo que se espera obtener mejores prestaciones para ésta.

4.2.2. Solapamiento de cálculos y accesos a disco

La siguiente mejora introducida es la que proporciona el run-time mejorado que, mediante dos
hebras especializadas, consigue solapar los accesos a disco con los cálculos, ocultando aśı la latencia
de acceso al disco. El patrón de acceso a los tiles se hace en zigzag para mejorar la localidad en las
referencias. Este patrón de acceso requiere una reorganización de las operaciones de actualización
similar a la realizada en la factorización de Cholesky (ver Apartado 2.3.3 del Caṕıtulo 2).
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R
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(
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Figura 4.9: Desarrollo de la segunda (izquierda) y tercera (derecha) iteración de la variante 1 orientada a
bloques para la factorización QR OOC.
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B
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Q
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B
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Apply Q

QRtd

Apply Qtd

tile t× t
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t =5.120.
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4.3. Experimentos sobre una arquitectura monoprocesador

En el cálculo de las prestaciones de esta sección y las siguientes, se ha considerado que el coste
de la factorización QR de una matriz cuadrada de dimensión n× n es de 4n3/3 flops.

La Figura 4.12 recoge los resultados experimentales obtenidos sobre rope (en la Tabla 1.1
se muestran las caracteŕısticas de ésta y otras máquinas usadas en la evaluación experimental de
este caṕıtulo) con las distintas implementaciones OOC desarrolladas para la factorización QR. A
diferencia de nuestras predicciones, observamos que las prestaciones en GFLOPS son prácticamente
las mismas en ambas variantes, lo que nos lleva a concluir que estamos ocultado la latencia en gran
medida. Resulta interesante observar que las prestaciones se mantienen cuando aumenta el tamaño
de la matriz, siendo de 9,2 GFLOPS para las matrices más grandes, lo que supone alrededor del 72 %
de la velocidad pico de la máquina (12,8 GFLOPS). Además, este rendimiento se encuentra muy
próximo a las prestaciones de la implementación in-core de la factorización QR que proporciona la
biblioteca MKL (rutina geqrf), que son de 10,8 GFLOPS (las implementaciones OOC alcanzan
el 90 % de esta cifra).

0

2

4

6

8

10

12

0 5000 10000 15000 20000 25000 30000 35000 40000

Tamaño de la matriz (n)

G
F
L
O

P
S

Variantes 1 y 2 sobre rope (t =5.120)

getrf de MKL in-core

Variante 1

Variante 2
Variante 2 + caché software
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Figura 4.12: Ejecución sobre rope de distintas implementaciones OOC de las dos variantes de la
factorización QR.

4.4. Experimentos sobre una arquitectura multihebra

Cuando trabajamos con arquitecturas multihebra tenemos dos alternativas diferentes para ex-
plotar el paralelismo, análogas a las ya presentadas para la factorización LU con pivotamiento
incremental. La diferencia entre ambas alternativas reside en el nivel en el que conseguimos el
paralelismo: a nivel de las operaciones de BLAS o bien a un nivel superior, que permite reali-
zar operaciones de grano más grueso y evitar puntos de sincronización que se dan trabajando en
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niveles inferiores. En los dos apartados siguientes realizaremos una breve reseña de estas dos apro-
ximaciones, que ya se comentaron más extensamente en los Apartados 3.6.1 y 3.6.2 del caṕıtulo
anterior.

4.4.1. Paralelización estándar con BLAS

Un modo habitual de obtener el paralelismo en arquitecturas multihebra es utilizando las imple-
mentaciones paralelas de las rutinas de LAPACK y de BLAS que aparecen en los módulos básicos
QR y Apply Q cuando operan sobre los tiles en memoria. Este tipo de paralelización, que tan solo
requiere el uso de bibliotecas con implementaciones multihebra, provoca múltiples sincronizaciones
entre llamadas a las rutinas de cálculo. Otra opción que hemos utilizado a este mismo nivel es el
algoritmo de flujo de datos con planificación dinámica de Quintana Ort́ı et al. [51].

Otro inconveniente que encontramos en este nivel de paralelización es que, aunque la parale-
lización de los módulos QRtd y Apply Qtd también se puede llevar a cabo enlazando con las
versiones paralelas de las rutinas de BLAS, no se espera obtener buenas prestaciones, ya que la
anchura de los paneles con que se trabaja es pequeña.

4.4.2. Paralelización de nivel superior a BLAS

Puesto que la aplicación de las transformaciones de Householder sólo se realiza desde la izquierda
en la variante 2, la actualización de distintos bloques de columnas resulta ser independiente. Esto
nos permite realizar una paralelización de nivel superior a BLAS, dividiendo el tile a actualizar
en tantos bloques de columnas (paneles) como hebras se ejecuten en paralelo, y utilizando una
implementación secuencial de BLAS para llevar a cabo el trabajo asociado a cada hebra.

4.4.3. Resultados

La Figura 4.13 muestra las prestaciones en GFLOPS, obtenidas sobre tesla, de distintas im-
plementaciones de las variantes 1 y 2 de la factorización QR OOC.

En la figura se observa que la factorización QR in-core realizada con la rutina de MKL geqrf
consigue 74 GFLOPS. Nuestra mejor implementación, que corresponde a la que hace uso de la
caché software y el solapamiento, además de la paralelización de nivel superior a BLAS, consigue
alrededor de 65 GFLOPS. Teniendo en cuenta que el algoritmo OOC implementado realiza más
operaciones que la factorización QR tradicional, podemos afirmar que se está ocultando, en gran
medida, la latencia de acceso a disco. Hay que destacar la escalabilidad del algoritmo, ya que al
aumentar el tamaño del problema, las prestaciones se mantienen.

La Figura 4.14 muestra las prestaciones en GFLOPS de las mismas implementaciones, esta vez
sobre tesla2. Al igual que suced́ıa en la factorización LU, la mejora que aporta el solapamiento es
menor en esta plataforma ya que se dispone de su sistema de almacenamiento más rápido.

4.5. Resumen y conclusiones

En este caṕıtulo se ha mostrado cómo hemos aplicado las técnicas OOC aportadas en esta
tesis para el tercer tipo de factorización de matrices que restaba tratar, la factorización QR. La
técnica utilizada en este ocasión, al igual que en la factorización LU, es una técnica de diseño de
algoritmos OOC de transformación del flujo de datos. Los algoritmos obtenidos, aunque realizan
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Figura 4.13: Ejecución sobre tesla de distintas implementaciones OOC de las dos variantes de la
factorización QR.

más operaciones que el algoritmo tradicional, son más adecuados para OOC, ya que evitan trabajar
sobre paneles de la matriz. Con los nuevos algoritmos, los cálculos sobre paneles se reducen a cálculos
sobre matrices de 2× 1 tiles, lo que permite trabajar OOC ocultando la latencia.

Del mismo modo que se ha hecho en caṕıtulos anteriores, las técnicas se han ido aplicando
progresivamente para apreciar, de este modo, el impacto de las mejoras que cada conlleva. Estas
técnicas son: el uso de la memoria como una caché software, la paralelización de nivel superior a
BLAS y el solapamiento de la E/S y los cálculos.

Las implementaciones realizadas se han evaluado en dos arquitecturas: rope, un sistema mo-
noprocesador, y tesla y tesla2 arquitecturas multihebra con ocho núcleos (tesla dispone de un
solo disco, mientras que tesla2 dispone de un RAID con seis discos más rápidos). Los resultados
obtenidos muestran que, mediante las técnicas utilizadas, es posible ocultar la latencia en el acceso
al disco, obteniéndose un rendimiento muy próximo al que proporcionan las rutinas in-core de las
bibliotecas más populares de álgebra lineal. La evaluación no se ha llevado a cabo sobre una arqui-
tectura con una GPU al no disponer de las rutinas de cálculo necesarias para la implementación de
los módulos básicos QRtd y Apply Qtd
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Caṕıtulo 5

Conclusiones

5.1. Conclusiones y aportaciones de la tesis

Como se expuso en el Caṕıtulo 1, diversos trabajos en el campo de la modelización de aplicacio-
nes cient́ıficas, tecnológicas e industriales requieren la resolución de sistemas de ecuaciones lineales
y problemas lineales de mı́nimos cuadrados densos de gran dimensión.

Una de estas aplicaciones es el estudio de la dispersión acústica, que analiza la presión que ejerce
una onda acústica incidente sobre un objeto. En este tipo de problemas, resulta particularmente
eficiente el método de elementos de contorno (Boundary Element Method) [30, 45], que permite
formulaciones numéricas muy precisas. Sin embargo, este método conlleva un elevado coste compu-
tacional ya que el sistema de ecuaciones lineales que genera es denso, no simétrico y de muy gran
escala. Por ejemplo, cuando el objeto que se analiza corresponde a un modelo geométrico de un
avión de la serie Airbus 300, para obtener la distribución de la presión acústica a una frecuencia
de 500 Hz, se genera una malla de 253.836 triángulos (cada triángulo corresponde a una incógnita
del problema). Si se aumenta la frecuencia a 1 KHz, la malla consta de 1.009.391 triángulos.

Otra aplicación la encontramos en la creación de un modelo de un campo gravitatorio a partir
de un sistema de ecuaciones lineales [34]. La parte más importante de este proceso se encuentra en
una estimación por mı́nimos cuadrados para ajustar el modelo a un conjunto de observaciones en las
que existen errores. El proceso que se sigue estima los valores de los parámetros del modelo de modo
que el error entre las observaciones realizadas y las calculadas se minimice. Los datos provienen de
la monitorización de la posición absoluta y relativa de dos satélites, en cuya trayectoria influye el
campo gravitatorio de la tierra, por lo que el volumen de información es elevado. Concretamente,
en un d́ıa se realizan unas 66.000 observaciones parciales, que ocupan en disco 5 GBytes, por lo
que un modelo anual de un campo gravitatorio conlleva una estimación por mı́nimos cuadrados de
cientos de miles de parámetros a partir de un volumen de datos del orden de TBytes.

Ante tales necesidades, el objetivo planteado en esta tesis ha sido diseñar, desarrollar y eva-
luar una colección de rutinas altamente eficientes para resolver sistemas de ecuaciones lineales y
problemas lineales de mı́nimos cuadrados de dimensión elevada (matrices con decenas de miles de
filas/columnas) sobre arquitecturas actuales, haciendo uso de técnicas OOC.

Las técnicas OOC extienden la jerarqúıa de memoria para abarcar el nivel del almacenamiento
secundario, haciendo posible la resolución de sistemas de ecuaciones lineales densos de gran di-
mensión en plataformas con una memoria principal de tamaño reducido. En esta tesis se explotan,
además, las caracteŕısticas de los procesadores actuales como las arquitecturas multihebra y los
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procesadores gráficos. Los crecientes avances en este tipo de arquitecturas ofrecen unas halagüeñas
previsiones de futuro, siendo posible pensar en utilizar equipos de sobremesa para la resolución de
problemas de muy elevada dimensión en unos pocos años.

Una de las estrategias que se aplican habitualmente para resolver sistemas de ecuaciones lineales,
cuando la matriz de coeficientes es densa, comienza con la factorización de esta matriz, descom-
poniéndola en el producto de dos matrices que se utilizan más tarde para calcular la solución del
sistema inicial. Dependiendo de la estructura y propiedades de la matriz de coeficientes, disponemos
de diferentes herramientas para obtener su factorización. Aśı, la factorización de Cholesky se uti-
liza cuando la matriz de coeficientes es simétrica y definida positiva, la factorización LU se utiliza
cuando no presenta una estructura particular, y la factorización QR cuando es rectangular, con
más filas que columnas (es decir, se trata de un sistema de ecuaciones lineales sobredeterminado).

El diseño y la implementación de algoritmos OOC para calcular las tres factorizaciones citadas
se han tratado en los tres caṕıtulos anteriores. En cada uno de ellos se han ofrecido conclusiones
espećıficas, a partir del análisis del correspondiente estudio experimental. A continuación, se ofrecen
las conclusiones generales del trabajo desarrollado, destacando cuáles han sido las aportaciones
originales de la tesis.

1. Una propiedad importante de los algoritmos de factorización de matrices densas es que pre-
sentan una alta reutilización de datos. En consecuencia, podemos considerar la RAM como
una memoria caché de los datos en disco y utilizar los algoritmos de factorización por bloques
habituales para ocultar la latencia del disco.

La experimentación realizada nos permite concluir que no es necesario el diseño de algorit-
mos espećıficos para gestionar el trasiego de datos entre RAM y disco, aunque la variante
algoŕıtmica óptima no tiene porqué coincidir con la que mejores resultados obtiene en la
ordenación de las transferencias de datos entre procesador y caché.

2. Se ha implementado un run-time para realizar la gestión de la RAM como una caché software.
El sobrecoste que supone manejar esta caché queda amortizado por el número de cálculos que
se realizan a nivel de tile (unidad de transferencia de datos entre disco y memoria principal).

3. Una segunda propiedad de los algoritmos de factorización de matrices densas es que son
códigos iterativos, compuestos por bucles donde, una vez escogido el tamaño del bloque,
quedan fijadas automáticamente todas las operaciones que habrá que ejecutar para calcular
la factorización. Esta caracteŕıstica nos permite desenrollar completamente los bucles del
código, generando una lista de tareas que contiene toda la información sobre los datos que
serán necesarios en cada ejecución del algoritmo (qué y cuándo). Gracias a ello, es posible
implementar un mecanismo de prefetch perfecto, integrado en el run-time, de modo que
resulta transparente a la biblioteca de rutinas de factorización OOC. De este modo, el run-
time proporciona un mecanismo de E/S aśıncrona transparente a la biblioteca.

4. En cuanto a la programabilidad, entendida como la facilidad de adaptación de otro software
para hacer uso de nuestras técnicas OOC, hay que destacar que, con la solución propuesta
en esta tesis, el programador de rutinas de álgebra lineal densa sólo tiene que preocuparse
de la especificación de los cálculos a realizar, en tanto que toda la E/S es gestionada por el
run-time de forma transparente.

Cuando las rutinas se programan con libflame, la portabilidad es completa, no siendo nece-
sario ningún cambio en el código para trabajar sobre disco (en modo OOC).
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5. Se ha demostrado la validez de la solución propuesta mediante la implementación de tres
factorizaciones de matrices densas. Los códigos desarrollados muestran su eficiencia gracias
a una extensa evaluación realizada sobre varias plataformas representativas de la tecnoloǵıa
actual en computación.

En resumen, se ha diseñado e implementado un run-time que permite la resolución de problemas
de gran dimensión utilizando técnicas OOC, a partir de los algoritmos tradicionales, obteniendo
prestaciones similares, y en algunos casos superiores, a las de las implementaciones in-core existentes
para los problemas de álgebra lineal con los que se ha trabajado en esta tesis.

Llegados a este punto, hacemos una reflexión sobre qué colectivos y qué tipo de aplicaciones
pueden beneficiarse de los resultados de esta tesis:

Cient́ıficos e ingenieros no acostumbrados a interactuar con grandes clusters, o que no tie-
nen acceso a los mismos, cuyas aplicaciones no presentan fuertes restricciones en los tiem-
pos de respuesta. Aunque hay bibliotecas como PLAPACK y ScaLAPACK, que permiten
resolver problemas de las dimensiones tratadas en esta tesis haciendo uso de un cluster —
posiblemente en menor tiempo—, para un investigador que no tiene profundos conocimientos
de arquitecturas/programación distribuidas, interactuar con estas bibliotecas no es nada tri-
vial, especialmente a la hora de introducir los datos y recoger los resultados.

Sistemas en los que existen limitaciones en el tamaño de la memoria RAM disponible. Este
puede ser el caso de los sistemas empotrados, en los que los criterios económicos tienen un
fuerte peso. La aplicación de los resultados de esta tesis puede ayudar a resolver problemas
de dimensión mayor de la que es capaz de almacenar la RAM del sistema, cumpliendo con
las restricciones económicas.

Relacionado con el caso anterior, los resultados de la tesis pueden ser igualmente válidos
en sistemas de propósito general, pues demuestran que el uso del disco como dispositivo de
almacenamiento no tiene porqué penalizar el tiempo de respuesta de ciertos cálculos. Esto
puede suponer que es posible hacer uso de un equipamiento con una cantidad menor de RAM,
reduciéndose en consecuencia los costes económicos. En una gran instalación de cálculo, como
el cluster de un centro de proceso de datos, por ejemplo, cualquier reducción en el coste por
nodo se multiplica linealmente con el número de nodos, pudiendo ser importante.

Entornos en los que no hay posibilidad de acceder a un cluster de computadores. Esta situa-
ción se da a bordo de los veh́ıculos espaciales, que habitualmente están dotados de tecnoloǵıa
estándar multinúcleo para la resolución de problemas computacionales surgidos de experi-
mentos realizados en el espacio. En este tipo de entornos, realizar los cálculos a bordo del
propio veh́ıculo espacial puede ser más eficiente que descargar un gran volumen de datos a la
tierra para realizar los cálculos remotamente.
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5.3. Ĺıneas abiertas de investigación

La tesis cubre con sus objetivos la resolución eficiente de sistemas de ecuaciones lineales y
problemas lineales de mı́nimos cuadrados densos de gran dimensión sobre procesadores actuales
y arquitecturas multihebra. En esta misma ĺınea de trabajo pueden identificarse los siguientes
problemas no resueltos hasta la fecha, que constituyen ĺıneas abiertas de investigación:

1. A fin de demostrar la utilidad de las aportaciones del trabajo desarrollado, queda abierta
la tarea de detectar un mayor número de aplicaciones en las que aparezcan problemas de
computación matricial densos de gran dimensión. Se dispone actualmente de un conjunto de
aplicaciones de este tipo, que dan lugar a sistemas de ecuaciones lineales densos con estructura
general o simétrica definida positiva. La intención es conocer si existen otras aplicaciones que
den lugar a problemas de este tipo y en los que la biblioteca podŕıa aportar una nueva v́ıa de
solución.

2. También queda abierta la aplicación de las técnicas OOC desarrolladas en esta tesis, como el
uso de una caché software o el mecanismo de E/S aśıncrona, a la resolución de otras opera-
ciones de álgebra lineal como el cálculo de valores propios y el cálculo de valores singulares.

3. La colección de rutinas desarrollada en esta tesis hace posible una nueva alternativa de so-
lución de sistemas de ecuaciones lineales y problemas de mı́nimos cuadrados de dimensión
muy elevada (millones de filas/columnas), basada en clusters de computadores equipados con
aceleradores hardware y que hagan uso de técnicas OOC. Para implementar esta solución
se propone abordar la combinación de las rutinas desarrolladas con la biblioteca de paso de
mensajes PLAPACK.

4. Otra alternativa para la resolución de problemas de álgebra lineal densa de dimensión muy
elevada en clusters de computadores se puede apoyar en la integración de la biblioteca desa-
rrollada con sistemas de ficheros paralelos.
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Apéndice A

Interfaz de Programación para el Manejo

de Matrices OOC

Para manipular las matrices OOC se propone una formulación orientada a objetos similar a la
utilizada en PLAPACK y en FLAME [71, 75]. La API está formada por una serie de rutinas que
se describen a continuación.

Para crear una matriz OOC en disco se utiliza la siguiente rutina:

FLAOOC_Obj_create( FLA_Matrixtype matrixtype, FLA_Datatype datatype,

dim_t m, dim_t n, dim_t mt, dim_t nt,

char *file_name, FLA_Obj *Aooc );

Propósito: Crea un nuevo objeto que describe una matriz m × n denominada Aooc, con elementos
de tipo datatype (FLA INT, FLA REAL, FLA DOUBLE, etc.), y reserva el espacio asociado a la matriz en
disco. El tipo de matriz matrixtype permite ahorrar la mitad del espacio cuando la matriz es triangular
o simétrica, escogiendo FLA LOWER TRIANGULAR o FLA UPPER TRIANGULAR; para matrices densas se debe
escoger FLA DENSE. La matriz se particiona en tiles de tamaño mt×nt, almacenando los elementos de cada
tile contiguos en disco y por columnas. Cada tile se almacena en un fichero cuyo nombre es file name

seguido por el número del tile (el número del tile (i, j) viene dado por la expresión j ∗m/mt + i).

El tamaño de los tiles, dado por mt y nt, debe afinarse para optimizar las prestaciones, en
función de las dimensiones del problema, el tamaño de la memoria RAM y el número de tiles que
se pueden mantener en ella durante la ejecución del programa.

Una vez creada la matriz OOC se pueden escribir los datos (transferirlos de memoria a disco)
mediante la siguiente rutina:

FLAOOC_Copy_submatrix_to_global( FLA_Trans trans, dim_t m, dim_t n,

void *X, dim_t ldim,

dim_t i, dim_t j, FLA_Obj Aooc );

Propósito: Copia el contenido de una matriz convencional X almacenada por columnas y con dimensión
principal ldim, en la submatriz de tamaño m×n que comienza en la entrada (i,j) de Aooc. El parámetro
trans se puede utilizar para trasponer la matriz durante la copia.

Suponiendo que FLA Trans es FLA NO TRANSPOSE y dada la matriz X de dimensión m×n, una
llamada a la rutina anterior equivale a la siguiente asignación en notación de matlab:

Aooc( i:i+m-1, j:j+n-1 ) = X;
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donde Aooc es un objeto OOC.
Para transferir los datos en sentido opuesto, se debe utilizar la siguiente rutina:

FLAOOC_Copy_global_to_submatrix( FLA_Trans trans, dim_t i, dim_t j, FLA_Obj Aooc,

dim_t m, dim_t n, void *X, dim_t ldim );

Propósito: Copia el contenido de la submatriz de tamaño m×n de Aooc, cuyo elemento de la esquina
superior izquierda es la entrada (i,j), en una matriz convencional X almacenada por columnas y con
dimensión principal ldim. El parámetro trans se utiliza para trasponer la matriz durante la copia.

Los algoritmos OOC son algoritmos orientados a tiles: las operaciones básicas se realizan sobre
tiles. Cuando se lanza una operación sobre un tile, éste debe cargarse en un objeto in-core (leyéndolo
del disco) para trabajar sobre él. El objeto in-core debe crearse en primer lugar mediante la rutina:

FLAOOC_create_conf_to_tile( FLA_Obj Tile, FLA_Obj *Ainc )

Propósito: Crea un objeto in-core Ainc del mismo tamaño que el tile Tile.

Una vez creado el objeto que alojará al tile, se carga éste desde el disco mediante la siguiente
rutina:

FLAOOC_OOC_to_INC( FLA_Obj Tile, FLA_Obj Ainc );

Propósito: Copia los datos del tile Tile en el objeto in-core Ainc.

Para devolver a disco un objeto in-core Ainc que corresponde a un tile Tile, se debe utilizar
la rutina:

FLAOOC_INC_to_OOC( FLA_Obj Ainc, FLA_Obj Tile );

Propósito: Copia a disco los datos del objeto in-core Ainc correspondientes al tile Tile.

Para liberar el espacio en disco asociado a una matriz OOC se debe llamar a la siguiente rutina:

FLAOOC_Obj_free( FLA_Obj *Aooc );

Propósito: Libera todos los recursos utilizados para almacenar los datos asociados a la matriz Aooc en
disco.
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